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бы сколько-то перекрываются, 
ошибки при использовании евкли-
дова расстояния могут возрасти 
существенно. И в этом случае 
расстояние Махаланобиса будет 
иметь явное преимущество. 

Проблемы с методами клас-
сификации, в которых использу-
ются ковариационные матрицы 
сигнатур классов, возникают в тех 
случаях, когда один из классов в 
каком-то канале имеет дисперсию, 
близкую к нулю. Это приводит 
к вырождению ковариационной 
матрицы и, соответственно, к 
делению на ноль в выражении 
(22). Поэтому, если модуль ста-
тистической классификации 
отказывается работать или ра-
ботает некорректно, необходимо 
проверить, нет ли среди эталонов 
классов «идеально однородного» 
класса в каком-то из каналов. 
Аналогичная ситуация может 
возникнуть, если для какого-то 
класса корреляция между одной 
из пар каналов близка к единице. 

Во всех таких случаях имеет 
смысл использовать классифи-
кацию по минимуму евклидова 
расстояния. Для  изображений, 
где преобладают однородные по 
яркости объекты (вода, почва, 
травянистая растительность), она 
оказывается значительно эффек-
тивнее статистических методов. 
Пример такого изображения при-
веден на рис. 26. 

Для изображения, на котором 
представлены менее однородные 

е Иллюстрация различий между классифи-
кацией по евклидову расстоянию и расстоя-

нию Махаланобиса

Рис. 26. Пример изображения, для которого 
наиболее эффективна классификация по 

минимуму евклидова расстояния (МСУ-Э, 
Волгоградская область, разрешение 45м на 
пиксель. Изображение показано в ближнем 

ИК-диапазоне)
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по яркости объекты, ошибки классификации по евклидову расстоянию 
могут оказаться совершенно неприемлемыми. Если оценка ожидаемой 
ошибки классификации этим методом на эталонах (см. далее раздел 
7.7) не дает удовлетворительного результата, то можно попробовать  ис-
ключить из обработки один из пары слишком сильно коррелированных 
каналов. Если же это существенно ухудшит разделимость остальных 
классов, лучше заменить выборки наиболее однородных объектов на 
менее однородные.  

7.6. Классификация по максимуму правдоподобия
Классификация по максимуму правдоподобия – наиболее уни-

версальный из «классических» методов классификации с обучением, 
поскольку позволяет не только разделять классы с различными типами 
функций плотности распределения признаков, но и минимизировать в 
среднем ошибки классификации. Поэтому мы остановимся на данном 
методе более подробно.

Метод основывается на так называемом критерии Байеса из теории 
проверки статистических гипотез [16]. Под гипотезой в нашей задаче 
понимается принадлежность пикселя изображения какому-то определен-
ному классу. Для простоты рассмотрим теоретические основы принятия 
решения по критерию Байеса на примере одномерного признака X и двух 
классов. Задача заключается в определении на шкале Х интервалов W1  
и  W2, на которых будут приниматься решения в пользу первого и второго 
класса соответственно. В дальнейшем классы и соответствующие им об-
ласти принятия решения будем обозначать одним и тем же символом W.  

Предположим, что на основе обучающих выборок мы построили функ-
ции плотности статистического распределения f1(x) и f2(x) (рис.27). Заметим, 
что в общей постановке задачи f1(x) 
и f1(x) не обязательно соответству-
ют нормальному распределению. 

В общем случае мы должны 
также учесть априорные вероят-
ности Р(W1) и Р(W2) появления 
данных классов. Для задачи 
классификации пикселей изо-
бражения земной поверхности 
априорные вероятности − это 
ожидаемые доли площади под 
каждым классом, которые могут 
быть получены, например, из 
фондовых материалов. 

Рис. 27. К выбору разделяющей точки по 
критерию Байеса для случая двух классов
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Появление в некотором классе Wk пикселя со значением xi (в слу-
чае нескольких каналов, соответственно, определенного вектора x) на 
изображении конкретной территории соответствует одновременному 
осуществлению двух независимых событий: 

1) пиксель принадлежит объекту класса Wk; 
2) пиксель принял значение xi.
Вероятность одновременного осуществления двух независимых со-

бытий есть произведение вероятностей каждого из этих событий:
P({W=Wk}∩({x = xi})= P(W=Wk) ∙ P(x= xi) = P(Wk) fk(xi).      (24)

Итак, вероятности появления некоторой произвольной точки x для 
первого и второго классов будут равны, соответственно, P(W1) f1(x) и P(W2) 
f2(x). Заметим, что эти вероятности не равны нулю на всем интервале зна-
чений признака X, как для первого, так и для второго классов. То есть при 
любом значении x, принимая решение в пользу какого-то одного класса, мы 
рискуем совершить ошибку. И мы должны выбрать границу между класса-
ми на шкале X таким образом, чтобы как-то минимизировать эти ошибки.

В критерии Байеса для получения такого условия вводится понятие 
«среднего риска» − средней платы за ошибки при многократном принятии 
решения, и это как раз подходит для решения нашей задачи. При класси-
фикации изображения мы отдельно классифицируем каждый пиксель, и 
хотим, чтобы по всему изображению в среднем ошибки классификации 
были как можно меньше.

Рассмотрим все возможные ситуации при принятии решения в слу-
чае двух классов. Назовем событие «при данном значении x имеет место 
класс W1 с функцией плотности распределения признака f1(x)» гипотезой 
H1, а событие «при данном значении x имеет место класс W2 с функцией 
плотности распределения признака f2(x)» − гипотезой H2. 

Пусть мы выбрали точку x0, разделяющую два класса (рис. 27). Вероят-
ность появления любого значения х отлична от нуля и для первого, и для 
второго класса на всем множестве Х, поэтому при попадании значения x в 
одну из двух определенных нами областей могут возникнуть 4 ситуации.

Принимаем гипотезу Н1, и она верна.
Принимаем Н2, но верна Н1 .
Принимаем Н2, и она верна.
Принимаем Н1, но верна Н2.
При равных априорных вероятностях появления классов P(W1)=P(W2) 

полная вероятность возникновения ситуации 1 соответствует площади 
под f1(x) на полуинтервале (-∞,х0], ситуации 2 − площади под f1(x) на 
интервале (х0,∞), ситуации 3 − площади под f2(x) на (х0,∞), ситуации 4 − 
площади под f2(x) на (-∞,х0].
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Суммарная площадь под f1(x) и f2(x) для ситуаций 2 и 4 − это полная 
вероятность ошибок в нашей схеме принятия решений. В случае двух 
альтернативных гипотез ошибку, соответствующую ситуации 2, обычно 
называют ошибкой первого рода (a), ошибку, соответствующую ситуации 
4, − ошибкой второго рода (b). Вообще говоря, понятие ошибок первого 
и второго рода симметрично и зависит от того, какая гипотеза является 
основной, а какая – альтернативной. Если бы H2 была основной гипоте-
зой, ошибка первого рода соответствовала бы ситуации 4. 

При классификации пикселей многозональных аэрокосмических 
изображений ошибка первого рода проявляется в появлении на объектах 
класса W1 точек посторонних классов. В свою очередь, ошибки второго 
рода проявляются в появлении точек этого класса на других объектах. 
Когда количество выделяемых классов невелико, обычно преобладают 
ошибки второго рода, поскольку аналитик не учитывает все присутству-
ющие на изображении типы объектов, в том числе и с характеристиками, 
близкими к выделяемым классам. Это одна из причин, по которой по-
лезно выполнение предварительной неконтролируемой классификации, 
причем на значительно большее, чем требуется, количество классов. 
Неконтролируемая классификация позволяет предварительно оценить 
вероятность появления ошибок второго рода, более точно определить 
границы искомых классов и, при необходимости, разумно задать область 
отказов от распознавания, соответствующую классу «прочее».

Для расчета «среднего риска» введем плату за каждую из четырех 
описанных выше ситуаций – платежный коэффициент cij, где индекс i со-
ответствует ситуации «имеет место гипотеза i», а индекс j соответствует 
ситуации «мы приняли гипотезу j». 

Рассматривая платежные коэффициенты cij как «риск» в каждой 
из возможных ситуаций (которые можно рассматривать как случайные 
события), введем понятие среднего риска для наших четырех случаев:

	 , , 1,2.ij ij
i j

R c p i j= =∑∑ 	 (25)

Здесь cij — это выплаты в каждой ситуации (платежные коэффи-
циенты), а pij — вероятности соответствующих выплат. В случае, когда 
с11=с22=0 и с12=с21=1 (здесь «плата» − это штраф за ошибки), функцию R 
называют также функцией потерь.

Как было сказано выше, чтобы получить вероятности pij, мы должны 
посчитать площади под соответствующими каждому случаю частями f1(x) 
и f2(x), то есть взять интеграл от этих функций на соответствующем ин-
тервале. Если априорные вероятности появления классов не одинаковы, 
то мы должны их учесть в соответствии с выражением (24). 
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Следовательно, в общем случае формулу (25) можно записать так:
0 0

11 1 1 12 1 1 22 2 2 21 2 2
0 0

( ) ( ) ( ) ( ) ( ) ( ) ( ) ( ) .
x x

x x

R c P f x dx c P f x dx c P f x dx c P f x dx
∞ ∞

−∞ −∞

= W + W + W + W∫ ∫ ∫ ∫   (26)

Выражение (26) есть полный средний риск так называемой страте-
гии Байеса. Минимум R в точке х0 достигается при условии

0

0.
x x

dR
dx

=

=

Возьмем производную в точке х0, учитывая, что 
0

( ) ( ),
x

f x dx F x=∫  
F(–∞) = 0, F(∞)=1: 

0

11 1 1 12 1 1 22 2 2 21 2 2( ) ( ) ( ) ( ) ( ) ( ) ( ) ( ) 0.
x x

dR c P f x c P f x c P f x c P f x
dx =

= W − W − W + W =   (27)

Отсюда имеем следующее соотношение для х=х0: 

	 1 1 21 22

2 2 12 11

( ) ( ) .
( ) ( )

P f x c c
P f x c c
W −

= = λ
W −

	 (28)

Отношение (28) называется отношением правдоподобия, а величина 
l − коэффициентом правдоподобия. 

При значениях 1 1

2 2

( ) ( )
( ) ( )

P f x
P f x
W

≥ λ
W

 решение принимается в пользу W1, 

при 1 1

2 2

( ) ( )
( ) ( )

P f x
P f x
W

< λ
W

− в пользу W2.

Функции, стоящие в числителе и знаменателе, определенные ранее 
выражением (24), называются функциями правдоподобия для классов 
W1 и W2 соответственно.

Если положить, что с11=с22=0 и с12=с21=1, получим:
1 1

2 2

( ) ( ) 1
( ) ( )

P f x
P f x
W

=
W

или, в логарифмической форме, 1 1

2 2

( ) ( )ln 0.
( ) ( )

P f x
P f x
W

=
W

(29)
Когда значения признака  для обоих классов распределены по нор-

мальному закону (см. выражение (1) в разделе 5) со средними m1, m2 и 
среднеквадратическими отклонениями s1, s2 соответственно, отношение 
правдоподобия в логарифмической форме имеет вид:

	
2 2

1 1 1 2
2 2

2 2 1 1

( ) ( ) ( )ln ln ln ln 0.
( ) 2 2

P x m x m
P
W σ − −

+ − + =
W σ σ σ

	 (30)
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То есть х0 является решением квадратного уравнения. Случай, когда 
уравнение имеет два действительных корня, представлен на рис. 28.

Все полученные выше результаты справедливы и когда образ пред-
ставлен не значением одного параметра, а n-мерным вектором х. 

Логарифм отношения правдоподобия (29) в данном случае соот-
ветствует понятию разделяющей функции, которое мы ввели в разделе 
7.2. Разделяющая функция dks(x)=0 для классов k и s при нормально рас-
пределенных значениях признака x в многомерном случае выглядит так: 

1 1( )ln (1 2)ln (1 2)( ) ( ) (1 2)( ) ( ) 0.
( )

s T Tk
k k k s s s

s k

CP x m C x m x m C x m
P C

− −W
+ − − − + − − =

W  
(31)

В общем случае такие разделяющие функции в n-мерном простран-
стве Х представляют собой гиперповерхности сложной формы − так 
называемые гиперквадрики. Более просто обстоит дело в случае, когда 
ковариационные матрицы одинаковы для всех K классов: Ck= Cs=C. 
Уравнение (31) тогда принимает следующий вид:

1 1( )( ) ln ( ) (1 2)( ) ( ) 0.
( )

T Tk
ks k s k s k s

s

Pd x x C m m m m C m m
P

− −W
= + − − − − =

W

(32)
То есть при Ck= Cs=C, mk≠ms гиперквадрики превращаются в линей-

ные разделяющие функции, что подтверждает ранее сделанный нами 
вывод о возможности применения в этом случае метода классификации 
по минимуму евклидова расстояния.

В случае, когда mk= ms, = m, Ck≠Cs, разделяющая функция  представ-
ляет собой квадратичную форму вида:

1 1( )ln (1 2) ln (1 2)( ) ( )( ) 0.
( )

s Tk
k s

s k

CP x m C C x m
P C

− −W
+ − − − − =

W   (33)

Таким образом, можно сказать, что практическим преимуществом 
многомерного байесовского классификатора перед классификаторами 
по минимуму расстояния  является возможность разделения классов, 
имеющих близкие средние, но разный разброс значений признаков.

Логарифм функции правдоподобия (24) представляет собой ту самую 
решающую функцию (19) для k-го класса, которую мы ввели в разделе 7.3.  

1( ) ln ( ) ln ( ) ln ( ) (1 2)ln (1 2)( ) ( ).T
k k k k k k k kr x P p x P C x m C x m−= W + W = W − − − −
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В соответствии с условием (19) из раздела 7.3 решение прини-
мается в пользу того класса, для которого rk(x) имеет максимальное 
значение. Отсюда название метода классификации – «максимум 
правдоподобия». И именно поэтому при обосновании метода часто 
используют так называемую «апостериорную вероятность», которая 
выражается через функции правдоподобия классов следующим об-
разом:

	

1

( ) ( )( ) .
( ) ( )

k i k
k K

j i j
j

P p xP x
P p x

=

W W
W =

W W∑
 	

Апостериорная вероятность интерпретируется как вероятность 
появления k-го класса для каждой точки с вектором координат x в про-
странстве яркостей [3].

Однако, поскольку величина (24) есть вероятность, принимающая 
значения в интервале (0,1), то логарифм ее значения есть величина 
отрицательная. Поэтому, как уже говорилось в разделе 7.3, решение в 
алгоритмах классификации принимается по значению величины, кото-
рую можно рассматривать как расстояние пикселя до класса (метрику). 
В данном случае такая величина есть

Dk(x)=ln(1/rk(x))=1/2(x–mk)
TCk–1(x–mk)–lnP(Wk)+(1/2)ln|Ck|.    (34)

Нетрудно заметить, что в это выражение входит рассмотренное нами 
ранее расстояние Махаланобиса (23). Если не учитывать априорную ве-
роятность, то есть если lnP(Wk)=0, тогда в выражении (34) остается, тем 
не менее, еще один член, который и определяет различие между двумя 
статистическими классификаторами.

Чтобы понять, какую роль 
играет этот член при классифика-
ции, рассмотрим пример, приве-
денный на рис. 29. Для простоты 
предположим, что P1=P2. Эллип-
соиды рассеяния для класса 1 и 
2 показаны на уровне 3s1 и 3s2, 
то есть практически полностью 
охватывают точки классов. Об-
ратите внимание, что под sk (k – 
индекс класса) здесь понимается 
среднеквадратичное отклонение 
одномерного нормального распре-Рис. 28. Случай двух разделяющих точек 

для классов W1 и W2
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деления, полученное по любому 
сечению многомерного «колоко-
ла» функции плотности распре-
деления признака для данного 
класса в плоскости, параллельной 
оси p(x).

Квадратичное расстояние Ма-
халанобиса m2 до точки m1 относи-
тельно s1 приблизительно равно 
0,5, а до точки m2 относительно s2 
приблизительно 0,5(1,5)2=1,125, 
поскольку расстояние Махала-
нобиса – величина безразмерная.  
Следовательно, по расстоянию 
Махаланобиса точка будет отнесена 
к классу 1. Но при этом s12/s22 =4, 
а s11/s21 =1,5. Поскольку в данном 
случае ковариационные матрицы 
будут диагональными (оси эллипсоидов параллельны осям координат, 
следовательно, признаки ортогональны), нетрудно подсчитать, что ln|C1| 
будет в 3.6 раза больше чем ln|C2|. Примем значение s2 за единицу. Тогда 
по формуле (34) D1=0,5(1+3,6)=2,3, а D2=0,5(2,25+1)=1,625. То есть точка 
будет отнесена к классу 2. 

Использование байесовского классификатора, однако, в отдельных 
случаях может привести к тому, что в класс с самой большой диспер-
сией попадут точки из однородных классов, находящихся на краях 
диаграммы рассеяния и не имеющих к этому классу никакого отноше-
ния. Чтобы избежать таких эффектов, необходимо при формировании 
обучающих данных стремиться к тому, чтобы эталон не включал точек, 
далеко отстоящих от типичных сигнатур класса.  При использовании 
непараметрических методов классификации для областей отказов от 
распознавания лучше случае использовать  классификацию по рас-
стоянию Махаланобиса.

Тем не менее, при классификации изображений с пространственным 
разрешением 15 м на пиксель и хуже различия между двумя рассмотрен-
ными статистическими методами обнаружить практически невозможно, 
что было продемонстрировано в [1]. Эти различия чаще проявляются 
при классификации сложных сцен с более высоким пространственным 
разрешением и большим динамическим диапазоном значений яркости 
(например, при 12-битовом радиометрическом разрешении).

Рис. 29. Случай, когда метод максимума 
правдоподобия имеет преимущество перед 

расстоянием Махаланобиса
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7.7. Обучение статистических классификаторов. Меры 
статистической разделимости

Методы контролируемой классификации или, иначе, классификации 
с обучением, требуют наличия готовых обучающих данных − сигнатур 
классов. Обычно классификация с обучением применяется в тех случаях, 
когда необходимо выделить на изображении определенный набор клас-
сов, независимо от того, сколько их там на самом деле. Остальные классы 
могут быть отнесены либо к классу «прочее», либо объединены с други-
ми классами,  как это делается при неконтролируемой классификации.

Основой для получения сигнатур классов могут служить, в том числе, 
и сигнатуры, полученные при неконтролируемой классификации, или же 
сигнатуры, полученные в результате группировки кластеров [1]. Однако 
это возможно лишь в тех случаях, когда такие кластеры или их группы на 
изображении достаточно точно «ложатся» на определенные типы объек-
тов. В большинстве случаев, однако, границы между сигнатурами таких 
классов в пространстве яркостей не оптимальны, то есть не обеспечивают 
минимальные ошибки при классификации всех пикселей изображения.

В разделе 7.2 был рассмотрен еще один способ получения обучаю-
щих данных, имеющийся в пакете ERDAS Imagine, − непосредственно в 
пространстве яркостных признаков. Однако этот способ приемлем только 
в тех случаях, когда между всеми парами каналов наблюдается высокая 
корреляция, за исключением какой-либо одной пары (обычно это пара 
«красный-ближний ИК»). В этом случае можно выбрать области решения 
на диаграмме рассеяния этой пары каналов. 

Основным способом получения обучающих данных является созда-
ние сигнатур по оконтуренным на изображении эталонным участкам. При 
этом необходимо учитывать, что качество обучения зависит от целого 
ряда факторов, среди которых можно выделить следующие.

1. Способ RGB-синтеза изображения при выводе на экран и особен-
ностей палитры. В процессе RGB-синтеза, так или иначе, происходит неко-
торая потеря информации, обусловленная самой математической моделью 
этой процедуры. Кроме того, индивидуальные особенности восприятия 
каждым человеком цветовой гаммы влияют на способность аналитика 
различать объекты исследования и, следовательно, на процесс формиро-
вания обучающих выборок. Из этих соображений, особенно при большом 
количестве каналов, бывает полезно использовать для выбора эталонных 
участков RGB-композиции в главных компонентах (см. раздел 6.3).

Наиболее сложно выбирать качественные эталоны на ярких объ-
ектах. В этом случае можно выполнить локальное контрастирование с 
помощью описанной в разделе 5.1 функции BreakPoint.
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2. Достоверность наземных данных, в том числе способ их сбора 
и точность координатной привязки тестовых участков к изображению. 
При разрешении цифрового изображения на местности 10−15 м, а тем 
более 30−50 м, мы едва ли сможем строго привязать точечные измерения. 
Следовательно, для надежного обучения классификатора необходимы 
тестовые участки с высокой степенью пространственной однородности. 

При работе с материалами наземных обследований это еще один 
довод в пользу двухэтапной схемы обработки. Сначала выполняется не-
контролируемая классификация с целью выбора участков, однородных 
по индексу определенного класса и тематическая интерпретация этих 
классов с использованием справочных картографических материалов и 
данных наземных обследований. Затем выполняется классификация с 
обучением по наиболее типичным однородным эталонам. 

В ERDAS Imagine предусмотрен еще один способ получения 
наиболее однородных по яркостным признакам эталонных участков: 
наращивание областей с использованием функции Seed Properties AOI-
инструментария. Этот способ рассмотрен в методическом пособии для 
практических занятий [1].

3. Размер и способ расположения обучающих выборок на изображе-
нии. Изменчивость спектральных отражательных свойств объектов земной 
поверхности даже в пределах одного изображения может оказаться очень 
высокой. Кроме факторов, обусловленных условиями съемки и учитываю-
щихся в процессе нормализации изображений, на отражательные характе-
ристики объектов могут повлиять такие факторы, как ветер, осадки и т.п.  
Поэтому, если не удается выбрать достаточно большой эталонный участок 
(обычно не менее 100 пикселей), нужно выбрать несколько эталонов од-
ного класса в разных частях изображения и затем объединить сигнатуры 
этих участков в сигнатуру одного класса. При этом следует стремиться к 
тому, чтобы все обучающие выборки имели примерно одинаковый размер.

После подготовки обучающих данных необходимо провести их 
статистический анализ для выбора наиболее подходящего метода (или 
схемы) классификации. Если мы собираемся использовать параметри-
ческие методы классификации, необходимо убедиться, что гистограммы 
сигнатур классов могут быть аппроксимированы нормальным распреде-
лением. Последствия несоответствия распределения сигнатур нормаль-
ному распределению рассмотрены в пособии для практических занятий 
[1]. Если добиться такого соответствия невозможно, лучше использовать 
комбинированную схему обработки с непараметрическим методом клас-
сификации в качестве основного (см. раздел 7.8.). 

Предположим теперь, что мы получили вполне надежные обучающие 
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выборки и рассчитали параметры функций плотности распределения для 
всех классов. Каким способом можно оценить возможность удовлетво-
рительной классификации конкретных данных при выбранных эталонах 
классов, то есть ожидаемые вероятности ошибок? Для этой цели исполь-
зуется такое понятие, как статистическая разделимость. 

Статистическая разделимость классов − это некоторая  функцио-

нальная характеристика, известным образом связанная с вероятностью 
ошибки классификации. 

Как мы уже видели при рассмотрении статистических классифи-
каторов, вероятность ошибки при разделении пары классов связана с 
площадью перекрытия их функций плотности распределения (рис. 30). 

Ясно, что при различных средних значениях m1 и m2 (см. рис. 30, а) 
вероятность ошибки убывает при увеличении расстояния между m1 и m2 . 
Поэтому для классов с различными средними можно использовать такую 
меру статистической разделимости, как нормализованное расстояние:

	 1 2

1 2

.n

m m
R

−
=
σ + σ

 	 (35)

Величина Rn связана обратной зависимостью с вероятностью оши-
бок: она возрастает как с увеличением расстояния между средними, 
так и с уменьшением дисперсии внутри классов. Для нормальных рас-
пределений эта величина принимает значение Rn=1 «на уровне одного 
s», то есть когда функции плотности распределения соприкасаются в 
точках перегиба: |m1–m2|=s1+s2. На этом уровне при равных априорных 
вероятностях появления классов вероятность ошибок классификации 
(заштрихованная площадь) e≈0.33. Это обычно считается верхней гра-

Рис. 30. К оценке статистической разделимости для двух вариантов взаимного по-
ложения пары классов
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ницей допустимой величины ошибки, то есть результат уже поддается 
интерпретации и постклассификационной обработке. 

Для многомерного случая (при C1= C2= C, m1≠m2) иногда использу-
ется квадратичное расстояние Махаланобиса между векторами средних 
значений [6], которое для нормальных распределений иначе называют 
расстоянием между плотностями распределения:
	 R12=(m1–m2)

TC–1(m1–m2).	  (36)
Расстояние (36) также обратно пропорционально ожидаемой вели-

чине ошибки.
Недостатки мер такого типа проявляются в случаях, когда средние зна-

чения для двух классов совпадают (см. рис. 30, б). Поэтому для обработки 
всех ситуаций необходима мера более универсальная. Таковой является, 
например, попарная дивергенция, позволяющая учесть соотношения между 
значениями плотностей распределения двух классов в каждой точке х. 

Дивергенция определяется через так называемое среднее количество 
различающей информации.

Средним количеством различающей информации для класса W1 от-
носительно класса W2 называется величина [6]

	 1
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Аналогично можно записать среднее количество различающей ин-
формации для класса W2 относительно класса W1. Тогда полное среднее 
количество различающей информации для пары классов W1 и W2 будет 
выглядеть так:
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Величина D12 называется дивергенцией. Как видно из формулы (37), 
дивергенция включает само отношение правдоподобия и его логарифм, 
то есть учитывает расстояние между функциями правдоподобия в каждой 
точке пространства Х и их соотношение.

Несмотря на кажущуюся сложность выражения (37) в многомерном 
случае, для нормально распределенных значений х дивергенция доста-
точно просто вычисляется через средние и ковариационные матрицы 
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пары классов [4].
D12= ½ tr [(C1–C2)(C2

–1–C1
–1)]+ ½ tr [(C1

–1+C2
–1)(m1–m2)(m1–m2)

T.
Дивергенция пригодна для оценки обеих ситуаций, представленных 

на рис. 30. Она удовлетворяет требованиям метрики: Dij>0 при i≠j, Dij=0 
при i=j, Dij=Dji, Dij(x1, …, xn) ≤ Dij(x1, …, xn, xn+1), то есть добавление нового 
измерения никогда не приводит  к уменьшению дивергенции. Более того, 
если признаки классов распределены по нормальному закону с равными  
ковариационными матрицами, то нетрудно показать, что Dij=Rij, где Rij 
— квадратичное расстояние Махаланобиса. При статистической незави-

симости измерений дивергенция аддитивна: 
1 2

1
( , ,..., ) ( ).

n

ij n ij k
k

D x x x D x
=

=∑  

Эти свойства дивергенции иногда используют при выборе признаков для 
оценки их информативности [4]: при заданном количестве классов из 
возможного набора признаков следует отбирать те, для которых общая 
или средняя попарная дивергенция максимальна.

Однако квадратичная мера D с увеличением расстояния между 
классами растет значительно быстрее, чем величина R из (35). Поэтому 
использование для набора из K классов такой оценки, как средняя попар-
ная дивергенция, целесообразно только в тех случаях, когда все классы 
распределены равномерно по пространству признаков Х. В противном 
случае даже один класс, далеко отстоящий от всех остальных, может 
дать слишком оптимистическую оценку ошибки.

В общем случае предпочтительнее использовать предлагаемую в 
ERDAS Imagine трансформированную дивергенцию [7], которая рас-
считывается по формуле

	 2000 1 exp .
8

ij
ij

D
TD

 − 
= −     

 	 (38)

Эта величина принимает при 100% точности классификации мак-
симальное значение 2000.

Более грубой, но и более простой оценкой является так называемое 
расстояние Джеффриса−Матуситы (J−M расстояние) [2]. J−M расстояние 
рассчитывается по формуле:

	
1
22

12 1 2( ) ( ) .
X

J p x p x dx
   = W − W    
∫ 	 (39)

Для нормально распределенных значений признака J−M расстояние 
вычисляется по формуле [7]
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J−M расстояние связано с ожидаемой вероятностью правильного 
распознавания зависимостью, которую можно считать почти линейной. 
В ERDAS Imagine при 100% вероятности правильного распознавания 
эта величина принимает значение 1414.

В редакторе сигнатур пакета ERDAS Imagine оценки попарной 
статистической разделимости сигнатур классов выполняются с помо-
щью функции Evaluate→Separability. В окне этой функции необходимо 
отметить, с помощью какой меры мы хотим выполнить оценку. На вы-
ходе выдается протокол, показывающий значения выбранной меры для 
каждой пары классов.

7.8. Выбор метода и схемы классификации.  
Оценка вероятности ошибок

Классификация на контрольных выборках. Хорошая статистическая 
разделимость эталонов еще не гарантирует, что любой метод параметри-
ческой классификации будет одинаково хорошо работать. Это мы видели 
на примере различий между классификацией по евклидову расстоянию и 
расстоянию Махаланобиса (см. рис. 25). Отличия между классификацией 
по расстоянию Махаланобиса и методом максимума правдоподобия не 
столь очевидны, но тоже существуют. Поэтому для выбора наиболее 
эффективного параметрического классификатора имеет смысл проверить 
работу этих классификаторов на самом наборе эталонов. 

В редакторе сигнатур пакета ERDAS Imagine для этих целей пред-
назначена функция Evaluate→Contingency. Результат классификации 
эталонов выдается в виде матрицы ошибок, в процентах или в количестве 
точек. Если выборки содержат более ста точек, вариант в процентах, 
несомненно, удобнее.

Для K классов матрица ошибок A={aij} имеет размерность K×K. 
Элемент матрицы aij показывает долю (или количество) точек, попавших 
из i-го класса в j-й класс. Таким образом, диагональные элементы aij 
матрицы A показывают долю правильно классифицированных точек, 
то есть точность классификации. Сумма всех остальных элементов по 
i-й строке – это количество точек, попавших из i-го класса в другие, то 
есть ошибка первого рода для i-го класса. Сумма всех, кроме диагональ-
ного, элементов i-го столбца – это точки, попавшие в i-й класс из других 
классов, то есть ошибка второго рода для i-го класса. В идеале матрица 
ошибок должна быть диагональной, поскольку оценки точности клас-
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сификации на эталонах всегда завышены по отношению к изображению 
в целом. Метод, который обеспечивает 100% или близкую к таковой 
точность классификации на эталонах, и является наиболее подходящим. 
Если 100% точности добиться не удается, в выборе метода следует ориен-
тироваться на те классы, которые желательно выделить наиболее точно.

В пакете ERDAS Imagine все методы классификации с обучением 
реализованы в функции Supervised Classification блока Classifier. Такая 
реализация позволяет комбинировать эти методы и формировать до-
статочно гибкие схемы классификации. В нижней части окна функции 
Supervised Classification (рис. 31) имеются две строки, где устанавлива-
ется метод классификации – непараметрическое правило (Non-parametric 
Rule) и параметрическое правило (Parametric Rule). При классификации 
по непараметрическому правилу к одному классу будут относиться 

все точки, попавшие 
либо внутрь гипер-
параллелепипеда, по-
строенного по мини-
мумам и максимумам  
сигнатуры класса в 
каждом канале (ре-
жим Parallelepiped), 
либо в пределы об-
ласти, выделенной 
в признаковом про-
странстве (режим 
Feature Space). 

Если использу-
ется непараметриче-
ский метод, но нужно 
как-то расклассифи-
цировать все точки 
изображения, то для 
всех не попавших в 
области решений то-
чек необходимо уста-
новить параметриче-
ское правило. В этом 
случае нужно обра-
тить внимание на не-
которые особенности Рис. 31. Окно функции, выполняющей классификацию  

с обучением в ERDAS Imagine
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метода максимума правдоподобия. Метод, как мы уже знаем, выбирает 
тот класс, для которого вероятность появления вектора яркостей x макси-
мальна. У классов с небольшой дисперсией она быстро убывает к краям 
их эллипсоидов рассеяния, и поэтому на краях диаграммы рассеяния всего 
изображения вероятность может оказаться максимальной для класса с 
наибольшей дисперсией. Если это класс очень сложного состава (напри-
мер, застройка), то отнесение к этому классу крайних точек диаграммы 
рассеяния может оказаться не критичным. Однако в некоторых случаях 
это приводит к совершенно неправдоподобным результатам. Этот эффект 
подробно рассмотрен в методическом пособии [1].

Во многих случаях такая ситуация возникает при включении в эта-
лоны классов отдельных точек, далеко отстоящих от них в пространстве 
яркостей, что приводит к неоправданному завышению дисперсии. Именно 
поэтому, в частности, необходимо проверять гистограммы обучающих вы-
борок, или использовать для создания эталонных участков метод наращи-
вания областей. В целом же наиболее безопасно устанавливать в качестве 
Unclassifierd Rule классификацию по минимуму евклидова расстояния.

Способ определения границ гиперпараллелепипедов в соответствую-
щем методе приводит к тому, что они могут перекрываться. В этом случае 
необходимо параметрическое правило принятия решения в областях 
перекрытия. Здесь лучше всего использовать максимум правдоподобия. 
Еще один способ рассмотрен в методическом пособии [1], но на практике 
он применяется редко.

Файл расстояний (Distance File). Файл расстояний – это серое 
полутоновое изображение, где яркость пикселя определяется значением 
метрики, по которому принято решение об отнесении пикселя к классу 
(см. разделы 7.3, 7.6). Поскольку решение принимается по минимальному 
значению такой метрики, то чем больше яркость пикселя в файле рас-
стояний, тем меньше вероятность, что пиксель действительно принад-
лежит выбранному классу. С этой точки зрения файл расстояний очень 
удобен для оценки репрезентативности выбранных эталонов и качества 
классификации в целом.

Если все изображение, созданное в файле расстояний, в целом тем-
ное, это означает, что эталоны классов выбраны удачно и охватывают все 
основные типы объектов сцены. Как правило, наиболее темные участки 
соответствуют наиболее однородным по яркостным признакам объектам. 
Более светлые участки обычно приходятся на границы между выбран-
ными классами. Очень яркие пятна соответствуют объектам, далеко 
отстоящим по яркости от всех выбранных классов (рис. 32). 

Нечеткая классификация (Fuzzy Classification). В некоторых 
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пакетах тематической обработки 
она называется «мягкой класси-
фикацией». Для ее выполнения в 
ERDAS Imagine нужно поставить 
галочку напротив этого режима в 
окне контролируемой классифи-
кации, показанном на рис. 31.

Основанием для выполнения 
нечеткой классификации является 
наличие большого количества 
«смешанных» пикселей на гра-
ницах между объектами разных 
классов. То есть спектральная 
сигнатура пикселя представляет 
собой суперпозицию спектраль-
ных сигнатур соседних классов. В 
этих случаях как раз и появляются 
светлые участки в файле расстоя-
ний: «смесь» оказывается прак-
тически равноудаленной от всех 
смежных на изображении классов. 

Чтобы получить более корректное решение, формируется несколь-
ко альтернативных вариантов классификации (количество задается 
пользователем). В результате получается многослойное классифици-
рованное изображение, в каждом слое которого пиксели относятся  
к ближайшему классу в порядке увеличения значения метрики. То есть 
первый слой – это обычный результат классификации, остальные – его 
альтернативы. Каждому слою сопоставляется файл расстояний. В даль-
нейшем решение об отнесении пикселя к одному из альтернативных 
классов принимается с помощью «нечеткой свертки» (функция Fuzzy 
Convolution в блоке Classifier). При нечеткой свертке решение об отне-
сении пикселя к классу принимается с учетом классов смежных с ним 
пикселей (в окне 3´3) и расстояний сигнатуры пикселя до этих классов 
в признаковом пространстве.

Во многих случаях, однако, результат нечеткой свертки оказывается 
близким к результату применения процедуры редактирования «жесткой 
классификации» по методу преобладающего в окне класса. Эта и другие 
функции редактирования результата классификации будут рассмотрены 
в следующем разделе. 

Рис. 32. Пример файла расстояний для 
результата классификации. Яркое пятно 

– объект, не «похожий» ни на один из вы-
деленных классов
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Контрольные вопросы
1.	 Что понимается под спектральной сигнатурой пикселя и спек-

тральной сигнатурой класса? Как связана спектральная сигнатура со 
спектральным образом пикселя?

2.	 Что такое разделяющая функция и решающая функция? Как они 
взаимосвязаны?

3.	 Какие методы классификации относятся к непараметрическим 
методам? Для каких целей при классификации такими методами их 
комбинируют с параметрическими методами?

4.	 Какая гипотеза о распределении сигнатур классов лежит в основе 
всех параметрических методов?

5.	 Почему результат неконтролируемой классификации зависит от 
способа задания исходных центров?  

6.	 Какие классы не удается разделить при неконтролируемой 
классификации, если центры выбираются автоматически, из статистики 
изображения?

7.	 На каких изображениях целесообразно применение классифи-
кации по минимуму евклидова расстояния? Каким условиям должны 
удовлетворять в этом случае сигнатуры классов? 

8.	 Что такое расстояние Махаланобиса, и в каких единицах оно 
измеряется?

9.	 Почему метод, основанный на минимизации среднего байесов-
ского риска, называют методом максимума правдоподобия?

10.	Каковы преимущества метода максимума правдоподобия перед 
остальными параметрическими методами? Почему его опасно исполь-
зовать при наличии эталонов классов с очень большой дисперсией?

11.	Для чего нужны меры статистической разделимости? 
12.	Что такое файл расстояний? Как он используется при нечеткой 

классификации?
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8. Переход от результата классификации к тематической 
карте

Результат автоматической классификации никогда не бывает иде-
альным с точки зрения его тематической интерпретации. Даже если 
выделенные классы соответствуют необходимым тематическим кате-
гориям, классификация каждого пикселя отдельно не дает нам связных 
областей на изображении. Кроме того, при любой классификации всегда 
возникают какие-то ошибки, пусть даже незначительные. Для перехода 
к тематической карте необходимо не только устранить  ошибочно клас-
сифицированные точки, но и привести результат к тому виду, который 
требуется для дальнейшего прикладного анализа. 

Способ оценки итоговых ошибок классификации изображения  
с использованием функции Accuracy Assessment коротко рассмотрен  
в методическом пособии [1]. Получение итоговой матрицы ошибок – про-
цедура достаточно трудоемкая и требует большого количества наземных 
контрольных точек, поэтому на практике используется редко. Хотя, без-
условно, при наличии контрольных наземных данных ее выполнение 
весьма полезно. 

Косвенно качество классификации можно оценить по файлу рассто-
яний и связанной с ним функции Threshold, которая будет рассмотрена 
ниже.

Процесс устранения ошибочно классифицированных точек  вклю-
чает два типа операций: 

1) выделение всех ошибочно классифицированных точек в отдель-
ный класс «прочее»; 

2) присоединение отдельных «выбросов» к фоновому классу.
Для выполнения первого типа операций необходимо определить 

порог отсечения «непохожих» пикселей для каждого класса. Для этого 
используется файл расстояний, описанный в предыдущем разделе. В 
пакете ERDAS Imagine для выбора порога отсечения предназначена 
функция Threshold блока Classifier. Входными данными для нее являют-
ся результат классификации и соответствующий ему файл расстояний. 
Функция Threshold позволяет построить гистограмму распределения 
расстояний для каждого класса. Если используемая при классификации 
сигнатура класса была репрезентативна, то гистограмма распределения 
расстояний хорошо аппроксимируется так называемым распределением 
c2. Типичный вид такой гистограммы показан на рис. 33, а. 

Если сигнатура недостаточно репрезентативна, то есть, смещена от-
носительно центра выделяемого класса, гистограмма расстояний может 
иметь вид, показанный на рис. 33, б. Если гистограмма имеет несколько 
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четко выраженных мод, то, возможно, данный класс включает в себя 
несколько классов. Чаще всего подобные ситуации возникают, когда 
классификация выполняется на малое количество классов по эталонам не-
большого размера. Заново выполнять выбор эталонов в таких ситуациях 
имеет смысл, только если большие значения расстояний для k-го класса 
имеют выраженную пространственную локализацию на изображении. В 
этой ситуации можно предположить, что из k-го класса можно выделить 
еще один пространственно локализованный класс. Однако во многих 
случаях бывает сложно подобрать порог отсечения соответствующей 
группы пикселей.

Пространственное сглаживание результата классификации. 
При устранении ошибочно классифицированных точек путем присо-
единения их к «фоновому» классу нельзя забывать, что результат клас-
сификации – это слой типа thematic. Значение пикселя в этом случае 
есть семантический индекс, связанный с тематическим описанием со-
ответствующего объекта земной поверхности. Применять к индексному 
изображению типа thematic методы фильтрации, предназначенные для 
анализа  исходных полутоновых изображений (continuous), ни в коем 
случае нельзя: индексы классов вводятся пользователем произвольно в 
процессе обучения и не имеют прямой функциональной связи с яркост-
ными характеристиками объектов на изображении. 

Для операций с тематическими слоями существует отдельная группа 
методов, которые в ERDAS Imagine представлены в блоке GIS Analysis 
модуля Interpreter.

Рис. 33. Пример гистограмм расстояний для репрезентативной (а) и смещенной (б) 
сигнатур классов
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Рассмотрим некоторые функции блока GIS Analysis, наиболее часто 
применяющееся при так называемой постклассификационной обработке.

Анализ ближайших соседей (функция Neighborhood) позволяет 
устранить на классифицированном изображении отдельные неверно клас-
сифицированные точки путем анализа ее ближайшей окрестности. Как 
и в методах фильтрации, в процессе обработки центральному элементу 
окна присваивается значение, рассчитанное в заданной окрестности по 
определенному правилу. 

Окно функции Neighborhood представлено на рис. 34. В этом окне 
можно установить размер маски и отметить те элементы, которые будут 
учитываться при анализе. В окне Function устанавливается правило, по 
которому выбирается значение центрального элемента. Чаще всего ис-
пользуется Majority (преобладание), когда центральному элементу при-
сваивается преобладающее значение класса в указанной окрестности.

Этот метод сглаживания по индексу класса имеет смысл применить 
хотя бы один раз к любому результату классификации. Пример, хорошо 
демонстрирующий эффект от однократного применения операции сгла-

Рис. 34. Окно функции Neighborhood



95

живания результата тематической классификации, приведен на рис. 35. 
В общем случае количество операций сглаживания, а также размер окна 
выбираются в зависимости от типа сцены. Неоднократное сглаживание 
обычно применяется для составления ландшафтно-экологических и 
геоботанических карт, когда отдельные мелкие детали изображения не 
представляют интереса. Необходимо помнить, что многократное при-
менение такой процедуры может привести к значительному искажению 
границ между классами. В тех случаях, когда для получения тематической 
карты выполняется группировка выделенных классов в определенные 
тематические категории, повторное сглаживание может не потребоваться. 

Рис. 35. Исходный результат тематической классификации изображения (вверху) и 
результат сглаживания окном 3×3 в режиме Majority (внизу)
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На рис. 36 приведен результат группировки выделенных классов расти-
тельности из примера на рис. 35 для составления тематической карты 
по известным из литературы взаимосвязям определенных типов рас-
тительного покрова с уровнем залегания грунтовых вод. Однородность 
контуров после группировки заметно увеличилась, а оставшиеся мелкие 
детали могут быть легко устранены на следующих этапах обработки.

Кроме описанного режима, который установлен по умолчанию, в 
функции Neighborhood имеются также другие режимы. 

Diversity — центральному элементу присваивается количество раз-
личных значений пикселей в окрестности. Этот метод напоминает  вы-
сокочастотную фильтрацию полутоновых изображений типа continuous.

Density – центральному пикселю присваивается значение, равное 
количеству пикселей в окрестности, значение которых совпадают с 
центром. Эта функция, наоборот, подчеркивает наиболее однородные 
участки, то есть является аналогом низкочастотной фильтрации для 
полутоновых изображений.

В блоке имеются также функция Max и обратная к ней, а также 
функция, обратная Majority.

Совместный (оверлейный) анализ тематических слоев обеспечи-
вается функциями Index, Overlay, Matrix. Здесь могут быть использованы 
как растровые, так и векторные слои. В качестве векторных слоев пакет 
использует покрытия ARC/INFO. Другие типы векторных слоев должны 
быть предварительно конвертированы в этот формат в блоке Import.

Функция Index позволяет рассчитывать линейные комбинации за-
данных слоев. Таким способом, между прочим, можно рассчитывать и 

Рис. 36. Результат группировки классов на рис. 35 для составления карты залегания 
грунтовых вод
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линейные комбинации каналов (слоев типа continuous). 
Функция Overlay выбирает из пары значений пикселей двух слоев 

минимальное или максимальное значение.
В каждой из этих функций есть процедура перекодировки классов.
Функция Matrix для пары слоев, содержащих аналогичные классы, 

строит изображение, которое показывает, как перекрываются классы на 
двух исходных. Этот процесс основан на том же принципе, что и матрица 
ошибок в задаче классификации. 

Для оверлейного анализа могут быть использованы  векторные 
картографические слои или другие результаты тематической классифи-
кации, приведенные к единой системе пространственных координат. Для 
формирования собственных многослойных изображений может быть 
использована функция Layer Stack из блока Utilities.

Сегментация. Под сегментацией в общем случае подразумевается 
выделение на изображении пространственно связных областей, однород-
ных по некоторому признаку. Ввиду многообразия методов сегментации в 
рамках данного курса нет возможности рассмотреть эти методы, поэтому 
мы ограничимся простейшим случаем – сегментацией уже расклассифи-
цированных изображений, где каждому классу присвоено определенное 
численное значение (индекс класса). Выделение и фильтрация простран-
ственно связных по индексу класса областей на изображении выполняются 
с помощью функций Clump, Sieve, Eliminate из блока GIS Analysis. 

Функция Clump формирует связные по индексу класса области 
путем анализа окрестности каждого пикселя, либо «крестом» (рас-
сматриваются только соседи по горизонтали и вертикали), либо окном 
(рассматриваются все 8 соседей). Каждому сегменту присваивается 
собственный новый индекс. При этом индекс класса также сохраняется 
в атрибутах сегмента. Растровый результат сегментации представляется 
в виде серого полутонового изображения, на котором значения яркости 
соответствуют номерам выделенных сегментов, которые располагаются 
в порядке просмотра изображения. На рис. 37 показан результат сегмен-
тации изображения, приведенного на рис. 36.

Функция Sieve исключает из рассмотрения сегменты меньше задан-
ного размера (обнуляет их индексы). Максимальный размер сегмента, 
который подлежит удалению, задается пользователем.

Функция Eliminate, в отличие от Sieve, сливает мелкие сегменты с 
более крупными, используя анализ ближайших соседей. Значения пик-
селей из мелких сегментов заменяются преобладающими в окрестности 
в несколько итераций, пока сегменты не будут полностью «поглощены» 
соседями. Растровый результат после выполнения этой процедуры ото-
бражается уже не по номерам сегментов, а по номерам классов.
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Сегментированное таким способом изображение полностью готово 
к выполнению растрово-векторного преобразования и дальнейшему 
использованию в векторных ГИС. Функция растрово-векторного пре-
образования находится в меню блока Vector. Векторный результат пред-
ставляется в формате покрытий пакета Arc/Info. Этот формат может быть 
преобразован к любому другому распространенному векторному формату 
в блоке Import. На рис. 38 представлен результат сегментации после 
применения функции Eliminate, на который наложен результат такого 
растрово-векторного преобразования. Необходимо помнить, что перед 
выполнением растрово-векторного преобразования изображение долж-
но быть приведено к системе координат требуемой картографической 
проекции. Характеристики проекции отображаются в информационном 
блоке ImageInfo (функция Utility → Layer Info редактора изображений). 

Кроме перечисленных функций, для анализа и интерпретации клас-
сифицированного изображения с использованием дополнительных слоев 
могут быть использованы функции блока Utilities из модуля Interpreter. 
Например, функция Operator позволяет выполнять различные операции 
над парой слоев, функция Function – выполнять различные операции 
над пикселями отдельного слоя или группы слоев. Для создания новых 
растровых слоев на основе векторных данных, необходимых для выпол-
нения ГИС-анализа результатов классификации в меню Utilities, имеется 
функция преобразования векторного слоя в растровый. С помощью этих 
функций можно создавать различные схемы комплексного тематического 
анализа полученных результатов классификации изображений с исполь-
зованием картографических и других видеоматериалов.

Рис. 37. Растровое представление результата сегментации изображения на рис. 36  
с использованием функции Clump
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Контрольные вопросы
1.	 Перечислите последовательно операции, необходимые для пере-

хода от результата классификации к тематической карте. 
2.	 Почему к растровому результату классификации нельзя при-

менять методы фильтрации изображений, предназначенных для типа 
continuous? Какая функция в ERDAS Imagine используется для сглажи-
вания результата классификации?

3.	 Чем отличается функция Eliminate от функции Sieve?
4.	 Какая функция используется для формирования собственного 

многослойного изображения? Каким условиям должны удовлетворять 
изображения, из которых оно формируется?

Рис. 38. Карта глубины залегания грунтовых вод, составленная по результатам класси-
фикации растительности (см. рис. 33) с использованием процедур блока Interpreter  

и растрово-векторного преобразования
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