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Введение
Данное учебное пособие ориентировано на программу дисциплины 

«Теория и алгоритмы распознавания образов», читаемую для студентов 
бакалавриата по направлениям «Геодезия и дистанционное зондиро-
вание» (профиль «Исследование природных ресурсов методами дис-
танционного зондирования») и «Информационные системы» (профиль 
«Геоинформационные системы») факультета прикладной космонавтики 
и фотограмметрии МИИГАиК. В целом оно представляет собой допол-
нение к ранее изданным учебным пособиям «Теория и алгоритмы рас-
познавания образов» и «Автоматизированная обработка аэрокосмической 
информации для картографирования геопространственных данных». 
Поэтому некоторые разделы содержат либо сокращенное изложение наи-
более важных концепций методологии распознавания, либо дополняют 
уже изданный материал для лучшего его понимания. В том числе в посо-
бие включены методические материалы, необходимые для выполнения 
некоторых лабораторных работ и расчетных заданий. 

В пособие  также включены ранее не публиковавшиеся, но изучаемые 
в указанной выше дисциплине разделы по логическому и синтаксиче-
скому распознаванию образов,  основным концепциям нейронных сетей. 

Значительное место уделено вопросам, связанным с практическим 
использованием изучаемых методов и алгоритмов. В связи с наметившей-
ся в последние годы тенденцией к увеличению спектрального разрешения 
данных дистанционного зондирования, началом широкого использования 
авиационной и космической гиперспектральной аппаратуры, в данном 
пособии более подробно рассмотрены вопросы выделения признаков при 
анализе видеоданных большой размерности. Наряду с математически-
ми методами, рассмотрены основные группы вегетационных индексов, 
которые широко используются  в технологиях автоматизированного де-
шифрирования данных дистанционного зондирования (ДЗ) при решении 
задач исследования природных ресурсов. Описаны некоторые специ-
альные методы распознавания, применяющиеся для выделения объектов 
на гиперспектральных изображениях с использованием спектральных 
эталонов. Коротко рассмотрены вопросы предварительной обработки, 
необходимые для выполнения таких процедур. 

Теоретический материал иллюстрируется примерами, подготов-
ленными в пакете ERDAS Imagine, на котором в рамках данного курса 
выполняется основная часть лабораторных работ.

Последние два раздела пособия носят ознакомительный характер, 
поскольку при тематической обработке данных ДЗ рассматриваемая 
в них методология применяется значительно реже. Однако она может
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применяться в ряде задач, решаемых при комплексном анализе про-
странственных данных в геоинформационных технологиях. 

Пособие может быть также полезно студентам магистратуры, об-
учающимся по профилю «Геоинформационные системы и технологии» 
при изучении дисциплины «Методы автоматизированного дешифриро-
вания данных ДЗЗ»,  и  обучающимся по профилю «Информационное 
обеспечение инфраструктуры пространственных данных» при изучении 
дисциплины «Тематическая обработка данных ДЗ».
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1. Основные понятия  
теории распознавания образов

С точки зрения интеллектуальных информационных систем, образ 
— это совокупность данных о реальном или абстрактном объекте (про-
цессе, явлении), позволяющая выделять его из всего множества анали-
зируемых данных и группировать с другими объектами в соответствии 
с требованиями решаемой задачи.

Требования конкретной задачи позволяют избежать избыточности 
в описании образа, следовательно, упростить его анализ при распоз-
навании. Это особенно важно в тех случаях, когда при распознавании 
приходится обрабатывать большие объемы данных, что характерно для 
задач тематического дешифрирования аэрокосмических снимков.

Характеристики объекта, необходимые для решения конкретной 
задачи распознавания, называют признаками.

Часто в задачах распознавания приходится выделять несколько групп 
объектов определенного типа. В этом случае необходимо использование 
признаков, позволяющих отличить каждую группу от всех остальных. 
Такие группы в распознавании принято называть классами. 

В принципе, задача может состоять в выделении только одного класса 
(целевого), а все остальное можно рассматривать как класс «прочее». 
Поэтому в любом случае распознавание можно рассматривать как задачу 
классификации множества образов. 

С этой точки зрения любой алгоритм распознавания представляет 
собой абстрактную систему R, состоящую из трех множеств: 

, , ,R A S P=

где A — перечень выделяемых классов, S — набор признаков, позволя-
ющих относить образы к тому или иному классу из множества A, P — 
правила принятия решения при отнесении образа к классу. 

Множества A и S составляют информационную компоненту системы 
распознавания и тесно взаимосвязаны. В зависимости от того, как описа-
ны признаки классов, могут применяться разные подходы к организации 
процесса распознавания [4]. Основные такие подходы непосредственно 
связаны с математическими способами описания множеств [5]:

1.	 Принцип сравнения с эталоном. Применяется, когда класс описы-
вается одним или несколькими эталонными образами, то есть множество 
образов одного класса задается перечислением его элементов.

2.	 Принцип кластеризации. Соответствует предикатному способу 
задания множеств – системой ограничений по значениям признаков. 
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Каждому классу в этом случае сопоставляются определенные интервалы 
значений признаков.

3.	 Принцип общности свойств. Соответствует способу задания 
множеств порождающей процедурой,  которая и определяет в итоге 
свойства образов – элементов данного множества.

Правила принятия решений являются методической компонентой 
системы распознавания. Среди них также выделяют три группы [4]: 

1)	 эвристические;
2)	 математические;
3)	 лингвистические (синтаксические) методы. 
Выбор правила принятия решения связан, прежде всего, со свойства-

ми используемых признаков.  Если же для конкретного набора признаков 
существуют альтернативные правила, то главным критерием выбора 
является вероятность ошибочных решений.

Эвристические правила основываются на априорных предположе-
ниях относительно свойств образов в каждом из классов, и задаются са-
мим аналитиком данных. В этом случае вероятность ошибочных решений 
можно определить только путем выполнения численных экспериментов 
и оценки итоговой ошибки распознавания. К эвристическим правилам 
можно также отнести логические методы распознавания,  так как при-
нятие решения в них основываются на взаимосвязях между логическими 
переменными, определенных самим аналитиком данных.

Математические правила основываются на математических мето-
дах анализа данных, позволяющих априори оценить и минимизировать 
ожидаемую величину ошибки распознавания. При их использовании, 
однако, всегда необходимо убедиться, что образы в каждом из классов 
удовлетворяют требованиям, предъявляемым конкретным методом. 
Среди математических методов выделяют детерминистские и стати-
стические, но подавляющая часть тех и других методов относятся к 
дискриминантному анализу – одному из разделов многомерного стати-
стического анализа данных. 

Синтаксические правила, в отличие от предыдущих, неразрывно 
связаны с принципом общности свойств, то есть в этом случае множе-
ство образов одного класса задается порождающей процедурой. Для 
того чтобы определить, принадлежит образ классу или нет, необходимо 
выполнить его разбор с помощью правил порождающей процедуры, по-
добно тому, как осуществляется синтаксический разбор предложения. 
Отсюда и название этой методологии. В синтаксическом распознавании 
вероятность ошибок полностью зависит от свойств анализируемых дан-
ных и корректности описания классов. 
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Исходя из приведенных особенностей методов анализа образов, 
можно определить, для каких типов данных они наиболее пригодны. 
Очевидно, что математические методы применяются в тех случаях, 
когда образ описывается набором параметров, полученных в результате 
измерений или численного моделирования. В частности, логические 
методы применяются в тех случаях, когда признаки образа описываются 
высказываниями, каждому из которых в определенном классе можно 
присвоить значение «истина» (1) или «ложь» (0). В некоторых случаях 
высказывание тоже можно рассматривать как параметр, принимающий 
два указанных значения. 

Синтаксические правила применяются в тех случаях, когда образ 
представляет собой сложную конфигурацию, заданную непроизводными 
(атомарными) элементами, между которыми существуют определенные 
связи. Непроизводные элементы могут быть заданы параметрами, ло-
гическими высказываниями и даже конфигурациями. Связи различных 
типов могут быть описаны с помощью символов-дескрипторов, в том 
числе и при анализе сцен. Однако в последнем случае некоторые типы 
связей могут неявно учитываться в процедуре анализа сцены при реше-
нии задачи распознавания. 

Эвристические правила могут применяться на любых типах данных, 
однако не следует забывать, что в этом случае невозможно гарантировать 
оптимизацию процедуры принятия решения относительно ожидаемых 
ошибок распознавания. 

Таким образом, чтобы выбрать оптимальное правило принятия 
решения в задаче распознавания, необходимо сначала составить фор-
мализованные описания образов и тех классов, которые подлежат вы-
делению. То есть процесс  распознавания распадается на два основных 
этапа: синтез образов и анализ образов. При этом этап синтеза образов 
часто оказывается более сложным, чем выбор метода их анализа.

1.1. Принципы построения систем распознавания
Системой распознавания в общем случае называют интерактив-

ный программно-технический комплекс, осуществляющий процесс  
распознавания образов. 

Системы распознавания могут быть простыми и сложными, в зави-
симости от особенностей выделяемых классов объектов и используемых 
для этого признаков. Простые системы  выполняют распознавание одним 
алгоритмом на основе набора признаков одного типа. Чаще всего такие 
системы встречаются в технических приложениях. В геоинформацион-
ных технологиях к таким системам можно отнести некоторые процедуры 
создания легенд к тематическим картам и выделение определенных типов 
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объектов на изображениях. Однако в целом здесь чаще всего приходится 
иметь дело со сложными системами распознавания, с использованием 
признаков различных типов и физической природы. Системы автомати-
зированного дешифрирования для составления тематических карт – это 
всегда сложные интерактивные системы распознавания, часто многоуров-
невые, когда результаты, полученные одним алгоритмом распознавания, 
являются входными данными для другого алгоритма. 

Построение сложной системы распознавания требует предвари-
тельного анализа всей доступной информации об изучаемых объектах. 
На этом предварительном этапе необходимо:

собрать все характеристики изучаемых объектов, которые можно 
извлечь из доступных данных, имеющих отношение к решаемой задаче; 

проанализировать возможности формализованного описания се-
мантических и косвенных признаков объектов, для количественных 
характеристик оценить точности их измерения или расчета;

сформировать полный набор формализованных признаков объектов 
исследования;

определить, по каким характеристикам различаются объекты подле-
жащих выделению тематических категорий, и по каким характеристикам 
сходны объекты каждой категории;

изучить поведение полученных признаков на каждой из подлежащих 
выделению  тематической категории (классе) объектов и определить на-
бор наиболее информативных признаков, то есть позволяющих надежно 
разделять требуемые классы;

проанализировать возможность применения к выбранным признакам 
описанных выше принципов распознавания и разработать общую схему 
решения задачи.

Если имеющийся набор признаков и перечень классов не позволяет 
решить задачу одним алгоритмом, необходимо разбить задачу на от-
дельные процедуры и для каждой определить принцип распознавания, 
то есть выполнить декомпозицию системы распознавания. Возможно, 
для каждой процедуры потребуется определить свой перечень классов, 
которые на следующих этапах будут использоваться в качестве входных 
данных. Например, когда искомые классы отличаются между собой по 
каким-то признакам, но внутри классов есть группы, которые по ним 
также отличаются, можно сначала выделить более мелкие классы, а 
потом сгруппировать их с использованием дополнительных признаков. 
Наоборот, если не хватает признаков для надежного разделения задан-
ных классов, можно выделить более крупные, а потом анализировать 
каждый из них с использованием другой группы признаков. Иногда, 
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даже если распознавание может быть выполнено на основе одного и 
того же принципа, декомпозиция решения необходима для того, чтобы 
аналитик данных имел возможность оценить качество распознавания на 
отдельных его этапах.

Как уже было сказано выше, система распознавания на каждом этапе 
включает две основные функции: процесс синтеза образов и процесс 
анализа образов. К процессу синтеза образов относится:

формирование набора признаков;
определение перечня классов; 
описание классов в выбранной системе признаков;
оптимизация набора признаков относительно выбранного перечня 

классов.
Последняя процедура требуется при избыточности исходных дан-

ных, в частности, мультиспектральных и особенно гиперспектральных 
изображений. Эти данные предназначены для решения широкого круга 
тематических задач, поэтому при решении конкретной задачи обычно 
требуется только часть из тех тематических классов, которые могут быть 
выделены на таких данных даже одним алгоритмом распознавания.   
Оптимизация набора признаков, которую иногда называют выделением 
признаков, позволяет значительно повысить эффективность системы рас-
познавания. При этом в понятие эффективности системы включается [1]:

качество результата распознавания;
временные затраты на его получение;
затраты на разработку системы;
затраты на обучение операторов – аналитиков данных.
Качество результата распознавания должно оцениваться отдельно 

для каждого алгоритма. Для задач тематического дешифрирования 
изображений оно включает два взаимосвязанных понятия: точность и 
достоверность. Точность определяется как доля правильно классифи-
цированных пикселей, достоверность — как соответствие выделяемых 
классов их тематическому содержанию. Если точность в основном зави-
сит от возможности разделения классов в заданной системе признаков и 
правила принятия решения, то достоверность зависит в большей степени 
от полноты системы признаков для выделения выбранных классов и 
репрезентативности выборки образов при описании класса.

Всегда необходимо убедиться, что на анализируемом множестве 
образов нет других тематических категорий с аналогичным набором 
признаков. В противном случае это неизбежно отразится и на точности 
классификации. Тем не менее, точность классификации может зависеть 
и от других, в основном случайных, факторов: например, когда смесь 
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двух тематических классов или наличие постороннего объекта в пределах 
пикселя изображения дает признак, характерный для каких-то других 
классов. Поэтому на практике итоговая точность классификации никогда 
не достигает 100%. Допустимой обычно считается точность классифи-
кации от 70 % и выше. В этих случаях возможно повышение итоговой 
точности за счет применения дополнительных процедур постклассифи-
кационной обработки.

Анализ образов — это, собственно, сама процедура распознавания, 
то есть совокупность правил принятия решения об отнесении образа к 
классу. Как уже говорилось, эти правила  связаны только со способом 
описания образов и классов и не зависят от их тематической нагрузки. 
Одни и те же методы распознавания можно применять в самых различ-
ных прикладных областях, если способы описания признаков и классов 
в них идентичны. Различия в организации процедуры анализа образов 
могут быть обусловлены только изначальной избыточностью множества 
образов для выделения требуемых классов. По этому условию выделяют 
два типа процедур классификации: без обучения (неконтролируемая 
классификация) и с обучением (контролируемая классификация). 

Классификация без обучения применяется в тех случаях, когда 
заранее предполагается, что на любом предъявляемом процедуре рас-
познавания множестве образов по признакам заданного типа можно 
выделить только определенное количество классов. Типичными приме-
рами являются распознавание печатных шрифтов или создание легенд к 
тематическим картам по интервалам значений численных характеристик. 

Классификация с обучением применяется, если на предъявляемом 
множестве образов могут присутствовать объекты каких-либо других, 
неизвестных заранее классов. В этом случае необходимо сформировать 
набор классов и описать их признаки непосредственно перед выполнением 
процедуры классификации. Тематическая классификация аэрокосмических 
изображений – это, как правило, классификация с обучением, то есть 
контролируемая. Случаи, в которых имеет смысл применять неконтроли-
руемую классификацию, будут рассмотрены в соответствующем разделе. 

1.2. Особенности построения систем распознавания  
при анализе данных дистанционного зондирования

При выборе современных аэрокосмических цифровых изображений 
для автоматизированного тематического картографирования необходимо 
учитывать требования к их характеристикам в соответствии с содержа-
нием и масштабом создаваемой тематической карты. Основными таки-
ми характеристиками являются пространственное, радиометрическое  
и спектральное разрешение изображения [2]. Более подробную информа-
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цию по значению этих характеристик для различных типов прикладных 
задач можно найти, например, в [6].

Сразу необходимо подчеркнуть, что признаки, используемые при 
автоматизированном анализе мультиспектральных и гиперспектральных 
изображений, существенно отличаются от тех, которые применяются при 
визуально-интерактивном анализе сцены. 

Такие признаки, как рисунок (текстура), размеры и форма, могут 
меняться даже при незначительном изменении пространственного разре-
шения изображения. Если изображение получают сразу в цифровом виде, 
то его пространственное разрешение будет зависеть от высоты съемки, и 
использование указанных признаков возможно только при известных и 
стабильных условиях полета космического или авиационного носителя 
аппаратуры. Следовательно, область применения системы распознавания 
изображений по таким признакам будет очень ограничена. Чаще всего та-
кие системы применяются для решения узкоспециальных и ведомственных 
задач по аэрокосмическим изображениям высокого разрешения. 

Наиболее устойчивым признаком объекта, инвариантным к про-
странственному разрешению (за исключением границ между объектами 
и других «смесей» различных объектов) является его относительная 
спектральная яркость. Для обычных черно-белых (панхроматических) 
изображений — это яркость во всем видимом диапазоне длин волн 
электромагнитного спектра регистрируемого излучения. Для мультиспек-
тральных — яркость в относительно небольших интервалах видимого 
или инфракрасного диапазона длин волн (каналах). В качестве признаков 
часто используются также  различные комбинации каналов, включающие 
их разности и отношения. Такие признаки называют индексами.

Гиперспектральные изображения включают от 20 до нескольких 
сотен узких спектральных каналов, непрерывно заполняющих опре-
деленный диапазон электромагнитного спектра.  На них отдельные 
типы объектов, спектральные признаки которых не зависят от сезона 
и условий съемки, можно выделять по виду спектральной кривой – 
зависимости спектральной яркости от длины волны. Однако если при 
этом используются эталонные спектры, полученные в полевых или 
лабораторных условиях, необходимо привести все анализируемые 
данные к единой яркостной шкале. Обычно их приводят к коэффици-
ентам отражения – отношению отраженного излучения к падающему, 
в направлении, перпендикулярном земной поверхности. Приведение 
яркостных единиц к коэффициентам отражения требует исключения 
из регистрируемой яркости излучения, рассеянного в атмосфере,  
то есть выполнения атмосферной коррекции.
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Коэффициент отражения в определенном направлении относитель-
но земной поверхности называют спектральным альбедо. Примеры 
спектральных альбедо некоторых типов объектов земной поверхности 
в диапазоне длин волн 0,45–0,9 мкм приведены на рис.1.1.

Зависимость спектрального альбедо от угла относительно плоскости 
земной поверхности называется индикатрисой отражения. В природе 
почти нет поверхностей, у которых для всех углов спектральное альбедо 
одинаково. Всем хорошо знакомы образующиеся на воде блики, когда 
смотришь на нее в направлении, близком к углу отражения падающего 
света. Специфической особенностью индикатрисы зеленой раститель-
ности является эффект «обратного блеска» — максимум коэффициента 
отражения приходится в направлении на солнце. Этот максимум может 
в 2 раза превышать коэффициент отражения в других направлениях, 
особенно при низких углах солнца над горизонтом. Поэтому для полу-
чения сопоставимых результатов космической съемки одной и той же 
территории спутники, с которых выполняется съемка земной поверхно-
сти, выводят на солнечно-синхронную орбиту. Это означает, что спутник 
проходит над одной и той же территорией в одно и то же время суток, 

Рис.1.1. Спектральные альбедо некоторых типов объектов, полученные путем эмпири-
ческой атмосферной коррекции в блоке спектрального анализа пакета ERDAS Imagine 
по авиационному гиперспектральному изображению в диапазоне длин волн 0,45–0,9 

мкм (450–900 нм)
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что позволяет обеспечить более или менее идентичные геометрические 
условия освещенности при съемке в надир. 

Атмосферная коррекция является наиболее сложной процедурой 
яркостной коррекции, особенно для гиперспектральных изображений, 
поскольку здесь необходимо рассчитывать коэффициент отражения прак-
тически непрерывно по очень небольшим спектральным диапазонам. Это 
требует учета большего количества параметров состояния атмосферы, а 
также более точного учета вклада в яркость каждого пикселя «обратного 
рассеяния», то есть той части излучения, которое рассеялось в атмосфере 
уже после отражения от земной поверхности. 

В некоторых случаях упростить процесс может предварительный вы-
бор каналов или их комбинаций (индексов), ориентированный на решение 
конкретной задачи. Тогда атмосферную коррекцию можно выполнить 
только для требуемого подмножества каналов. Иногда удается подобрать 
индексы, которые в пределах требуемой точности решения задачи можно 
считать атмосферно устойчивыми, однако это, в свою очередь, требует 
соответствующего обоснования на подходящей модели переноса излу-
чения в атмосфере. Многие вопросы, связанные с переносом излучения 
в атмосфере, а также другие аспекты получения и анализа данных ДЗ в 
достаточно доступной форме изложены в [7]. 

Контрольные вопросы к разделу 1
1.	 Что называется образом и классом в задаче распознавания об-

разов?
2.	 Чем определяется принцип распознавания образов?
3.	 Чем отличаются математические методы распознавания от эв-

ристических?
4.	 На чем основывается синтаксический принцип распознавания?
5.	 В каких случаях применяется классификация с обучением, а в 

каких – без обучения?
6.	 Перечислите задачи предварительного анализа данных при по-

строении системы распознавания.
7.	 Чем определяется эффективность системы распознавания?
8.	 Для какого типа данных ДЗ наиболее актуальна задача выбора 

признаков?
9.	 Какие факторы могут влиять на спектральные признаки объектов 

земной поверхности?
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2. Методы распознавания, основанные  
на принципе кластеризации

Как уже говорилось, принцип кластеризации применяется в тех 
случаях, когда каждый образ представлен набором из n численных ха-
рактеристик – параметров. В этом случае его можно рассматривать как 
вектор в n-мерном пространстве параметров:

	

1

.

. .

.

n

x

x

 
 
 
 =
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 
 
 

x 	 (2.1)

Такое n-мерное пространство называют пространством признаков 
(ПП). Типичным примером образов (2.1) являются пиксели мультиспек-
трального изображения. В этом случае ПП представляет собой простран-
ство спектральных яркостей, где каждый из векторов n-мерного базиса 
соответствует каналу мультиспектрального изображения. Такие векторы 
обычно называют спектральными сигнатурами пикселей. 

В связи с появлением гиперспектральных изображений, которые 
позволяют получить для каждого пикселя практически непрерывную 
зависимость яркости от длины волны, спектральным образом пикселя 
чаще называют именно такую спектральную кривую. Можно, таким 
образом, сказать, что спектральная сигнатура представляет собой дис-
кретную аппроксимацию спектрального образа пикселя. 

В методах классификации, основанных на описанной модели, пред-
полагается, что каждому классу соответствует определенная область  
в пространстве признаков. То есть, чтобы разделить эти классы, нужно 
построить границы соответствующих областей. В задачах классификации 
мультиспектральных изображений множество спектральных сигнатур, 
определяющих каждую такую область в ПП, называют спектральной 
сигнатурой класса. 

Инструментарий пакета ERDAS Imagine, описанный в [7], позволяет 
получить для изображения проекции ПП на каждую пару каналов и уста-
новить взаимосвязь между изображением и любой из таких проекций. 
Так можно определить в каждой паре каналов относительное положение 
областей, соответствующих различным типам объектов земной поверх-
ности. В большинстве случаев наиболее информативной является про-
екция ПП на пару «красный-ближний инфракрасный (ИК)» (RED-NIR). 
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На рис. 2.1 показаны границы областей на соответствующей проек-
ции ПП, определенные интервалами значений по каналам, для четырех 
типов объектов с изображения ETM+ (Landsat-7). Относительное коли-
чество точек, имеющих определенные значения в заданной паре каналов, 
отображаются здесь по возрастанию шкалой «радуга» от фиолетового 
к красному. То есть красным пятнам соответствуют наибольшие пики 
двумерной гистограммы. 

Справа на рис. 2.1 показаны спектральные профили средних значе-
ний яркости по выбранным типам объектов, которые представляют собой 
дискретную аппроксимацию их спектральных образов в диапазоне длин 
волн 0,5–0,8 мкм. В приведенном на рис. 2.1 примере границы классов 
параллельны осям координат пространства яркостей, и в многомерном 
случае представляют собой гиперпараллелепипеды. Построив такие 
области для всех выделяемых классов, мы можем относить пиксель  
к классу, если он попадает внутрь соответствующей области.

Метод гиперпараллелепипедов соответствует самому простому 
случаю взаимного положения классов. Если для любой пары классов 
интервалы не перекрываются хотя бы по одной координате xj, мы можем 
надежно выделить все соответствующие классы. 

В противном случае можно попытаться разделить классы, подхо-
дящим образом «разрезая» пространство признаков гиперплоскостями, 
которые называют «дихотомиями». Каждой такой гиперплоскости 
соответствует линейное уравнение d(x) = 0. Каждый из классов будет 

Рис. 2.1. Отображение интервалов и средних значений спектральных сигнатур объ-
ектов земной поверхности средствами пакета ERDAS Imagine.  

Изображение слева – RGB-композиция трех каналов: RED – ближний ИК,  
GREEN – красный, BLUE – зеленый:

1 — морская вода; 2 — лес смешанный; 3 — кустарники; 4 — застройка.
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находиться справа или слева от определенной гиперплоскости, то есть 
для него будет выполняться либо d(x) ≥ 0, либо d(x) < 0. То есть в этом 
случае каждый класс описывается  системой линейных неравенств [1,2].  

Если мы определяем границы классов, основываясь только на поло-
жении их эталонов в пространстве признаков, — это непараметрические 
методы классификации. Непараметрические методы чаще применяются  
в тех случаях, когда доступные выборки образов по классам недостаточно 
представительны, чтобы надежно описать статистические закономерности.

При достаточно большом числе дихотомий мы можем описать гра-
ницы каждого класса сколь угодно точно. В ERDAS Imagine существует 
инструментарий, позволяющий построить таким способом  границы 
классов для пары наиболее информативных каналов (рис. 2.2). Однако 
в этом случае у нас возникают области «отказов от распознавания», где 
точки нельзя отнести ни к какому из классов. Поэтому при классифи-
кации изображений для разбиения всего пространства признаков на K 
классов обычно используются решающие функции (дискриминанты), 
удовлетворяющие условию:
	  ( ) max ( )k l kl

r r A= ⇒ ∈x x x 	  (2.2)
где Ak — область решения в пользу k-го класса, k, l = 1, … , K. В этом 
случае алгоритм распознавания рассчитывает значения решающей 

функции для всех K классов  
и выбирает класс, соответству-
ющий максимальному значению 
функции. Для каждой пары клас-
сов разделяющую функцию тогда 
можно представить так:

( ) ( ) ( ) 0.kl k ld x r x r x= − =   (2.3)
Способ задания решающей 

функции обычно идентичен для 
всех K классов и опирается на 
определенные предположения 
относительно поведения образов 
внутри классов. 

Ясно, что максимум реша-
ющей функции соответствует 
минимуму некоторой другой 
функции, которую, если rk(x)≠0 
на рассматриваемом множестве 

Рис. 2.2. Задание границ классов в про-
странстве признаков для метода классифи-
кации Feature Space пакета ERDAS Imagine. 

Наборы цветных точек соответствуют 
эталонным участкам с рис.2.1
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значений признаков, можно определить как Dk = 1/rk(x). Эту функцию 
можно рассматривать как расстояние образа до эталона класса. Исполь-
зование такого обобщенного понятия расстояния (метрики) позволяет: 
классифицировать все образы заданного множества без областей отказа; 
проводить анализ результатов классификации по одной и той же мето-
дике; оценивать репрезентативность и качество обучающих данных. 

Наиболее часто используемым видом метрики является евклидово 
расстояние. В n-мерном пространстве параметров расстояние между 
двумя векторами a и b определяется как

	 2

1
|| ||= ( ) .

n

j j
i

a b
=

−∑a - b  	 (2.4)

Тем не менее, существуют и другие способы задания расстояний. 
Рассмотрим, например, что представляет собой спектральная  сигна-

тура пикселя x как дискретная аппроксимация его спектрального образа. 
Модуль (длина) вектора x определяется так:

	 2

1
|| ||= .

n

j
j

x
=
∑x  	 (2.5)

Эта величина характеризует интегральную яркость пикселя, в то 
время как его проекции на каждый из признаков j характеризуют форму 
спектральной кривой и, соответственно, направление вектора в про-
странстве яркостей.

Таким образом, если нас интересует только форма спектральной 
кривой, мы можем измерять расстояние между двумя векторами углом α 
между этими векторами, не учитывая их длину. Методы классификации 
мультиспектральных и гиперспектральных изображений, основанные на 
такой мере расстояния, называются спектрально-угловой классификацией. 

Способ задания расстояния между образом и эталоном класса опре-
деляется тем, как ведут себя образы внутри классов. Обычно характер 
этого поведения определяется на основе статистического анализа пред-
ставительных выборок образов по выделяемым классам. 

Если образы всех классов имеют тенденцию группироваться вокруг 
некоторого значения (обычно среднего по группе), то эталоны классов 
можно определить средними значениями mk и при классификации ис-
пользовать евклидово расстояние образов до этих средних. Полученные 
в результате такой классификации границы между каждой парой классов 
представляют собой гиперплоскости, проходящие через середины пря-
мых, соединяющих их центры. То есть в этом случае мы предполагаем, 
что характер рассеяния образов вокруг средних абсолютно одинаков.  
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Если он различен, то для получения корректных границ между 
классами мы должны описать характер этого рассеяния, то есть ввести 
дополнительные параметры. И, соответственно, по-другому определить 
расстояние образа до класса. Границы между классами в таких методах 
зависят от вида метрики и от тех параметров, которыми мы описываем 
статистические свойства классов. Такие методы классификации называют 
параметрическими методами.  

При тематической классификации мультиспектральных изображений 
статистики по классам в большинстве случаев бывает достаточно, чтобы 
использовать параметрические методы классификации, поэтому они наи-
более популярны. Тем не менее, в пакете ERDAS Imagine предусмотрена 
возможность комбинирования непараметрических и параметрических 
методов в одной процедуре классификации [7]. 

Контрольные вопросы к разделу 2
1.	 Что подразумевается под спектральной сигнатурой пикселя  

и спектральной сигнатурой класса?
2.	 Что характеризует длина (модуль) вектора спектральных яркостей?
3.	 Что характеризует направление вектора спектральных яркостей 

в ПП?
4.	 Дайте определение разделяющей и решающей функций?
5.	 Какие методы называют непараметрическими и какие – параме-

трическими?
6.	 В каких случаях целесообразно применять метод гиперпарал-

лелепипедов?
7.	 Почему при использовании непараметрических методов часто 

применяют комбинированные схемы классификации?
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3. Распознавание без обучения  
(кластерный анализ)

Под кластером обычно понимается множество образов, образующее 
компактную группу в признаковом пространстве. Выборочное среднее m 
по этой группе называют центром кластера; все остальные члены группы 
подчиняются условию:
	 .d<x - m 	 (3.1)

Методы, осуществляющие поиск и выделение таких компактных 
групп в пространстве признаков-параметров, называют кластерным 
анализом.

При построении системы распознавания кластерный анализ наи-
более часто используется на этапе предварительного анализа данных. 
Его основная цель – определить, какие классы можно выделить на за-
данном множестве образов по имеющимся признакам. Именно поэтому 
процедуры кластерного анализа называют распознаванием без обучения 
или неконтролируемой классификацией. 

В этой задаче выделяют два основных направления.
1.	 Выращивание кластеров. Количество кластеров заранее неиз-

вестно, и для разбиения множества образов на группы используется 
только пороговое ограничение d из выражения (3.1). Примеры алгоритмов 
данного типа рассмотрены в учебном пособии [3]. Выделенные таким 
образом кластеры чаще всего затем подвергаются перегруппировке с ис-
пользованием функционалов качества (дисперсионно-ковариационных 
критериев), некоторые из которых также рассмотрены в [3].

2.	 Кластеризация при заданном количестве групп. Эту группу 
алгоритмов обычно называют алгоритмами класса ISODATA. В основе 
всех таких методов лежит метод K внутригрупповых средних, который 
можно найти в [1-3]. Исходными данными для алгоритма являются K 
центров кластеров, положение которых итеративно оптимизируется  
в процессе работы алгоритма. При этом минимизируется среднее вну-
тригрупповое расстояние между образами и максимизируется среднее 
расстояние между группами. 

Полный алгоритм ISODATA (итеративный самоорганизующийся 
метод анализа данных) подробно описан в [3,4]. Цель алгоритма – на 
основе метода K  средних обеспечить выделение представительных 
по количеству точек кластеров (в простом методе K средних некото-
рые кластеры могут оказаться слишком мелкими или даже пустыми).  
В процессе работы алгоритма удаляются слишком мелкие кластеры, а для 
их компенсации на каждой итерации выполняется дробление наиболее 
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«растянутых» кластеров и слияние наиболее близких. Как и в алгоритме 
K средних, процедура заканчивается, когда кластеры «стабилизируются», 
то есть практически не изменяются при следующей итерации. 

В некоторых случаях такой итеративный процесс может продол-
жаться довольно долго, поэтому на входе процедуры, кроме требуемого 
количества кластеров, обычно задается число итераций и критерий 
«согласованности», то есть стабилизации кластеров. В классической по-
становке задачи таким критерием является совпадение всех центров mk 
на текущей и предыдущей итерации [3]. В дискретном случае в качестве 
такого критерия обычно используется процент точек, не переместивших-
ся из класса в класс на очередной итерации.

Данный метод, как и все остальные процедуры кластерного ана-
лиза, с точки зрения распознавания образов являются эвристическими, 
так как они не позволяют заранее оценить и минимизировать ошибки 
классификации. Результат работы алгоритма зависит как от количества, 
так и от положения центров кластеров в признаковом пространстве. 

Тем не менее, кластерный анализ широко применяется в естествен-
но-научных, социологических и экономических исследованиях для клас-
сификации исследуемых объектов, процессов и явлений по доступным 
наборам их количественных характеристик, когда требуется определить 
их естественные тенденции к образованию компактных групп. Это зна-
чительно упрощает анализ данных и позволяет выявить определенные 
закономерности в поведении объектов исследования. 

При тематической обработке мультиспектральных изображений 
неконтролируемая классификация позволяет решить, в первую очередь, 
следующие задачи. 

1.	 Определить, сколько интерпретируемых классов можно вы-
делить по спектральным яркостным признакам в пределах рассма-
триваемой сцены. 

2.	 Выбрать наиболее репрезентативные и однородные по спектраль-
ным признакам участки для выполнения  классификации с обучением. 

В большинстве случаев при тематической классификации наиболее 
эффективна именно двухэтапная схема, когда неконтролируемая класси-
фикация используется на подготовительном этапе задачи распознавания. 
Однако при полном отсутствии данных наземных обследований на осно-
ве неконтролируемой классификации можно составить карту-гипотезу, 
проинтерпретировав классы по спектральным образам с учетом харак-
тера пространственной локализации. Для этого можно использовать 
доступные ретроспективные картографические материалы, в том числе 
из Google Map и других источников Интернет.  
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Общий характер спектральных профилей некоторых типов объек-
тов в трех основных каналах мультиспектральной аппаратуры показан  
на рис. 3.1. Независимо от абсолютных значений яркости, относитель-
ное положение спектральных профилей в определенный сезон съемки 
достаточно устойчиво и позволяет использовать эти относительные 
характеристики для интерпретации выделенных классов.

Не имея данных наземных обследований, мы вряд ли сможем на-
дежно интерпретировать большое количество тематических классов.  
Тем не менее, необходимо помнить, что из-за максимизации среднего 
расстояния между кластерами однородные классы с низкой яркостью, 
такие как вода, некоторые техногенные объекты, болота, темнохвойные 
леса, этим методом разделяются плохо. А часть классов неизбежно по-
падает в категорию «смесей». Поэтому имеет смысл всегда выделять 
больше кластеров, чем необходимо по требованиям задачи. 

Однако выделение очень большого количества кластеров затрудняет 
их группировку. Чаще всего для каждой конкретной сцены удается найти 
оптимальный вариант неконтролируемой классификации, выполнив ее 
для различного количества классов. При этом минимальное количество 
кластеров, необходимое для устойчивой локализации интерпретируемых 
объектов, обычно превышает его в полтора-два раза. 

Следует помнить также, что поскольку при неконтролируемой 
классификации результат зависит от положения исходных центров в про-

Рис.3.1. RGB-композиция из трех каналов мультиспектрального изображения ETM+ 
(Landsat-7)  участка Тверской области и типичные спектральные профили основных 

объектов земной поверхности в этих каналах
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странстве признаков, то чем больше размерность такого пространства, 
тем больше вариантов мы можем получить при разном их расположе-
нии. То есть оптимальное количество кластеров будет зависеть как от 
характера сцены, так и от размерности пространства признаков. И если 
у нас нет возможности интерпретировать большое количество классов, 
целесообразно использовать для неконтролируемой классификации не 
все множество признаков, а их наиболее информативное подмножество. 
Это относится не только к неконтролируемой классификации, о чем и 
пойдет речь в следующем разделе.

Контрольные вопросы к разделу 3
1.	 Дайте определение кластера.
2.	 Для каких целей неконтролируемая классификация применяется 

при обработке данных ДЗ?
3.	 Чем отличается алгоритм ISODATA от алгоритма K средних?
4.	 Почему методы кластерного анализа относят к эвристическим?
5.	 От каких факторов зависит результат неконтролируемой клас-

сификации?
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4. Выбор признаков
4.1. Корреляционный анализ данных

Мы уже говорили раньше о том, что необходимость использования 
классификации с обучением вызвана избыточностью данных для ре-
шения конкретной задачи распознавания. Однако такая избыточность 
относится не к самим признакам, а к многообразию типов объектов, 
представленных на анализируемом множестве образов. Причиной же, 
требующей выделения признаков, является избыточность их самих для 
распознавания необходимых классов объектов. Интуитивно ясно, что чем 
больше измерений мы используем для описания отдельного образа, тем 
больше потребуется выборка для репрезентативного описания класса. 
Этот факт был математически обоснован еще полстолетия назад и полу-
чил название «проклятие размерности» [9]. 

При разработке мультиспектральной аппаратуры выбор каналов 
изначально осуществляется таким образом, чтобы избыточность спек-
тральных признаков для решения большей части задач тематического 
дешифрирования была минимальной. Для значительной части задач во-
обще достаточно трех уже упомянутых выше каналов: зеленого (0,5–0,6 
мкм), красного (0,6–0,7 мкм) и ближнего ИК (0,8–0,9 мкм). Эти три диа-
пазона (с точностью до второго знака после запятой) присутствуют во 
всех типах мультиспектральной аппаратуры.

Иначе обстоит дело с гиперспектральными изображениями. При 
тематической классификации таких изображений задача выделения 
признаков статистическими (параметрическими) методами является 
обязательным этапом решения задачи распознавания.

Рассмотрим пример, приведенный на рис.4.1. На нем представлены две 
RGB-композиции из трех каналов изображения с гиперспектральной аппа-
ратуры Hyperion (спутник EO-1) в видимом диапазоне спектра. Всего эта 
аппаратура имеет 242 канала в диапазоне длин волн 0,4 – 2,5 мкм (400–2500 
нм) с шириной каналов около 12 нм. Слева показана RGB – композиция трех 
соседних каналов в красно-оранжевом диапазоне, справа – трех каналов из 
красного (RED), зеленого (GREEN) и голубого (BLUE) диапазонов. Оче-
видно, что во втором случае мы получаем цвета, близкие к естественным, 
и значительно более информативную картинку для визуального анализа. 

Имея представление о том, как получают цветные RGB-композиции 
(вспомните, например, окно настройки цвета в Photoshop), нетрудно 
догадаться, что серая картинка возникает в ситуации, когда значения 
яркости по всем трем компонентам приблизительно одинаковы. По-
строив проекции признакового пространства на данные пары каналов, 
мы получаем следующую картину (рис.4.2).
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Представленная на рис. 4.2 ситуация говорит о том, что между на-
борами данных, представленных яркостями изображения по каналам, 
существует линейная статистическая взаимосвязь, то есть корреляция. 

Численно корреляция между двумя параметрами каких-либо объ-
ектов описывается коэффициентом корреляции Пирсона:
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Рис. 4.2. Проекции ПП на пары каналов для левого изображения с рис.4.1

Рис. 4.1. Две RGB-композиции каналов гиперспектрального изображения с аппарату-
ры Hyperion. Пространственное разрешение 30 м на пиксель
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Здесь N — общее число объектов, ,x y  — средние значения по наборам 
параметров, σxσy— среднеквадратические отклонения по этим наборам. 
Величина, стоящая в числителе, называется ковариацией параметров x и y. 

Очевидно, что значения ковариации будут напрямую зависеть  
от значений величин x и y, что неудобно в тех случаях, когда диапазоны 
значений этих величин существенно отличаются. Кроме того, ковари-
ация затрудняет сопоставление статистических взаимосвязей между 
параметрами в разных единицах измерения. Благодаря нормировке 
на среднеквадратические отклонения характеристика статистической 
взаимосвязи становится безразмерной и принимает значения от -1 до 1.  

С математической точки зрения коэффициент корреляции можно 
рассматривать как косинус угла между двумя единичными (базисными) 
векторами  пространства признаков-параметров – в нашем случае спек-
тральных яркостей.

Коэффициенты корреляции между выбранными каналами левого 
(серого) изображения с рис.4.1, диаграммы рассеяния для которых пока-
заны на рис.4.2, соответственно равны:  ρ12= 0,9977, ρ13= 0,9966, ρ23= 0,998.

Для цветного изображения справа они равны: ρ12= 0,935, ρ13= 0,8586, 
ρ23= 0,977. Диаграммы рассеяния на этих парах каналов выглядят так, 
как показано на рис. 4.3.

Заметим, что корреляция между каналами видимого диапазона всегда 
довольно высокая. В противном случае мы не могли бы получать в этом 
диапазоне информативные черно-белые снимки. Из приведенных выше 
значений коэффициентов корреляции можно сделать вывод, что уже при 
ρ < 0,99 (α < 8° между соответствующими векторами n-мерного базиса) 
из каждой такой пары можно извлечь достаточно большое количество 
дополнительной  информации.

Значение коэффициента корреляции ρ = 0 говорит о статистической 
независимости параметров, то есть отсутствии взаимосвязи между ними. 

Рис.4.3. Проекции ПП на пары каналов для правого изображения с рис. 4.1
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Заметим сразу, что это условие является необходимым, но недостаточ-
ным: взаимосвязь между параметрами может быть и нелинейной. Тем 
не менее, корреляция между каналами во всем диапазоне длин волн, 
используемом различными типами съемочной аппаратуры, практически 
всегда существенно отличается от нуля. 

Для изображений, содержащих большое количество растительных 
объектов, минимальная по модулю корреляция, причем иногда отри-
цательная, имеет место для каналов красной и ближней инфракрасной 
зоны. Это обусловлено физиологическими особенностями растительно-
сти, и мы поговорим об этом отдельно. Примеры диаграммы рассеяния 
для красного и ближнего ИК каналов были приведены в разделе 2 (см. 
рис.2.1 и 2.2).

Методика расчета коэффициентов корреляции между всеми парами 
каналов на основе выборки по N объектам подробно описана в [1]. Она 
включает следующие этапы. 

1.	 Составление исходной матрицы данных X0 размерности N×n, 
где N – число объектов, n – число каналов. Каждая строка этой матрицы 
– набор n значений яркости по каналам для i-го объекта. Столбцы, со-
ответственно, образуют те самые наборы измерений, между которыми 
рассчитываются коэффициенты корреляции (4.1). 

2.	 Расчет каждого сомножителя из выражения (4.1), которое можно 
представить в виде:
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для j =1,…, n из выражения. Очевидно, для этого необходимо рассчи-
тать средние jx  и среднеквадратические отклонения jσ  для каждого 
столбца матрицы X0. Заменив каждое значение 0
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 мы получим новую, так называемую 

нормализованную матрицу X, в которой средние значения по столбцам 
равны нулю, а дисперсии равны 1. То есть мы с помощью этих расчетов 
переходим к единичным векторам базиса n-мерного пространства наших 
измерений, начало координат которого находится в центре диаграммы 
рассеяния объектов-образов.

3.	 Расчет коэффициентов корреляции между всеми парами столб-
цов. Как следует из (4.2),  коэффициент корреляции между  парой каналов 
можно представить как скалярное произведение вектор-столбцов новой 
матрицы X:
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1 ( , ).jk j kN

ρ = x x 	 (4.3)

Матрица R размерности n×n, составленная из коэффициентов кор-
реляции, называется корреляционной матрицей.  Нетрудно догадаться, 
что по диагонали в этой матрице будут стоять единицы, и она будет сим-
метрична относительно диагонали, так как косинус – четная функция. 

Поскольку размерность базисных векторов xj равна N, можно сказать, 
что координаты этих векторов (которые для исходного пространства 
признаков размерности n являются «единичными») относятся уже не к 
пространству признаков, а к  пространству объектов. Это означает, что 
углы между единичными векторами нашего базиса полностью зависят 
от характеристик тех объектов, по набору которых рассчитывается кор-
реляция. Значения коэффициентов корреляции, соответственно, будут 
зависеть от того, по какому набору объектов на изображении выполня-
ются расчеты. 

Корреляционная матрица является основой метода преобразования 
пространства признаков, получившего название анализ главных компо-
нент, который мы и рассмотрим ниже.

4.2.  Анализ главных компонент
При взгляде на диаграммы рассеяния с рисунка 4.2 сразу возникает 

мысль: а нельзя ли заменить  все три канала их линейной комбинацией, 
в данном случае простой суммой? Тем самым мы можем увеличить ди-
намический диапазон значений яркости, практически не потеряв никакой 
информации. Вектор такого нового одномерного базиса будет направлен 
по диагонали трехмерного гиперкуба вдоль направления максимального 
разброса значений яркости. Это направление в пространстве признаков 
называют главной компонентой.

В случае, представленном на рис. 4.3, мы при такой замене, без-
условно, потеряем какое-то количество информации. Но, возможно, мы 
могли бы без особых потерь заменить три измерения двумя, выбрав один 
вектор нового базиса по направлению наибольшего разброса, а второй – в 
перпендикулярном направлении. Однако в этом случае, а тем более, при 
большем числе каналов, нам придется применить какой-то математиче-
ский аппарат, который позволит выбрать векторы такого нового базиса 
с минимальными потерями информации. 

Этот аппарат широко применяется в различных прикладных обла-
стях, где из большого количества параметрических характеристик какого-
то объекта или процесса необходимо получить несколько факторов, 
зависящих от всех типов измерений, то есть снизить размерность задачи 
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с минимальными потерями информации. Методы таких преобразований 
называются  факторным анализом. Наиболее распространенным методом 
факторного анализа, который широко применяется при обработке муль-
тиспектральных и особенно гиперспектральных изображений, является 
метод главных компонент.

В математической постановке задача рассматривается относительно 
тех самых единичных векторов xj исходного базиса размерности n, ко-
торые мы получили в предыдущем разделе. Требуется получить новый 
ортогональный базис размерности m<n, в котором единичные векторы 
исходного базиса будут представлены линейной комбинацией векторов 
fi нового базиса:
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Векторы fi называют факторами, коэффициенты αij — проекции 
векторов xj на новый базис — называют факторными нагрузками,  
а вектор ξj, характеризующий потерю информации при сокращении раз-
мерности, называют характерным фактором. 

Как и во многих других задачах статистического анализа, общий 
подход к решению – метод наименьших квадратов. То есть для всех xj 
требуется найти такую линейную комбинацию (4.4), которая обеспечи-
вает минимальное значение скалярного произведения (ξj, ξj). Фактиче-
ски это означает, что проекции вектора xj на новый базис должны быть 
максимальны. 

Математическое обоснование этого факта приведено в пособии [3]. 
Там же показано, что задача в постановке (4.4) сводится к нахождению 
собственных векторов и собственных чисел корреляционной матрицы 
R, которую мы рассмотрели в предыдущем разделе:
	 R = λI, 	 (4.5)
где собственные числа λj располагаются в порядке убывания их значений 
и соответствуют дисперсиям по направлениям собственных векторов 
диаграммы рассеяния в исходном ПП.

Для нахождения первой главной компоненты (фактора), представ-
ляющей собой линейную комбинацию нескольких коррелированных 
признаков, или, иначе, направление наибольшего разброса диаграммы 
рассеяния, можно использовать простой итеративный метод, описанный 
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в [9]. Эта задача может возникнуть, например, при замене нескольких 
коррелированных параметров объекта или процесса одним показате-
лем. В ГИС такие задачи встречаются при составлении так называемых 
«синтетических» карт, когда нужно отобразить характеристики картогра-
фических объектов в шкале градаций сразу по нескольким показателям. 

В качестве нулевого приближения возьмем произвольный единич-
ный вектор x в n-мерном пространстве признаков, корреляция между 
которыми описана матрицей R, и представим его в виде разложения 
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=∑x x  Умножим левую и правую части этого выражения на левую 

и правую части уравнения (4.5):
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Проделав эту операцию k раз, получим:
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Учитывая, что все собственные числа по условию упорядочены по 
убыванию, вынесем в (4.7) за скобку 1

kλ  :

	 2
1 1 1 2 2

1 1

... .
kk

k k n
n nk ka a a

 λλ
= λ + + + λ λ 

R x x x x  	 (4.8)

При k→∞ все члены в правой части, кроме первого, должны стре-
миться к нулю. Но первый член при этом стремится к бесконечности. 
Чтобы избежать этого, после каждого умножения (4.7) на выражение 
(4.5), полученный вектор в правой части делится на его длину (модуль), 
чтобы на каждом шаге иметь единичный вектор. Тогда на каком-то шаге 
итерации мы получим координаты единичного вектора, соответствую-
щего направлению первой главной компоненты с требуемой точностью. 

При использовании такого итерационного метода в качестве нуле-
вого приближения удобно брать вектор, совпадающий с первым век-
тором n-мерного базиса: x = x1. При высокой корреляции хотя бы части 
признаков процесс сходится достаточно быстро: уже на пятой-шестой 
итерации координаты искомого вектора совпадают с точностью до тре-
тьего-четвертого знаков.

Нетрудно понять, однако, что направления наибольшего разброса  
в диаграмме рассеяния не обязательно ортогональны, и вряд ли возможно 
идеально удовлетворить оба условия из (4.4). Поэтому предпочтение 
отдается либо ортогональности, то есть статистической независимости 
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искомых факторов fi, либо получению именно направлений наибольшего 
разброса. Естественно, что методов решения этой задачи существует до-
вольно много, причем не все они дают идентичные результаты.

В блоке анализа главных компонент, который присутствует во всех 
универсальных пакетах обработки аэрокосмических изображений и но-
сит название Principal Component Analysis (PCA), приоритет отдается 
условию ортогональности. То есть выполняется переход к ортогональ-
ному базису в пространстве спектральных яркостей, а потом его векторы 
упорядочиваются по убыванию дисперсий — значений собственных 
векторов. Часто это преобразование выполняется на основе только ко-
вариационной матрицы, то есть без нормировки на σj. Выполнив такое 
ортогональное преобразование, можно проанализировать информатив-
ность изображений в первых главных компонентах и оставить те, которые 
содержат максимальное количество информации.  

В качестве примера рассмотрим преобразование к главным компо-
нентам 50  каналов изображения с рис. 4.1 в видимом и ближнем ИК 
диапазонах (диапазон длин волн λ 426-950 нм). На рис. 4.4 показаны 
RGB-композиции из первых 9 компонент преобразования.

Как видно из рисунка, первые три компоненты содержат максималь-
ное количество полезной информации. Однако часть информации еще 
содержится и в следующих трех компонентах, хотя на второй картинке 
уже заметна полоса, вызванная сбоем аппаратуры. Все остальные компо-
ненты, начиная с седьмой, не содержат практически ничего, кроме шума. 

Обратите внимание, что на первой и второй RGB-композициях 
даже визуально можно выделить гораздо больше объектов, чем на 
RGB-композиции в естественных цветах. Это обусловлено тем, что в 

Рис. 4.4. RGB-композиции из первых девяти главных компонент для изображения с 
рис.4.1. Пакет ERDAS Imagine
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полученном новом базисе некоторые объекты или их детали меньше 
перекрываются по интервалам значений.

Поскольку главные компоненты представляют собой линейные 
комбинации исходных каналов с коэффициентами, соответствующими 
факторным нагрузкам из выражения (4.4), иногда они непосредственно 
используются в качестве новых признаков при классификации изобра-
жений. Тем не менее, возникает вопрос: сколько же первых компонент 
использовать для классификации и какие потери информации при этом 
возникают? Для ответа на него давайте обратимся к тем самым коэф-
фициентам разложения исходных каналов по новому базису, которые в 
ERDAS Imagine можно вывести в текстовый файл с расширением .mtx 
и затем проанализировать его, например, в Excel. 

На рис. 4.5 показаны полученные таким способом графики модулей 
проекций каналов на первые шесть компонент. Анализ этих графиков 
позволяет сделать любопытные выводы. 

Вклад в первую компоненту дают в основном каналы ближнего 
ИК-диапазонов (31–50), которые сильно коррелированны между собой 
и имеют максимальный динамический диапазон из-за низкого вклада 
в регистрируемую яркость молекулярного рассеяния в атмосфере (его 
величина обратно пропорциональна λ4). 

Вторая компонента практически полностью формируется каналами 
видимого диапазона, и их вклад пропорционален величинам их дина-
мических диапазонов. Таким образом, используя только первые две 
компоненты, мы, фактически, сводим наше изображение к двум широ-
кополосным снимкам в видимом и ближнем инфракрасном диапазонах. 
Информацию, которую дает мультиспектральная съемка, мы получаем 
только в третьей компоненте: четко виден групповой вклад каналов зе-
лено-голубой и красной зон. 

А вот в следующих компонентах проекции каналов ведут себя 
более интересно. Во-первых, на графиках появляются локальные, ярко 
выраженные максимумы. В четвертой компоненте эти максимумы прак-
тически точно соответствуют тем зонам спектра, по которым обычно 
анализируется пигментный состав и процессы фотосинтеза вегетирую-
щей растительности.  Что же касается пятой и шестой компонент, то их 
пики частично совпадают с пиками графиков по другим компонентам, но 
в них уже вносят вклад крайние каналы рабочего диапазона с наиболее 
высоким уровнем шума и наличием сбоев. Поэтому использование этих 
компонент вряд ли целесообразно.

Однако тематическая классификация изображения непосредственно 
в наиболее информативных главных компонентах имеет свои недостатки. 
Во-первых, мы не сможем при такой классификации непосредственно 
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использовать особенности спектральных профилей выделяемых классов 
для их тематической интерпретации. Во-вторых, как было показано, 
например, в [11], потеря информации в итоге все-таки бывает слишком 
велика, что приводит к довольно большим ошибкам классификации.

В некоторых случаях более эффективным методом является отбор 
каналов с учетом их вклада в эти наиболее информативные направления 
диаграммы рассеяния.

С учетом того, что многие максимумы на графиках с рис. 4.5 анало-
гичны в нескольких компонентах, можно, например, выбрать максимумы 
по сумме модулей проекций каналов на главные компоненты. График та-
кой суммы по четырем первым компонентам показан на рис.4.6. Красным 
выделены локальные максимумы, определяющие каналы с наибольшим 
вкладом в эти компоненты. 

В результате мы получаем набор из девяти каналов, охватывающий 
весь выбранный диапазон длин волн. Давайте посмотрим, что это за каналы. 

В первом из отобранных каналов (426 нм) значительную долю со-
ставляет излучение, рассеянное в атмосфере. Этот канал имеет значение в 
основном при классификации водных поверхностей, поскольку их яркость 
здесь максимальна относительно всего рассматриваемого диапазона. В 
частности, он может использоваться при выделении нефтяных пленок.  
Канал 6 (478 нм) соответствует области поглощения солнечной энергии 
целым рядом  растительных пигментов, а канал 13 (549 нм) – максимуму 
коэффициента отражения вегетирующей растительности в зеленой зоне. 
Канал 19 (610 нм) характеризует отличия зеленого пика для различных 
типов растительности, а канал 26 (681 нм) — интенсивность поглощения 
солнечной энергии хлорофиллом.  Канал 29 (712 нм) близок к так называе-
мому «красному краю» — переходу из видимого в ближний ИК диапазон, 
где кончается поглощение излучения пигментами. Как показано на рис.1, 
дальше у растительности наблюдается резкий подъем спектра отражения, 
и на этом участке решается много задач по оценке состояния раститель-
ности. Для решения таких задач также может быть информативен канал 
32 (732 нм). Каналы ближнего ИК диапазонов 35 (773 нм) и 46 (885 нм) 
позволяют разделять растительность по структурным особенностям, а 
также лучше различать некоторые типы почв и искусственных объектов. 

На рис.4.7 показаны некоторые RGB-композиции, составленные из 
этих каналов. Левая композиция практически полностью соответствует 
приведенной на рис.4.1 справа, две остальные составлены с использова-
нием канала «красного края» (в середине) и из ближнего ИК диапазона 
(справа). Заметим, что эти композиции не менее информативны, чем 
композиция в естественных цветах, и имеют собственные локальные 
особенности.
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Рис.4.5. Значения модулей проекций каналов на первые шесть главных компонент для 
50 каналов в диапазоне 426–925 нм изображения с рис. 4.1
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Таким образом, из доступных программных средств выделения спек-
тральных признаков PCA на сегодняшний день представляется наиболее 
эффективным. Более «продвинутые» методы, такие как анализ незави-
симых компонент – Independent Component Analysis (ICA), минимизация 
вклада шума – Minimum Noise Fraction (MNF) и некоторые другие либо 
требуют больших вычислительных ресурсов, либо пригодны для реше-
ния далеко не всех задач тематической  классификации, поэтому здесь 
не рассматриваются.  Тем не менее, ICA и MNF имеются в последних 
версиях пакетов обработки аэрокосмической информации, и их краткое 

Рис.4.7. RGB-композиции из каналов, отобранных по графику 4.6

Рис.4.6. Сумма модулей проекций 50 каналов изображения с рис.4.1 на четыре глав-
ные компоненты
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описание можно найти в руководстве пользователя соответствующих 
пакетов, а также в обзоре [11]. 

Существуют также методы проекционных преобразований, при-
вязанные к конкретному набору выделяемых классов. Одним из таких 
методов является метод поиска наилучшей проекции (Projection Pursuit) 
на основе заданного проекционного функционала (проекционного ин-
декса). С  этим методом можно ознакомиться на Интернет-ресурсе [12]. 

4.3. Статистические методы последовательного отбора
При тематической классификации гиперспектральных изображений 

наряду с проекционными преобразованиями часто используется так назы-
ваемый «последовательный отбор» или «последовательная отбраковка»  
каналов. Некоторые исследователи используют при этом статистические 
характеристики гистограммы изображения, например, информационную 
энтропию, которая определяется как

	
0 0

ln ln .
L L

l l
k l l

l l

n nH p p
N N= =

= − = −∑ ∑  	 (4.9)

Здесь nl  — количество пикселей, имеющих яркость l, N — общее количе-
ство анализируемых пикселей; pl, соответственно, частотная вероятность 
значения яркости l для данного набора пикселей.  

Однако данный критерий чаще всего приводит к отбору преиму-
щественного каналов ближнего ИК диапазона, где влияние рассеяния и 
поглощения излучения  в атмосфере минимально, поэтому динамиче-
ский диапазон значений  яркости наиболее широк. Более эффективны 
и, соответственно, более популярны критерии, основанные на взаимной 
информации пар каналов. Количество взаимной информации для пары 
каналов s, t является характеристикой «двумерной гистограммы» и рас-
считывается по формуле: 

	
1 1

( , )
( , ) ( , ) ln .

( ) ( )

m n
is jt

s t is jt
i j is jt

p x x
H x x p x x

p x p x= =

= −∑∑ 	 (4.10)

Здесь p(xis, xjt) — частотная вероятность одновременного появления 
значения xi в канале s и значения xj в канале t, а p(xis) и p(xjt) — полная 
частотная вероятность этих значений в соответствующих каналах.

Чаще всего используют не саму величину (4.10), а среднее количе-
ство взаимной информации: H(xs)+ H(xt) – H(xs, xt) или относительную 
взаимную информацию H(xs, xt)/H(xs), H(xs, xt)/H(xt). Пример использо-
вания относительной взаимной информации для отбора каналов можно 
найти, например, в [13].
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К сожалению, в универсальных пакетах обработки данных ДЗ про-
цедуры расчета характеристик (4.9), (4.10) отсутствуют. Для их расчета 
требуется написание собственных скриптов с помощью макроязыков 
этих пакетов или в пакете MatLab. 

4.4. Проблемно-ориентированные индексы
К выбору признаков в современной концепции тематической обработ-

ки мультиспектральных и гиперспектральных аэрокосмических изобра-
жений относят также построение проблемно-ориентированных индексов. 

Под такими индексами подразумеваются различные линейные  
и нелинейные комбинации каналов, известным образом связанные  
с характеристиками изучаемых  объектов и процессов на земной по-
верхности. Индексы получают путем экспериментального построения 
их статистических взаимосвязей с изучаемыми параметрами. В ос-
новном предпочтение отдается линейной статистической взаимосвязи 
(корреляции), в отдельных случаях строится линейная взаимосвязь в 
логарифмической шкале.

Самая большая группа индексов – это так называемые вегетаци-
онные индексы, предназначенные для анализа состояния растительного 
покрова. Из различных литературных источников, в основном зару-
бежных, их сейчас известно уже более трехсот. В обзорах по обработке 
данных дистанционного зондирования  [14,15] их обычно также делят 
на несколько групп.

общие (мультипликативные); 
индексы для анализа пигментного состава: 
индексы для анализа биохимического состава растительной клетки; 
водные индексы; 
индексы для оценки стрессового состояния.
Для анализа состояния растительности и выявления стрессовых со-

стояний часто используются группы различных индексов. 
В зависимости от того, для какого тип аппаратуры (мультиспектраль-

ной или гиперспектральной) они разрабатывались, индексы также де-
лятся на широкополосные и узкополосные. Оценки пигментного состава 
выполняются в видимом диапазоне (400–700 нм), так как все пигменты 
поглощают солнечную энергию именно в этом диапазоне. 

В ИК-диапазоне отражательная способность обусловлена структурой 
клетки и содержанием в ней различных микроэлементов. На этот диа-
пазон также приходится большая часть линий поглощения излучения 
неорганическими соединениями, содержащимися в почве, водных объ-
ектах и атмосфере. Поэтому в ближнем и коротковолновом (1,5–3 мкм)  
ИК диапазонах изучают состав почв, загрязнения водоемов и атмосферы 



37

в промышленных зонах. 
Рассмотрим некоторые примеры вегетационных индексов из пере-

численных выше групп.
4.4.1. Общие (мультипликативные) индексы

Это преимущественно широкополосные индексы. Используются для 
оценки общей зеленой биомассы, площади листовой поверхности – ли-
стового индекса (LAI), и, опосредованно, для оценки некоторых других 
параметров (например, содержания хлорофилла).

Самый первый  такой индекс был предложен в 1969 году: SR (simple 
ratio) – отношение максимального значения коэффициента отражения в 
ближнем ИК диапазоне к красному минимуму, обусловленному погло-
щением солнечной энергии хлорофиллом:
	 R800/R670  (RNIR/Rred). 	 (4.11)

В 1973 году был предложен  NDVI (нормализованный дифферен-
циальный вегетационный индекс), который до сих пор наиболее часто 
используется отечественными специалистами. 

	 .NIR red

NIR red

R RNDVI
R R

−
=

+
 	 (4.12)

Этот индекс наиболее сильно коррелирован с общей зеленой биомас-
сой при не очень высоком среднем значении, поэтому наиболее приемлем 
для оценки биомассы сельскохозяйственных культур. Сезонную дина-
мику NDVI используют для прогнозирования их урожайности, однако 
такие оценки не обеспечивают высокой точности и дают приемлемые 
результаты только на уровне регионов.

Для областей с низким значением биомассы, когда большой вклад 
в яркость пикселя вносит почва, была предложена модификация NDVI, 
которая называется SAVI.
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где L принимает значения в диапазоне от 0 до 1. Чаще всего берут значе-
ние 0,5. Значение L = 1 соответствует случаю отсутствия растительности, 
при L = 0 SAVI = NDVI.

Для оценки биомассы и LAI при больших значениях биомассы более 
эффективным считается индекс EVI, предложенный в 2002 г. Он пригоден 
также для общей оценки влагообеспеченности по мультиспектральным 
изображениям.
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Преимущества EVI перед NDVI для определения биомассы лесной 
растительности, хорошо видны на рис. 4.8, где показаны результаты рас-
чета этих индексов на фрагменте изображения Hyperion. В отличие от 
EVI, NDVI имеет максимальные значения только на участках лиственного 
леса, что свидетельствует о его большей связи с листовым индексом, чем 
с общей биомассой.  

Коэффициенты в данном варианте EVI даны для изображений без 
атмосферной коррекции. Для изображений, на которых выполнена ат-
мосферная коррекция, существует другая разновидность этого индекса. 

Ряд других широкополосных индексов можно найти, например,  
на сайте [17]. 

После появления мультиспектральных и гиперспектральных скане-
ров, захватывающих коротковолновой ИК-диапазон, появились индексы 
и для этого диапазона, например, LAIDI, более чувствительный к листо-
вому индексу, чем NDVI. 

	 1250

1050

.RLAIDI
R

= 	 (4.15)

К индексам, которые можно рассчитать по широкополосным муль-
тиспектральным изображениям, можно также отнести индекс для вы-
явления общего стрессового состояния растительности:

Рис.4.8. Пример расчета индексов NDVI и EVI для фрагмента изображения Hyperion

NDVI EVI
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Узкополосные вегетационные индексы появились в основном в по-
следнее десятилетие и часто ориентированы на конкретный тип гипер-
спектральной аппаратуры.

 Положение красного края. Часто используемая в расчетах характе-
ристика, хотя ее нельзя назвать индексом в прямом смысле, так как эта 
величина выражается в длинах волн. Но она используется как при расчете 
ряда индексов, так и непосредственно для решения отдельных задач.

Под положением красного края (red edge position) подразумевается 
точка максимального роста спектральной кривой растительности (макси-
мум первой производной). Сначала для определения положения красного 
края (REP) использовалась линейная оценка — среднее значение для 
точек R670 и  R780:

	 670 780 .
2line

R RREP +
=  	 (4.17)

Позднее стала использоваться более точная интерполяционная 
оценка:
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Положение красного края используется в узкополосных вегетаци-
онных индексах для получения более точных взаимосвязей индексов 
с биопараметрами. По нему возможно раннее выявление стрессовых 
состояний растительности (по так называемому «голубому смещению» 
положения красного края [17]).

4.4.2. Индексы для определения пигментного состава
Основными пигментами вегетирующей растительной клетки явля-

ются хлорофиллы (а и б), каротиноиды (желто-оранжевые пигменты) и 
антоцианы (антоцианины) – пурпурные пигменты, увеличение которых 
у взрослой растительности является признаком стресса. 

Пигменты имеют характерный цвет именно потому, что они погло-
щают солнечную энергию на разных участках видимого диапазона длин 
волн.  На этом основывается расчет многих индексов при определении 
содержания различных пигментов. 

Модель трех пигментов. Для оценки содержания определенного 
пигмента необходимо «изолировать» коэффициент поглощения каждого 
интересующего нас пигмента (ap). Чтобы «изолировать» его, была разра-
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ботана концептуальная модель трех пигментов [14]. Модель основывается 
на различном влиянии на спектральное отражение в трех спектральных 
каналах λ1, λ2, λ3 поглощения исследуемым пигментом ap, поглощения 
другими пигментами a0, и рассеяния на листовой поверхности.

Каналы λ1, λ2, λ3  выбираются следующим образом.
Отражение в первом канале R(λ1) должно быть максимально чувстви-

тельно к коэффициенту поглощения интересующим пигментом ap. Тем не 
менее, R(λ0) должна быть тоже чувствительна к поглощению пигментами 
a0 и обратному рассеянию bs на поверхности листьев. Чтобы удалить 
эффект поглощения другими пигментами, нужно найти спектральный 
канал λ2, который удовлетворяет двум условиям.

1.	 Поглощение пигментом ap  много ниже, чем в λ1.
2.	 Поглощение другими пигментами, так же как и обратное рас-

сеяние, близко к λ1.
Поскольку чем больше поглощение на определенной длине волны, 

тем меньше отражение на ней, это можно представить следующим об-
разом:
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Теперь осталось только найти канал, в котором коэффициент отра-
жения зависит только от обратного рассеяния. Это будет канал λ3. Тогда 
получаем:
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Как же поглощают основные пигменты?
Хлорофилл а поглощает в сине-фиолетовой зоне до 450 нм (максимум 

430 нм); в красной зоне от 550 до 700 нм с максимумом 670 нм и двумя 
локальными: 580 и 620 нм (маленькие). 

Хлорофилл б поглощает до 500 нм с локальным минумумом (но не 
полным) на 400 нм; в красной зоне — от 530 до 670 нм с максимумом 
на 640 нм и локальным (маленьким) на 590 нм. 

Все каротиноиды поглощают в голубой зоне — до 530 нм, из-за чего 
они и имеют желто-оранжевый цвет. 

Основная полоса поглощения антоцианов — 620–700 нм.
Таким образом, сама возможность получать те или иные индексы и 

их информативность зависят от калибровочных характеристик аппара-
туры, то есть от положения центров и ширины каналов. Поэтому часто 
узкополосные индексы отличаются своими компонентами всего на не-
сколько нанометров. 
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Обычно в качестве канала λ3 берут канал из ближнего ИК диапазона. 
Но есть индексы, которые используются при отсутствии ближнего ИК 
диапазона (или он ненадежен по каким-либо причинам, например, из-за 
большого количества водяных паров в атмосфере).

Примеры индексов для анализа пигментного состава.
Простой индекс для оценки содержания антоцианов:

	
550 700

1 1 ,ARI
R R

= − 	 (4.21)
его модификация в соответствии с концептуальной моделью трех пиг-
ментов:
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Заметим, что в последнем случае указаны уже не конкретные длины 
волн, а диапазоны длин волн, что позволяет адаптировать индекс к изо-
бражениям с различных типов гиперспектральной аппаратуры.

Этот индекс дает результат, весьма отличный от предыдущего 
(рис.  4.9). Во-первых, он имеет более широкий диапазон значений, во-
вторых, более четкую пространственную локализацию (искусственные 
объекты, почва и вода, естественно, не рассматриваются).

Рис.4.9. Результаты расчета индексов для оценки содержания антоцианов:  
слева — ARI, справа — mARI
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На основе модели трех пигментов разработан также индекс для 
оценки содержания каротиноидов (приводится в форме, приведенной  
к общему знаменателю): 
	 700 670 700 550 700 670[( ) 0,2( )] / / .mCARI R R R R R R= − − − 	 (4.23)

Существуют еще две разновидности индекса (4.23) с разной чувстви-
тельностью к изменчивости листового индекса: mCARI1 и mCARI2 [16].

Для оценки содержания хлорофилла существует целая группа ин-
дексов. Среди узкополосных индексов наиболее эффективным считается 
индекс, использующий каналы в зоне «красного края»:

	 750 800
_

695 740

1.red edge
RCl
R

−

−

= −  	 (4.24)

Этот индекс связан с содержанием хлорофилла линейно, в то время 
как для NDVI, например, линейная взаимосвязь наблюдается только при 
небольших его значениях. 
4.4.3. Индексы для анализа биохимического состава растительной 

клетки
Как уже говорилось, указанные характеристики определяются по 

спектральным отражательным свойствам растительности в основном в 
коротковолновом ИК диапазоне. Эти показатели необходимы преиму-
щественно для задач оценки состояния сельскохозяйственных культур 
и проведения агротехнических мероприятий. Как мы увидим, все эти 
индексы, по сути, являются узкополосными. Рассмотрим несколько при-
меров таких индексов. 

Индекс для определения содержания лигнина и целлюлозы:

	 2020 2220 21000,5( ) .CAI R R R= + − 	 (4.25)
Индекс для определения содержания азота:

	

1510 1680 1510 1680

1 1 1 1log log / log log .NDNI
R R R R

   
= − +   
   

	
(4.26)

Индексы влагообеспеченности растительной клетки (водные ин-
дексы) необходимы не только для выявления стрессовых состояний 
культуры, но также часто позволяют выявить причину стресса.

Самый простой водный индекс, который  можно посчитать в ближ-
нем ИК диапазоне.

	 900

970

.RWI
R

= 	 (4.27)
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При наличии в аппаратуре коротковолнового ИК диапазона можно 
использовать более эффективный нормализованный дифференциальный 
водный индекс:

	 860 1240

860 1240

.R RNDWI
R R

−
=

+
	 (4.28)

Существуют также специализированные индексы для определения 
биохимического состава почв, выделения определенных типов хими-
ческих элементов и материалов, аэрозольных загрязнений атмосферы. 
Некоторые, в том числе и такие индексы, можно рассчитать для рас-
пространенных типов аэрокосмических изображений в пакетах ERDAS 
Imagine и ENVI. Другие индексы легко построить самим с использова-
нием калькулятора в ENVI и средства Model Maker в ERDAS Imagine.

Для решения тематических задач часто используется не один, а целая 
группа индексов. В этих случаях осуществляется переход от исходных 
к индексным изображениям, то есть к пространству индексов, и метод 
классификации выбирается уже для этого нового пространства признаков.

Контрольные вопросы к разделу 4
1.	 Для какого типа изображений наиболее актуальна задача вы-

деления признаков?
2.	 Что характеризует корреляция?
3.	 Какие значения может принимать коэффициент корреляции?
4.	 Какими свойствами обладает корреляционная матрица?
5.	 Что такое «главные компоненты»?
6.	 Опишите процесс вычисления первой главной компоненты? 
7.	 Что характеризует взаимная информация?
8.	 Перечислите основные группы вегетационных индексов.
9.	 Что такое «модель трех пигментов»?
10.	Что называется «положением красного края»?
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5. Cтатистическая классификация
Само название «статистическая классификация» говорит о том, что в 

ней используются свойства статистического распределения признаков в 
классах. Поскольку мы должны предварительно описать такое статисти-
ческое распределение на основе представительной выборки образов, это 
всегда классификация с обучением. Эмпирическую (частотную) функцию 
плотности вероятности f(x) можно получить, нормировав гистограмму 
по этой выборке к количеству образов в ней. 

В основе статистических методов классификации лежит предполо-
жение, что функция плотности вероятности f(x) для любого из выделя-
емых классов отлична от нуля на всем множестве значений признаков.  
То есть любой вектор x может появиться в любом из классов, но с разной 
вероятностью. 

Поскольку мы неизбежно вынуждены строго определить границы 
между классами в пространстве X, всегда существует вероятность, что 
какое-то количество точек из любого класса попадет в другие. Эта ошибка 
называется ошибкой первого рода (α). С другой стороны, в этот класс 
может попасть какое-то количество точек из других классов. Такая ошиб-
ка называется ошибкой второго рода (β). Полная вероятность ошибки 
выделения каждого класса, таким образом, есть p(α) + p(β). 

Ошибки, возникающие при классификации на N классов, обычно 
описывают в виде таблицы (матрицы ошибок):

Ист.\рез. K1 K2 … KN

K1 σ11 σ12 … σ1N

K2 σ21 σ22 … σ2N

… … … … …
KN σN1 σN2 … σNN

Строки этой матрицы соответствуют доле образов, попавших из 
класса Ki в класс Kj. Таким образом, по диагонали матрицы стоит доля 
правильно классифицированных образов, то есть попавших в свой класс.  
Сумма всех остальных значений по строке – это доля образов, попавших 
в другие классы, то есть ошибка первого рода. Сумма всех остальных 
значений по столбцу – доля образов, попавших в этот класс из других 
классов, то есть ошибка второго рода.

Естественно, что мы не можем обеспечить при такой постановке за-
дачи принятие решение с минимальной ошибкой для каждого отдельного 
образа. Но при большом количестве образов, как в случае классифика-
ции пикселей изображения, мы можем попробовать минимизировать 
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среднюю вероятность ошибки p(α) + p(β) при многократном принятии 
решения. 

Теоретическое обоснование критерия Байеса, обеспечивающего 
минимальную в среднем вероятность ошибки распознавания при много-
кратном принятии решения, подробно изложено в пособиях [1,2]. С этой 
целью вводится понятие «риска», то есть платы за каждую ошибку, и 
определяется условие, соответствующее минимуму среднего риска.  Для 
пары классов Ki и Kj оно имеет следующий вид: 

    ( ) 1
( )

i i

j j

P f
P f

=
x
x

 или в логарифмической форме ( )ln 0.
( )

i i

j j

P f
P f

=
x
x

  (5.1)

Поскольку мы ищем минимум среднего риска при многократном 
принятии решения, в  выражение (5.1), кроме функций плотности вероят-
ности, входят также априорные вероятности Pi и Pj, Можно сказать, что 
эти вероятности  характеризуют частоту появления каждого из классов 
на анализируемом множестве образов, которая пропорциональна доле 
площади под этим классом. 

Второе выражение из (5.1) соответствует уже знакомому нам 
виду разделяющей функции для пары классов: dij(x)=0. То есть, если 
Pifi(x) ≥ Pjfj(x), то мы принимаем решение в пользу класса Ki, в противном 
случае принимаем решение в пользу класса Kj. Отношение (5.1) назы-
вается отношением правдоподобия, а функции, стоящие в числителе  
и знаменателе, — функциями  правдоподобия. По-другому можно сказать, 
что на каждом интервале мы принимаем решение в пользу того класса, 
полная вероятность которого в рамках заданного множества образов 
при конкретном значении x максимальна. Такое правило принятия ре-
шения называют принцип максимума правдоподобия. Ясно, что функция 
правдоподобия представляет собой решающую функцию, о которой 
говорилось в разделе 3. 

В случае, когда все множество образов нужно разбить ровно на N 
классов, принцип максимума правдоподобия часто записывают через 
формулу Байеса для полной системы из N статистических гипотез.  
В такой системе предполагается, что вероятность осуществления хотя 
бы одной из N гипотез равна единице. В нашем случае гипотеза – это 
принадлежность образа х определенному классу K. Тогда для каждой 
конкретной реализации x  вероятность осуществления k-й гипотезы равна
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k k
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 	 (5.2)
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Величина P(Kk/x) называется апостериорной вероятностью класса 
для конкретного образа x, то есть вероятностью, полученной на основе 
некоторого эксперимента, в котором нам известна вероятность появления 
образа x в каждом классе. По сути, это та же функция правдоподобия, 
выраженная в долях от полной вероятности появления конкретного x на 
заданном множестве образов. Поэтому правило классификации остается 
прежним: решение принимается в пользу класса, для которого макси-
мальна апостериорная вероятность.

Для случая одномерного признака и трех классов правило принятия 
решения по принципу максимума правдоподобия показано на рис. 5.1. 
Как видно из рисунка, в общем случае классы могут иметь больше одной 
границы. Обратите также внимание, что второй класс, имеющий самую 
широкую функцию плотности распределения признака и априорную ве-
роятность, несколько большую, чем у двух других классов, преобладает не 
только в центре, но и на краях показанного диапазона значений признака.

Указанный эффект появления класса с большой дисперсией на краях 
диаграммы рассеяния признаков иногда может приводить к большим 
ошибкам классификации. То есть к классу могут быть отнесены точки, 
совершенно не имеющие к нему никакого отношения. Это всегда необхо-
димо учитывать при использовании правила максимума правдоподобия. 

Рис.5.1. Области принятия решения по максимуму правдоподобия для трех классов  
и одного признака
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5.1. Байесовская классификация  
(принцип максимума правдоподобия) при нормально 

распределенных значениях признака
Судя по выражениям (5.1) и (5.2), для полноценного использования 

байесовского классификатора нам необходимо знать значения p(x/Kk) 
=fk(x) для всех ненулевых значений признака x. Нетрудно понять, что 
в многомерном случае это потребует огромной памяти и сложных вы-
числений, даже если диапазон значений каждого xj невелик.  А в случае 
классификации изображений большой размерности этот вопрос встает 
очень остро. Поэтому во всех процедурах статистической классифика-
ции изображений предполагается, что значения признаков внутри клас-
сов распределены по нормальному закону. Это вполне приемлемо при 
классификации мультиспектральных изображений, если учесть, что на 
регистрируемую датчиком спектральную яркость воздействует большое 
количество случайных факторов.

Основные свойства одномерного нормального распределения описа-
ны в [2]. В многомерном случае плотность нормального распределения 
задается выражением:
	

1 22 1( ) 1 (2 ) exp 1 2( ) ( ) .n Tf x −   = π − − −  C x m C x m
	

(5.3)

Здесь m — среднее значение по выборке из N образов класса, С – кова-
риационная матрица, в которой
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N

jk ij j ik k
i

c x m x m
N =

= − −∑ 	 (5.4)

Это выражение – ковариацию -  мы уже встречали в числителе фор-
мулы (4.1) для выборочного коэффициента корреляции. Таким образом, 
матрица ковариаций описывает статистическую связь между признаками 
в пределах одного класса. По диагонали в этой матрице стоят дисперсии 
по каждому признаку xj.

Плотность многомерного нормального распределения представля-
ет собой «гиперколокол», вершина которого соответствует точке f(m). 
Распределение на любом подпространстве признаков из пространства 
X – так называемое маргинальное распределение — также нормально. 

Для простоты рассмотрим двумерное пространство признаков. В 
этом случае сечение колокола, параллельное плоскости (x1, x2), пред-
ставляет собой эллипс, форма которого зависит от вида ковариационной 
матрицы. Такой эллипс называется эллипсоидом рассеяния. Если признаки 
x1, x2 не коррелированны, то оси эллипса параллельны осям координат,  
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а ковариационная матрица в этом случае диагональна. Во всех остальных 
случаях форма эллипса и его ориентация могут быть совершенно про-
извольными. Примеры эллипсоидов рассеяния для некоторых классов 
с изображения ETM+ на рис. 2.2 в красном и ближнем ИК диапазонах 
приводятся на рис. 5.2. 

Любое вертикальное сечение колокола f(x1, x2) представляет собой 
одномерное нормальное распределение со своими значениями средне-
квадратического отклонения σ. Поскольку плоскость сечения, соответ-
ствующая σ в любом направлении, параллельна плоскости (x1, x2), то же 
самое можно сказать относительно любых сечений, соответствующих 
значениям 1,5σ, 2σ, 3σ. Таким образом, мы можем измерять расстояние 
вектора x до среднего m в долях σ. Это расстояние будет соответствовать 
геометрическому месту точек, расположенных на оболочке соответствую-
щего эллипсоида рассеяния. Оно называется квадратичным расстоянием 
Махаланобиса и задается выражением

	 11 2( ) ( ).T −µ = − −x m C x m  	 (5.5)
Расстояние Махаланобиса, как и евклидово, также используется в 

качестве решающего правила при классификации многомерных дан-
ных. Преимущества такой классификации перед классификацией по 

минимуму евклидова расстояния 
подробно рассмотрены в [4].

Нетрудно показать, что при 
равенстве ковариационных ма-
триц граница между каждой  па-
рой классов будет соответствовать 
границе при классификации по 
евклидову расстоянию.  

Тем не менее, в том и другом 
случае мы рассматриваем рассто-
яние до центра класса m. То есть 
при равных или близких средних 
значениях m по классам мы не смо-
жем разделить эти классы. Такую 
возможность предоставляет только 
метод максимума правдоподобия. 
Пример, демонстрирующий раз-
личие между расстоянием Махала-
нобиса и методом максимума прав-
доподобия, также рассмотрен в [2].

Рис.5.2. Эллипсоиды рассеяния для 5 
классов с рис. 2.2: вода на отмели (water), 

травянисто-кустарниковая раститель-
ность (vegetation), лесная растительность 
(forestry), застройка (building), почва (soil)
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При гипотезе нормального распределения признаков в методе 
максимума правдоподобия обычно используется решающее правило 
в логарифмической форме. Для возможности сравнения результатов 
параметрической классификации по единой методике в пакетах обра-
ботки аэрокосмической информации решение принимается по значению 
логарифма величины, обратной к функции правдоподобия rk= Pkpk(x), 
которую также можно рассматривать как расстояние образа до класса:

	 1

( ) ln(1 ( ))

1 2( ) ( ) ln (1 2)(1 / 2) ln .
k k

T
k k k k k

D r

P−

= =

= − − − +

x x

x m C x m C 	
(5.6)

Обратите внимание, что здесь также присутствует расстояние Ма-
халанобиса, однако кроме него сюда еще входит априорная вероятность 
и детерминант ковариационной матрицы. Последний как раз и дает воз-
можность учитывать характер рассеяния образов в классах. 

Что касается априорных вероятностей, то чаще всего предполагается, 
что они одинаковы для всех классов. Это объясняется необходимостью 
более надежно выделять однородные по яркости классы, которые при 
малой априорной вероятности могут быть поглощены менее однород-
ными, как это нетрудно понять из рис. 5.1. Если априорную вероятность 
рассматривать как ожидаемую долю площади под классом или, иначе, 
частоту, с которой он встречается, то чем меньше будет такая частота 
для классов K1 и K3, тем больше будут размеры интервалов, на которых 
решение принимается в пользу класса K2.

Эффективность использования на конкретном наборе классов того 
или иного решающего правила может оцениваться как непосредственно 
по соответствующему расстоянию между классами, так и по другим 
метрикам, известным образом связанным с ошибками классификации. 
Некоторые из этих метрик используют для оценки качества обучающих 
данных и называют мерами статистической разделимости.

5.2. Обучение статистических классификаторов
Под обучением статистических классификаторов понимается под-

готовка и анализ обучающих данных. Подготовка состоит в создании 
представительных выборок по выделяемым классам (эталонов). Анализ 
необходим для выбора наилучшего, с точки зрения точности классифи-
кации, правила принятия решения. 

При классификации мультиспектральных изображений эталоны 
классов чаще всего формируются непосредственно по тестовым участ-
кам изображения. В этом случае необходимо проверять соответствие 
распределения яркостей каждого эталона гипотезе «нормальности». 
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Это можно сделать с помощью построения гистограмм по каналам. 
Если гистограмма по классу в каком-то канале резко ассиметрична или 
имеет более одной четко выраженной моды, это может привести к до-
полнительным ошибкам классификации [7]. 

Для получения репрезентативной статистики и надежного выбора 
правила классификации, размеры эталонов должны включать не менее 
100 образов и быть приблизительно одинаковыми по размеру. 

При формировании эталонов классов важным моментом является 
оценка их попарной статистической разделимости. При достаточно 
большом количестве классов оценку лучше выполнять каждый раз при 
включении в набор нового эталона. Если оценка статистической разде-
лимости производится уже после подготовки всех эталонов, выполнить 
замену эталона будет значительно труднее. 

Внешние факторы, от которых может зависеть качество обучения, 
наиболее подробно изложены в [2]. Там же представлены и наиболее 
часто использующиеся меры статистической разделимости. Здесь мы ко-
ротко рассмотрим только обоснование использования тех или иных мер из 
предлагаемых в пакете ERDAS Imagine (функция Evaluate→Separability  
в редакторе сигнатур). 

Евклидово расстояние между эталонами классов имеет смысл ис-
пользовать только в том случае, когда создание эталонных участков на 
изображении выполнялось с  помощью функции AOI→Seed Properties, 
то есть методом наращивания области из заданной точки [3] . В этом 
случае нам заранее известен радиус в пространстве яркостей, в пределах 
которого выполняется отбор пикселей. Следовательно, если для классов 
K1 и K2 отбор выполнялся в пределах радиусов d1 и d2, то разделяющимися 
можно считать классы, для которых выполняется условие:

	 1 2 1 2.d d− ≥ +m m  	 (5.7)

Это условие соответствует разделимости по нормализованному рас-
стоянию [3,4], однако при оценке в ERDAS Imagine мы получаем только 
значение модуля из левой части (5.7), а рассчитывать сумму в правой 
части нам придется самим. 

Дивергенция — среднее количество различающей информации для 
пары классов, общий вид которой приведен в [3,4]. В случае нормально 
распределенных значений признаков она рассчитывается по формуле:

	

1 1
12 1 2 2 1

1 1
2 1 1 2 1 2

1 tr ( )( )2
1 tr ( )( )( ) .2
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D − −

− −

 = − − + 

 + − − − 

C C C C

C C m m m m  	 (5.8)
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Хотя дивергенция и позволяет выполнять оценку разделимости  
в случае близких или равных средних по классам, с ней дело обстоит 
еще более сложно, так как она связана с ожидаемой точностью класси-
фикации квадратичной зависимостью, параметры которой нам априори 
неизвестны. Поэтому трудно точно определить, какое значение соответ-
ствует достаточно высокой разделимости пары классов.

Трансформированная дивергенция — эта мера отличается от (5.8) тем, 
что в случае, когда эталоны классов не перекрываются в признаковом 
пространстве, она принимает известное значение. В ERDAS Imagine 
через прямую дивергенцию она определяется следующим образом.

	 12
12 2000 1 exp .

8
DTD  − = −  

  
 	 (5.9)

Если классы не перекрываются, величина (5.9) принимает значение 
2000. 

Расстояние Джеффриса-Матуситы (J-M расстояние) — эта 
функция уже в силу своего вида принимает фиксированное значение, 
если классы не перекрываются. Выражение для этой величины в общем 
случае, а также в случае нормально распределенных значений признака 
приводится в [1,2]. 

Если классы не перекрываются в пространстве признаков, J-M рас-
стояние принимает в ERDAS Imagine значение 1414 (1000 2 ).

Наиболее важным моментом для использования той или иной меры 
статистической разделимости является расчет ковариационной матрицы. 
Если по какому-то из используемых признаков класс обладает высокой 
степенью однородности, детерминант ковариационной матрицы может 
оказаться равным нулю. Это может произойти и по каким-либо другим 
причинам. В таком случае единственно возможным способом параме-
трической классификации является классификация по минимуму евкли-
дова расстояния. Еще один возможный способ, имеющийся в последних 
версиях универсальных пакетов обработки данных ДЗ, будет рассмотрен 
в следующем разделе.

После подготовки эталонов классов можно приступить к выбору 
правила принятия решения. Если необходимо расклассифицировать все 
пиксели изображения, то, так или иначе, придется использовать параме-
трическое правило. Если размеры выборок по классам невелики (значи-
тельно меньше ста образов) или же статистическое распределение обра-
зов явно отличается от нормального, то в качестве основного, возможно, 
придется выбрать непараметрическое правило. Как уже говорилось ранее, 
в этом случае у нас неизбежно появятся неклассифицированные точки. 
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Если все-таки необходимо классифицировать все точки изображения, то 
для этих точек придется назначить параметрическое правило. 

К сожалению, в пакете ERDAS Imagine одно и то же параметриче-
ское правило назначается не только для неклассифицированных образов, 
но и для образов, попавших на участки перекрытия эталонов. Но для 
образов, попавших на участки перекрытия, наилучшим параметриче-
ским правилом является максимум правдоподобия, в то время как для 
неклассифицированных образов на краях диаграммы рассеяния лучше 
использовать минимум расстояния (евклидова или Махаланобиса). 

В пакете ERDAS Imagine выбор параметрического правила приня-
тия решения можно выполнить, используя пробную классификацию на 
самих эталонах (функция Evaluate→Contingency в редакторе сигнатур).  
На выходе этой процедуры выдается матрица ошибок, которая была 
описана в начале этого раздела. 

Окончательный вывод о том, насколько удачно были выбраны эта-
лоны классов, можно сделать только по итогам классификации всего 
множества образов. При тематической классификации изображений 
для этого используется файл расстояний каждого пикселя до класса, 
к которому он отнесен. Очевидно, что такой файл представляет собой 
серое полутоновое изображение, где яркость пикселя тем больше, чем 
дальше он от ближайшего класса. Более подробно использование файла 
расстояний рассмотрено в пособии [2]. Там же даны пояснения к так 
называемой «нечеткой» или «мягкой» классификации, непосредственно 
использующей файлы расстояний.

Контрольные вопросы к разделу 5
1.	 В каких случаях применяется статистическая классификация?
2.	 Что называют ошибками первого и второго рода?
3.	 Как определить ошибки первого и второго рода по матрице 

ошибок?
4.	 Чем отличается классификация по расстоянию Махаланобиса от 

классификации по евклидову расстоняию? 
5.	 Чем отличается классификация по максимуму правдоподобия от 

классификации по расстоянию Махаланобиса?
6.	 Что такое меры статистической разделимости и какие из них 

наиболее удобны?
7.	 Что показывает файл расстояний?
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6. Специальные методы классификации 
гиперспектральных изображений

В предыдущих разделах мы рассматривали методы распознавания, 
основанные на принципе кластеризации n-мерного пространства призна-
ков. Здесь мы рассмотрим некоторые методы распознавания заданного 
типа объектов, основанные на принципе сравнения с эталоном. 

Разработка этой группы методов началась с увеличением числа ка-
налов мультиспектральной съемочной аппаратуры и появлением гипер-
спектральной аппаратуры. Тем не менее, эти методы также оперируют  
с моделью многомерного пространства спектральных яркостей. Однако  
в данных методах существенно используются, в явной или в неявной форме, 
угловые характеристики, то есть особенности формы спектров отражения.

В распространенных пакетах ERDAS Imagine и ENVI имеется ряд 
процедур, позволяющих использовать для этих целей так называемые 
спектральные библиотеки. Спектральные библиотеки содержат типич-
ные спектры отражения объектов земной поверхности, полученные 
либо по качественно откорректированным материалам авиационной 
гиперспектральной съемки, либо в результате полевой или лабораторной 
спектроскопии. Для этого специальным прибором – спектрорадиометром 
– выполняются точечные измерения спектральной яркости поверхности 
объекта и эталона «белого тела», к которому нормируются значения 
спектральной яркости. 

Измерения чаще всего выполняются в диапазоне длин волн 350–2500 
нм. Примеры спектров отражения объектов из спектральных библиотек 
пакета ENVI приведены на рис.6.1.

Из приведенных примеров видно, что по форме спектров почвы 
различаются гораздо лучше растительности, причем эти различия наи-
более сильно проявляются в коротковолновом и средневолновом ИК 
диапазонах (классификацию ИК диапазонов можно посмотреть в [4]),  
в то время как различия между типами растительности сокращаются уже  
в коротковолновом ИК диапазоне. Кроме того, необходимо учитывать, 
что в течение периода вегетации спектры растительности претерпевают 
значительные изменения и зависят от ее текущего состояния. Поэтому 
методы распознавания по форме спектров эффективны только для сезонно 
устойчивых типов объектов, таких как открытые почвы, материалы и мине-
ралы. При этом для их эффективного распознавания в большинстве случаев 
необходимо использование как минимум коротковолнового ИК диапазона. 

Для использования при распознавании (идентификации) опреде-
ленных типов объектов по библиотечным эталонам необходимо вы-
полнение атмосферной коррекции и преобразование значений яркости 
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в коэффициенты отражения. Если выделение объектов выполняется  
по авиационным гиперспектральным изображениям с высоким простран-
ственным разрешением, атмосферная коррекция может быть выполнена 
«эмпирическими» методами [18]. 

Рис.6.1. Примеры спектров почвы и зеленой растительности из спектральных библио-
тек пакета ENVI
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При наличии на изображении какого-либо однородного объекта  
с плоской поверхностью и известным устойчивым спектром отраже-
ния можно использовать «метод плоского поля» — простой пересчет 
спектральных яркостей всех пикселей по известному соотношению 
яркости и коэффициента отражения «плоского поля». В этом случае 
удобнее всего использовать спектры таких объектов, как бетонные 
площадки и сухие асфальтовые покрытия на открытых участках вто-
ростепенных дорог. Изъезженные трассы и битумные покрытия дают 
худшие результаты. Еще менее удачные результаты дает в этом методе 
вода из-за низкой яркости, а следовательно, слишком малого количества 
отсчетов дискретной шкалы. 

Тем не менее, если на изображении, кроме чистой водной поверхно-
сти с известным спектром отражения, имеется также светлый известный 
однородный объект, можно получить даже более качественный резуль-
тат, чем в предыдущем случае, используя метод «эмпирическая линия».  
В этом случае мы можем точнее учесть соотношение между различными 
уровнями яркости и соответствующими коэффициентами отражения.

На космических гиперспектральных изображениях такие методы 
не дают хороших результатов, прежде всего, из-за недостаточного про-
странственного разрешения для выбора надежных однородных участков. 
Во-вторых, из-за того, что в регистрируемую яркость вносит вклад из-
лучение, отраженное от значительно большей площади в окрестности 
пикселя при его рассеянии на обратном пути через атмосферу. При 
съемке за пределами атмосферы лучший результат могут дать методы 
атмосферной коррекции, основанные  на классических моделях переноса 
излучения через атмосферу, но только в том случае, когда все текущие 
условия съемки, в том числе параметры атмосферной модели, учтены 
максимально точно. Здесь большую роль играет, в том числе, правиль-
ный выбор среднего спектрального альбедо отснятой территории для 
учета эффекта обратного рассеяния, а также точность спектральной 
калибровки аппаратуры

Эмпирические методы атмосферной коррекции, такие как «метод 
плоского поля» и «эмпирическая линия» имеются в блоке спектрального 
анализа пакета ERDAS Imagine. В пакет ENVI включен один ориги-
нальный эмпирический метод разработчиков  и метод, использующий 
на входе данные из распространенного пакета MODTRAN, моделиру-
ющего перенос излучения в атмосфере. Соответствующие параметры 
в этом пакете можно рассчитать как по одной из обобщенных моделей 
для определенной территории и условий съемки, так и более точно, при 
известных характеристиках текущего состояния атмосферы. 
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При отсутствии атмосферной коррекции выделение объектов за-
данного типа может быть выполнено только по эталону, полученному с 
самого анализируемого изображения.

Теперь рассмотрим несколько методов классификации, представлен-
ных в блоке спектрального анализа пакета ERDAS Imagine. В ENVI эти 
методы также представлены, но в руководстве пользователя подробно 
не описаны, и интерфейс работы с ними  менее удобен.  

Спектрально-угловая классификация. Один из первых методов, 
предложенных для выделения объектов по форме спектра. Как уже го-
ворилось, форму спектра характеризует направление вектора в n-мерном 
пространстве яркостей. Тогда угловая мера сходства спектральной сиг-
натуры тестируемого пикселя с эталоном определяется по формуле [19]:
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где x — спектральная сигнатура тестируемого пикселя; y — спектраль-
ная сигнатура эталона. Предполагается, что угол может изменяться в 
пределах от 0 до 90°. Для принятия решения может использоваться как 
пороговое значение угла (6.1), так и непосредственно значение cosα.

Результат спектрально-угловой классификации зависит только  
от формы спектра. Длина вектора яркостей, то есть его относительное 
положение на шкале яркостей, практически не имеет значения. Это 
позволяет частично устранить влияние на результат условий освещен-
ности, вызванными, например, особенностями рельефа.  Однако при 
малых значениях яркостей, учитывая дискретизацию сигнала, решение 
зачастую оказывается неустойчивым и приводит к увеличению ошибок. 
Спектральная корреляция. Метод спектральной корреляции является 
модификацией предыдущего метода. Однако здесь сигнатуры x и y рас-
сматриваются как наборы синхронных измерений двух случайных ве-
личин. В методе спектральной корреляции критерий принятия решения 
основывается на  коэффициенте корреляции Пирсона и имеет вид [18]:
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где ,x y  – средние по наборам из n спектральных яркостей. 
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Данный метод позволяет анализировать как положительную, так  
и отрицательную корреляцию между тестируемым пикселем и эталоном. 
В целом этот метод более «грубый», чем спектрально-угловая классифика-
ция, и лучше работает на изображениях с низким отношением сигнал/шум.

Проекция на ортогональное подпространство. В данном методе 
тестируемая сигнатура проецируется на подпространство, ортогональное 
эталонной сигнатуре выделяемого класса. Минимум такой проекции (со-
ответственно, максимум проекции на ортогональный вектор) определяет 
принадлежность сигнатуры классифицируемого пикселя к соответствую-
щему классу. Метод может использоваться, в частности, для наилучшей 
классификации смешанных пикселей [19]. 

Математическая модель метода вкратце может быть описана следу-
ющим образом. Пусть имеется матрица, столбцы которой соответствуют  
K эталонным сигнатурам классов размерности n. На каждом шаге те-
стирования рассматривается столбец d, соответствующий тестируемому 
классу, и матрица U размерности K-1, включающая все остальные классы.  
Оператор метода определяется как 
	 qT = dT(I–UU+) = dTP,  αp = βqTdN,  β = (dTPd)–1, 	 (6.3)
где U+ — матрица, псевдообратная к U: U+ = UT(UUT)–1 ; dN — сигнатура 
классифицируемого пикселя; P — проекция этой сигнатуры на вектор 
d; αp — проекция вектора dN на вектор d; β — скалярный коэффициент 
нормализации.

В качестве достоинств метода обычно указывается значительное сни-
жение размерности задачи. Рассмотренный метод наиболее эффективен 
для выделения объектов с малой априорной вероятностью (аномалий), 
например, искусственных объектов на фоне природной среды. В этом 
случае он может применяться даже без выбора подходящего эталона. 
Такой пример, выполненный по самолетному гиперспектральному изо-
бражению в блоке спектрального анализа пакета ERDAS Imagine (авто-
мобиль в лесу), показан на рис.6.2. 

Близким к данному методу является алгоритм ограниченной мини-
мизации энергии, реализованный в пакете ERDAS Imagine [18]. В дан-
ном алгоритме также максимизируется спектральный отклик целевого 
вектора и минимизируется влияние фона. В алгоритме используется уже 
упомянутое в разделе 6 ортогональное преобразование корреляционной 
матрицы пространства яркостей и рассматривается подмножество соб-
ственных векторов, дающих наибольший вклад в энергию изображения. 
Тем не менее, если преобразование выполняется на большом изображе-
нии, такое сокращение размерности может привести к значительным 
ошибкам классификации.
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Субпиксельная классифика-
ция (разделение смесей). Данное 
направление вызвало большой 
интерес при появлении гипер-
спектральной аппаратуры дис-
танционного зондирования. Про-
блема действительно актуальна, 
особенно при пространственном 
разрешении пикселя  несколько 
десятков или даже сотен метров 
на местности. В таком случае зна-
чительная часть пикселей явля-
ется смесью нескольких классов  
с различными спектральными 
отражательными свойствами. 
Обычно рассматривается линей-

ная смесь: 1 1 2 2 ... .N Nx k x k x k x= + + +
     Здесь k1, …, kN — вклад каждой 

компоненты смеси в долях от 1 или в %, x  — спектральная сигнатура 
пикселя, 1,..., Nx x   — спектральные сигнатуры компонент смеси.

При большом количестве спектральных каналов n и относительно 
небольшом количестве компонент смеси  N коэффициенты ai, i = 1,…, N 
можно найти из переопределенной системы линейных уравнений Ax=b, 
где b x=

  , A — матрица, составленная из известных векторов-сигнатур  
1,..., Nx x  , x — вектор неизвестных коэффициентов смеси k1,…, kN. 

Приближенное решение  такой системы можно получить методом 
наименьших квадратов из условия  (b–Ax)T(b–Ax)→min. Вектор искомых 
значений  x̂  в данном методе  определяется выражением [21]
	 1ˆ ( ) .T T−=x A A A b  	 (6.4)

Основной проблемой применения данного метода является выбор 
самих компонент смеси. Очевидно, что с увеличением количества каналов 
n число объектов N земной поверхности, различимых по спектральным 
отражательным свойствам, будет увеличиваться. Поэтому даже для не-
большого участка изображения может возникнуть ситуация, когда N>>n. 
В этом случае возникает проблема выбора наиболее вероятных компонент 
смеси, которая представляет собой отдельную и весьма непростую за-
дачу [18]. Кроме того, в ряде исследований было показано, что для рас-
тительного покрова из-за многократного отражения разделение смесей 
требует использования специальных методов линеаризации с введением 
определенных допущений [21]. В связи с этим возможности практиче-

Рис.6.2. Пример выделения аномалий 
методом проекции на ортогональное под-
пространство. Вверху – RGB-композиция 
в естественных цветах, ниже – результат 

выделения автомобиля
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ского использования  метода оказываются существенно меньшими, чем  
предполагалось при его разработке. 

Контрольные вопросы к разделу 6
1. Какие типы объектов лучше всего выделяются по особенностям 

спектральных кривых?
2. Какими способами можно получить спектральные эталоны? 
3. При каких условиях можно использовать методы эмпирической 

атмосферной коррекции? 
4. Чем отличается спектрально-угловой метод классификации от 

спектрально-корреляционного?
5. Какой метод позволяет осуществлять поиск объектов без исполь-

зования спектральных эталонов? 
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7. Логические методы в распознавании образов. 
Алгоритм вычисления оценок

Методы математической логики (исчисления высказываний) приме-
няются в задачах распознавания образов в тех случаях, когда отсутствуют 
сведения о количественном распределении классов объектов по измеря-
емым характеристикам. То есть даже если есть какие-то приписанные 
объектам значения параметров, нет никакой информации, позволяющей 
надежно определить положение и границы областей классов в простран-
стве признаков. Но при этом в нашем распоряжении имеются сведения 
о логических связях между исследуемыми объектами и классами, ко-
торые могут быть записаны с использованием булевых переменных и 
логических операций. 

Такие признаки объектов могут принимать только два значения: 0 
(false) и 1 (true). Значение true может означать либо факт наличия некото-
рого признака, либо истинность некоторого заключения (высказывания) 
об объекте; соответственно, false — либо отсутствие признака, либо 
ложность заключения (высказывания). 

Истинностное значение высказывания может заключаться, напри-
мер, в принятии признаком-параметром определенного значения (xj=a), 
в превышении этим значением заданного порога (xj>d), или даже про-
сто в наличии у класса признака xi.  В этом случае в качестве признаков 
в логической системе распознавания мы будем иметь наборы булевых 
переменных, каждая из которых определяет, выполняется или нет соот-
ветствующее условие.

Ясно, что в данном случае класс задается определенными комби-
нациями  истинностных значений признаков. Эти комбинации можно 
описать либо непосредственно табличным способом, либо в виде ло-
гических выражений, принимающих значение 1 на соответствующих 
наборах булевых переменных. 

К примеру, пусть известны факторы-индикаторы A, B, C, характери-
зующие классы K1 и K2 и описанные логическими высказываниями. При 
этом для класса K1 характерно одновременное присутствие индикаторов 
A и B и отсутствие индикатора C. В свою очередь, для класса K2 характер-
но: 1) появление индикатора С только при условии, что уже имеет место 
индикатор А; 2) невозможно одновременное появление индикаторов А  
и В. Тогда класс K1 может быть описан логическим условием

А^В^¬С=1,
а класс K2 — условием

¬(А^В) ^ (A→C) = 1,
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Индикационные признаки классов тоже могут, в свою очередь, быть 
записаны в виде логических высказываний. То есть в логической систе-
ме распознавания и классы, и признаки являются функциями булевых 
переменных [22].

Логические методы распознавания (классификации) в геоинформа-
ционных системах и технологиях могут применяться:

при создании тематических карт на основе результатов автоматизирован-
ной обработки аэрокосмической информации, когда принятые в рассматрива-
емой предметной области понятия и категории не совпадают с тематическими 
классами, выделяющимися на снимках автоматическими методами;

 при пространственном агрегировании данных (классификация 
участков территории по атрибутам находящихся на этих участках объ-
ектов), в том числе при генерализации тематических карт  (группировка 
разнотипных объектов по комплексу свойств);

 при составлении тематических карт в некоторых слабо формализо-
ванных предметных областях (ландшафтоведении, почвоведении, геобо-
танике и т.п.), когда классы и признаки описываются совокупностью ха-
рактеристик-индикаторов без указания их количественных соотношений;

в экспертных системах различного назначения. 
Можно сказать, что по способу синтеза образов и описания клас-

сов логические методы основываются на принципе общности свойств.  
По методологии принятия решений этот класс алгоритмов относится 
скорее к эвристическим методам распознавания, поскольку решения в 
логических системах распознавания основываются на тех представлениях 
о сходстве и различии между классами, которые приняты у специалистов 
в данной предметной области. 

Мы рассмотрим здесь один из наиболее простых и распространен-
ных логических методов распознавания — алгоритм вычисления оценок 
(метод голосования) [24,25]. Он может применяться в тех случаях, когда 
выделяемые  классы характеризуются наличием определенных комби-
наций признаков-индикаторов, причем некоторые из этих признаков или 
комбинаций имеют различную значимость (вес) для разных классов.

 Суть метода заключается в следующем.
Пусть для наших объектов (образов) задан набор булевых признаков 

S ={s1,…,sn} и перечень классов Ω={ω1,…,ωK}, по которым мы хотим 
распределить эти объекты. 

Рассмотрим основные этапы построения алгоритма вычисления оценок.
1. На основе анализа доступных данных формируем типичные для 

каждого класса наборы значений булевых переменных {s1,…,sn}.  Уда-
ляем наборы, одинаковые для разных классов. В ряде случаев, чтобы 
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«уравновесить» такие наборы по классам, целесообразно ввести весовые 
коэффициенты, характеризующие степень «типичности» определенных 
наборов в каждом классе.  

 2. Выделяем опорные множества — группы признаков Sl⊂S, l=1,…,L 
по которым лучше всего определяется принадлежность объекта тому 
или иному классу.  Если таковые выделить не удается, в [22], например, 
предлагается использовать все возможные наборы. Однако такой подход 
сильно увеличивает вычислительную емкость и далеко не всегда оправдан.

3. Задаем меру близости δl, l=1,…,L между наборами признаков объ-
ектов внутри каждого множества Sl и правила вычисления оценки Sl по-
добия образов на множестве Sl. Самой простой мерой близости является 
совпадение наборов по каждому опорному множеству Sl. 

4. Задаем правила вычисления оценок Гkl=αkl /γl  k =1,…,K, l =1,…,L 
для каждого из K классов на основе выбранных оценок подобия между 
образами. Заметим, что вместо введения весовых коэффициентов на 
полные наборы булевых переменных, как предложено в пункте 1, можно 
ввести весовые коэффициенты αkl на каждое из опорных множеств. 

5. Выбираем вид суммарной оценки Гk= ΣβklГkl по всем опорным 
множествам для принятия решения о принадлежности объекта тому или 
иному классу. Коэффициенты βkl определяют значимость каждого из L 
опорных множеств. В простейшем случае они могут быть равны единице.

При распознавании для каждого предъявляемого системе образа вы-
числяются  оценки Гkl по опорным множествам и суммарные оценки Гk 
по всем K классам. Решение о принадлежности объекта тому или иному 
классу принимается по максимальному значению оценки Гk, то есть по 
«большинству голосов» в пользу данного класса.

Таким образом, достоинством данного метода является оценка не по 
отдельным признакам, а по группам. Поскольку каждая группа может 
иметь свой весовой коэффициент, и для каждого класса группы могут 
браться тоже со своими весовыми коэффициентами, то этот метод  можно 
рассматривать как «промежуточный» между статистическими и чисто 
логическими методами классификации. Чисто логические методы ближе 
к теории экспертных систем.

Контрольные вопросы к разделу 8
1.	 В каких случаях целесообразно применять логические методы 

распознавания?
2.	 Приведите примеры задач, которые могут решаться логическими 

методами.
3.	 Что такое опорные множества? 
4.	 Опишите общую схему алгоритма вычисления оценок.
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8. Методы распознавания структур.  
Синтез образов

Ранее мы занимались исключительно образами, которые, так 
или иначе, описываются только количественными характеристиками.  
То есть образ был «материальной точкой», которой приписан некоторый 
набор признаков. В том числе и в логических системах, несмотря на 
то, что методический аппарат логического распознавания отличается 
от принципа кластеризации. Внутренняя структура образа при этом 
оставалась за пределами рассмотрения. Именно поэтому процессом 
синтеза образов мы не занимались. 

Теперь мы перейдем к более детальному рассмотрению образа 
как предмета нашего исследования. Как только мы переходим к рас-
смотрению внутренней структуры образа, мы, так или иначе, должны 
заниматься процессом синтеза образов. То есть мы должны составить 
наиболее рациональное формальное описание объектов распознавания, 
которое позволит нам их классифицировать, пусть даже в простейшем 
случае на два класса.

В этом разделе мы будем рассматривать методы синтеза и анализа 
образов, представленных структурами. Под структурой понимается 
абстрактная конструкция, состоящая из непроизводных (атомарных) эле-
ментов, между которыми имеются определенные связи. То есть структура 
может быть представлена графом, в том числе взвешенным, если связи 
имеют определенные веса. 

Сразу нужно заметить, что «распознавание структур» и «структурное 
распознавание» — это не совсем одно и тоже. В зависимости от того, что 
представляют собой сами структуры и выделяемые классы структур, к их 
распознаванию могут применяться разные  подходы. В том числе и те, ко-
торые мы уже рассматривали, например, статистический. А под структур-
ным распознаванием обычно подразумевают определенный методический 
аппарат, который иначе называют синтаксическим или лингвистическим 
распознаванием. Этот аппарат мы также рассмотрим в дальнейшем.

Будем двигаться от простого к сложному. Для этого нам нужно разо-
браться, что можно считать простым и сложным, то есть как-то упоря-
дочить те задачи распознавания, которые относятся к объектам, более 
сложным, чем точка в многомерном пространстве измерений или в так 
называемой «булевой решетке» логических признаков. 

По типам неделимых элементов и связей можно выделить несколько 
типов структур.

1.	 Если основная часть информации об образе сосредоточена  
в атомарных элементах (вершинах графа), а связь представляет собой 
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однородное отношение на множестве атомарных элементов, то такую 
структуру, исходя из принятой  в синтаксическом распознавании терми-
нологии [25], можно назвать веб-структурой. 

2.	 Если основная часть информации об образе сосредоточена  
в связях (то есть атомарными элементами являются ребра графа), то такую 
структуру, в соответствии с той же терминологией, можно назвать плекс-
структурой. Такой граф чаще всего ориентированный или смешанный.

3.	 Встречаются структуры промежуточного типа. То есть атомарные 
элементы соединены самыми разнообразными по содержанию связями. 
Такие связи обычно описывают так называемыми «дескрипторами».

Давайте посмотрим, с какими объектами исследования нам при-
ходится иметь дело в ГИС. Здесь придется вспомнить основные модели 
данных в ГИС, поскольку образ есть формализованное описание объекта 
исследования, то есть модель какого-то типа данных.

Прежде всего, это пространственные модели, которые, в свою 
очередь, делятся на растровые и векторные. Растровые модели – это 
изображения, векторные –  пространственно позиционированные струк-
туры. Связи в таких структурах могут быть координатные (выраженные 
количественно) и топологические (вложенность, смежность, взаимное 
пространственное положение).

Еще один тип структур – так называемые семантические структу-
ры. Эти структуры могут содержать количественные характеристики  
и содержательные описания, причем те и другие могут относиться как  
к атомарным элементам структуры, так и к связям между ними. 

Начнем с пространственных моделей. Собственно, можно сразу 
говорить о пространственных моделях вообще, поскольку практически 
во всех ГИС имеется такая функция, как растрово-векторное преоб-
разование. Для некоторых задач распознавания растрово-векторное 
преобразование является одним из элементов процесса синтеза образов. 

Вообще в процессе тематической обработки изображений, незави-
симо от предметной области, выделяют три этапа: 

предварительная обработка (image processing) — устранение иска-
жений и улучшение качества;

анализ изображений (image analysis) — синтез образов; 
понимание изображений (image understanding) – анализ образов. 
Рассмотрение методов предварительной обработки не входит  

в программу данного курса, эти вопросы относятся к теории обработки 
сигналов, поэтому мы сразу займемся тем, что относится собственно  
к синтезу и анализу образов. В отношении изображений эти две задачи 
часто называют анализом сцен. 
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Итак, что может представлять собой образ в задаче анализа сцен? 
Начнем с атомарных, то есть непроизводных элементов. Основных ато-
марных элементов любой пространственной структуры в ГИС  всего три 
– точка, линия, полигон. Эти графические примитивы являются базовыми 
при любом пространственном анализе. Как известно из основ геоин-
форматики [26], между ними существуют «взаимосвязи построения»: 
упорядоченное связное множество точек образует полилинию, замкнутая 
полилиния, в свою очередь, является границей полигона. 

Отсюда ясно, что простейшим понятием пространственной связ-
ности является «отношение примыкания». То есть пространственно 
связным объектом G называется множество точек G, которое формально 
можно описать так:

{ : , { 1, , 1}, { 1, , 1}, ( , ) ( , )}.ij ij klG g G g g G k i i i l j j j k l i j= ∈ ∀ ∃ ∈ ∈ − + ∈ − + ≠

Простейшими структурами при анализе сцен являются связные 
множества точек. Эти множества могут соответствовать либо линейным, 
либо площадным объектам. Отсюда возникают две задачи анализа изо-
бражений: выделение линеаментов (линейных структур), что иногда 
называют «скелетизацией», и сегментация (выделение полигонов).

В самом начале курса, когда мы говорили о двух подходах к тема-
тической обработке изображений,  принципиальным различием между 
ними был как раз способ перехода от множества отдельных точек к 
связным объектам на изображении, так как для анализа сцены отдель-
ный пиксель цифрового изображения сам по себе мало информативен. 
Если отдельному пикселю соответствует вектор измерений, есть смысл 
сначала выполнить классификацию, используя многомерное признаковое 
пространство. Тогда мы уже получаем  «тематически индексированный» 
препарат, который существенно облегчает нашу задачу. Мы можем про-
вести так называемую постклассификационную обработку (тематическое 
сглаживание), обеспечивающее пространственную связность. Обычно 
для этого используется скользящее окно. Центральному элементу окна 
приписывается то или иное значение в зависимости от индексов окру-
жения и самого значения центрального элемента. Процедуры из пакета 
ERDAS Imagine, выполняющие эти операции, описаны в пособии [4]. 

В этом случае после некоторых программных и интерактивных 
усилий мы получим  готовый набор связных объектов, которым уже при-
писано и какое-то тематическое содержание. При этом для сохранения 
линеаментов лучше всего выполнять сглаживание «крестом». Можно 
сделать так: пройти один раз «прямым» крестом, потом пройти «диаго-
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нальным» крестом. Если мы хотим выделить исключительно линейные 
объекты, то дальше нужно перекодировать изображение так, чтобы 
остался только интересующий нас класс и «прочее». Тогда в результате 
объединения двух вариантов можно получить «бинарный препарат», с 
которым дальше можно работать.  

А что делать в том случае, если у нас в распоряжении имеется пан-
хроматический снимок, и по нему нужно выделить какие-то связные 
объекты? 

Сначала давайте вспомним кое-что из теории обработки сигналов, 
а именно линейную фильтрацию и связанное с ней понятие свертки с 
маской.

Если построить яркостной профиль в одном канале изображения в 
любом заданном направлении (для этого во всех пакетах тематической 
обработки имеется функция Profile), можно заметить, что низкой про-
странственной частоте сигнала соответствуют визуально однородные 
области с плавными изменениями яркостей, а высокой пространственной 
частоте — неоднородные участки с резкими изменениями значений яр-
кости. Исходя из этого, под высокочастотной  фильтрацией понимаются 
операции, удаляющие плавные переходы и оставляющие резкие перепады 
яркостей, что обычно соответствует границам между однородными об-
ластями. При низкочастотной фильтрации, напротив, устраняются  резкие 
перепады яркости и изображение «сглаживается». 

В операциях данного типа участвуют соседние элементы каждого 
пикселя. Процесс преобразования изображения с яркостной функцией 
координат f(x,y) осуществляется в пределах скользящего по изображе-
нию окна размером m×n. На каждом шаге центральный элемент окна 
совмещен с обрабатываемым пикселем, имеющим яркость f(i,j). Здесь 
i — счетчик строк изображения (по координате y), j — счетчик элементов 
строки (по координате x). 

Для описания выполняемых в окне операций используется понятие ма-
ски — «мини-изображения», размеры которого совпадают с размерами окна. 
Значения элементов маски постоянны и могут рассматриваться как функция 
g(s,t), где S, T — система пространственных координат маски. Общее выра-
жение для расчета нового значения пикселя с координатами (i, j) имеет вид:

	
2 2

0 0
( , ) ( , ) ( , ),

n m

k l
F i j f i m k j n l g k l

= =

= − + − + ⋅∑∑ 	 (8.2)

где F(i,j) — новое значения пикселя; k,l — индексы суммирования  
по столбцу и строке маски соответственно. Поскольку данное выражение 
представляет собой линейную функцию, фильтры, записывающиеся  
в такой форме, называют линейными.
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Для случая непрерывных функций f и g это выражение имело бы вид:

	 ( , ) ( , ) ( , ) ,
S T

F x y f x s y t g s t dsdt= − −∫ ∫ 	 (8.3)

что соответствует математическому определению операции свертки, где 
g(s,t) — ядро свертки (kernel of convolution). Поэтому такие фильтры 
обычно записывают как свертку с маской H: F=f*H, где H обозначает 
матрицу размером  (2m+1)×(2n+1), описывающую конкретные значения 
функции g. Чаще всего употребляются маски размером 3×3 (m = n = 1), 
реже 5×5 (m = n =2) и 7×7 (m = n = 3).

В простейшем линейном низкочастотном фильтре, выполняющем 
сглаживание изображения, значение F(i,j) определяется как среднее 
значение яркости по всем элементам окна. В соответствии с данным 
выше определением свертки эту операцию можно записать как свертку 
с маской размера L×L, все элементы которой равны 1/L2. Пример шумо-
подавляющей маски размера 3×3:

	
1 1 1

1 1 1 1 .
9

1 1 1
H

 
 
 
  

= 	 (8.4)

Начнем с простейшей задачи, то есть с выделения линейных объектов 
(линеаментов и контуров областей, различимых по тону). 

8.1. Выделение линейных структур (линеаментов)
Первым этапом данного процесса является подчеркивание пере-

падов яркости, идентифицирующих линейные объекты. Это может 
осуществляться, например, с помощью свертки изображения с набором 
линейных масок [27]:
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 	 (8.5)

После этого нужно выполнить пороговое отсечение (бинаризацию) 
каждого слоя, затем провести объединение слоев по правилу дизъюнкции. 
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В результате мы получим тот же самый «бинарный препарат», который 
требует дополнительной обработки. 

Дальнейшая обработка состоит в прослеживании линии, которое 
можно объединить с утоньшением остовного препарата и устранением 
разрывов. В целом эта процедура эвристическая, но в ее основе, как 
правило, лежит движение по принципу «жука».

 Начинается работа с первой точки f(i,j)=1. Дальше действуем по 
следующей схеме.

1.	 Если f(i,j + 1) = 1, то j = j +1.
2.	 Если нет, то если f (i–1,j) = 1, то i = i–1, иначе i = i+1. 
Эта схема применяется и для прослеживания замкнутых контуров. 

Поэтому в зависимости от задачи здесь возможны варианты. Например, 
при обработке точки ветвления. Для линейных структур здесь может 
быть «конец прослеживания» и переход к новой линии. 

Утоньшение и сцепление разрывов требуют использования каких-
либо логических операторов. Простейшим из них можно обработать 
препарат заранее. Рассмотрим самый простой логический фильтр в окне 
3×3, приведенный в [9]. Введем следующие обозначения для элементов 
такого окна:

a b c
d e f
g h i

Условие, используемое в логическом фильтре, можно записать в виде:

( ) 1.e a b c d f g i e a b c d f g h i∧ ⋅ ⋅ ⋅ ⋅ ⋅ ⋅ ∨ ⋅ ∨ ∨ ∨ ∨ ∨ ∨ ∨ ≡    (8.6)
Эта запись означает, что если e = 1, но в его окрестности нет ни одной 

единицы, то мы его обнуляем; если же e = 0, но в его окрестности есть 
хотя бы одна единица, то мы ему присваиваем значение 1. Недостатком 
такого оператора является возможность образования «ложных хвостов», 
поэтому на практике применяются более сложные операторы.  

8.2. Выделение площадных объектов (сегментация)
Методы выделения площадных объектов весьма многообразны. Ча-

сто эту процедуру называют сегментацией изображения. Более точно, под 
сегментацией вообще понимается разбиение изображения на сегменты, 
то есть пространственно связные объекты. Получение таких сегментов  
с помощью процедур постклассификационной обработки, когда отдель-
ные классифицированные пиксели объединяются по условию простран-
ственной связности, мы уже упоминали в предыдущем разделе. Теперь 
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нужно рассмотреть те методы, которые выполняют разбиение на сегменты 
непосредственно исходного изображения. Что нужно для такого разбиения? 
Во-первых, критерий (признак) однородности сегментов. Во-вторых, метод 
анализа. Сегментация изображений как процедура распознавания, кроме 
традиционно необходимых словаря признаков и правил принятия реше-
ния, имеет еще и такую характеристику, как порядок просмотра образов, 
которые описываются этими признаками. Во многих случаях принцип 
просмотра влияет на качество получаемого результата.

 Конечно, для получения полигонов-сегментов можно использовать 
результат выделения замкнутых контуров, описанного выше. Но в этом 
случае признаком однородности служит исключительно яркость или тон 
изображения. А как известно, из-за шумовых эффектов таким признаком 
удается пользоваться на практике далеко не всегда. Для сложных сцен на 
аэрокосмических изображениях земной поверхности они, как правило, 
в чистом виде не пригодны.

Другой подход к анализу изображения при сегментации – это наращи-
вание областей с использованием условия связности. В ERDAS Imagine 
есть процедура для формирования обучающих выборок, которая реализует 
процесс наращивания по заданному порогу из определенной точки, но с 
тем же условием однородности по яркости. Заметим, что результат будет 
зависеть здесь от того, какая точка выбрана в качестве исходной.

Если же требуется разбить изображение на однородные сегменты 
полностью, то применяются другие схемы наращивания. Простейший 
– линейное (построчное) наращивание с анализом ближайшей окрест-
ности. То есть движение по изображению скользящим окном заданного 
размера. Однако здесь результат также зависит от характеристик первого 
элемента (или фрагмента), отнесенного к новой области.

Второй, более надежный и популярный в настоящее время подход – 
метод дробления-слияния, основанный на представлении изображения в 
виде квадратомического дерева (пирамиды). Пирамидальное представление 
изображений широко используется для экономного представления и быстрой 
визуализации растровой информации в различных масштабах в ГИС [25,26]. 

Суть подхода состоит в следующем. Сначала изображение разбива-
ется на 4 части, затем каждая часть на 4 части и так далее; для каждой 
вычисляются яркостные характеристики (в простейшем случае среднее 
m и дисперсия d2).  Затем выполняется слияние соседних частей по бли-
зости яркостных характеристик.  

8.3. Текстурные признаки
При анализе изображений высокого пространственного разрешения 

для выделения  ряда объектов можно использовать характер простран-
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ственного распределения яркостей.  Такие признаки в какой-то мере 
характеризуют рисунок сегментов или, иначе говоря, текстуру. Чаще 
всего изображение в этом случае рассматривается как конечная реализа-
ция двумерного случайного процесса – случайное поле и используются 
статистические признаки, которые иначе называют гистограммными.   
Их подразделяют на признаки первого и второго порядка [28].

Гистограммные признаки первого порядка никак не связаны с от-
носительным взаимным положением точек с определенной яркостью на 
изображении. Это, собственно, характеристики эмпирической функции 
распределения, каковой является нормированная к общему количеству 
точек гистограмма. 

Если яркость изображения b принимает значения 0,1,…, L, а P(b) – 
вероятность появления значения b, то гистограммные признаки первого 
прядка можно записать в таком виде:
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Гистограммные признаки второго порядка основаны на определении 

совместного распределения вероятностей  пар элементов изображения. 
Расстояние между элементами с координатами (i, j) и (m, n) описы-

вается через модуль расстояния r и угол θ относительно горизонтальной 
оси (рис.8.1).
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Совместное распределение 
значений яркости пары элемен-
тов определяется вероятностью  
P(a,b) = P(a, b, r,θ) = P{(b(i,j)= 
      =  a&b(m, n) = b}.

Ниже приводятся основные 
гистограммные признаки второго 
порядка:

1.	 Автокорреляция

0 0
( , ).

L L

A
a b

B abP a b
= =

=∑∑
2.	 Ковариация

0 0
( )( ) ( , ).

L L

C
a b

B a a b b P a b
= =

= − −∑∑
3.	 Момент инерции

2

0 0
( ) ( , ).

L L

I
a b

B a b P a b
= =

= −∑∑
4.	 Средняя абсолютная разность

0 0
( , ).

L L

V
a b

B a b P a b
= =

= −∑∑
5.	 «Обратная разность»

2

0 0
( , ) 1 ( ) .

L L

D
a b

B P a b a b
= =

 = + − ∑∑
6.	 Энергия

2

0 0
[ ( , )] .

L L

N
a b

B P a b
= =

=∑∑
7.	 Энтропия

2
0 0

( , ) log [ ( , )].
L L

E
a b

B P a b P a b
= =

= −∑∑
Современные пакеты тематической обработки позволяют рассчиты-

вать такие характеристики в скользящем по изображению окне заданного 
размера. В результате формируется новое изображение, где элементу, 
находящемуся под центром окна, присвоено полученное значение при-
знака. Для получения репрезентативной статистики обычно используется 
размер окна не менее чем 7×7 элементов [28,29].

Гистограммные признаки первого и второго порядка являются про-
стейшими статистическими признаками, которые могут использоваться 

Рис.8.1. К расчету гистограммных призна-
ков второго порядка
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для текстурной сегментации. Более сложными признаками являются так 
называемые пространственно-спектральные признаки, основанные на 
анализе оптического спектра, то есть на преобразовании Фурье. Однако 
использование таких признаков связано с большим объемом вычислений, 
а поскольку текстура, как правило,  неустойчива и быстро изменяется с 
изменением пространственного разрешения, строить системы распоз-
навания на таких признаках имеет смысл только для решения узкоспе-
циальных задач.

В результате анализа текстуры скользящим окном формируется новое 
изображение, где яркости равны или пропорциональны рассчитанному 
параметру. Эти изображения можно использовать как дополнительные 
слои при тематической классификации мультиспектральных изображе-
ний или составить из них новое многослойное изображение. Получение 
итогового результата на основе классификации  позволяет избежать за-
висимости от порядка просмотра, которая часто возникает при сегмен-
тации путем наращивания областей непосредственно в процессе анализа 
скользящим окном. 

8.4. Выделение структурных элементов по эталонам
Если на изображении требуется выделить определенный объект или 

группу объектов определенной формы или структуры, используется из-
вестный нам принцип сравнения с эталоном. 

Пусть эталонный объект описывается некоторой функцией G(s,t) в 
окне размером (2m+1)×(2n+1), а само изображение – функцией F(x,y). 
Поиск объекта осуществляется путем перемещения окна с функцией 
G(s,t) по изображению. В качестве меры сходства можно использовать 
среднеквадратичное расстояние между функциями F(x,y) и G(s,t) (аналог 
евклидовой метрики для функций). В дискретном случае она будет иметь 
следующий вид [28]:

	 2 2( , ) [ ( , ) ( , )] .
m n

E
k m l n

D F G F i k j l G k l
=− =−

= + + −∑ ∑ 	 (8.7)

Разложив квадрат разности, получим:
2 2

2

( , ) ( , ) 2 ( , ) ( , )

( , ).

m n m n
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k m l n k m l n

m n

k m l n

D F G F i k j l F i k j l G k l
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=− =− =− =−

=− =−

= = + + − + + +

+

∑ ∑ ∑ ∑

∑ ∑  (8.8)

Здесь 2 ( , )
m n

k m l n
F i k j l

=− =−

+ +∑ ∑  — энергия изображения, 2 ( , )
m n

k m l n
G k l

=− =−
∑ ∑
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— энергия эталона. Энергия эталона – постоянная величина, а энергия 
изображения может меняться. 

Величину ( , ) ( , )
m n

k m l n
F i k j l G k l

=− =−

+ +∑ ∑  называют функцией взаимной 

корреляции. 
Однако, в таком виде эта величина слишком чувствительна к изме-

нению энергии изображения, поэтому чаще используется нормированная 
мера взаимной корреляции:

	
2

( , ) ( , )
( , ) .

( , )

m n

k m l n
N m n

k m l n

F i k j l G k l
R F G

F i k j l

=− =−

=− =−

+ +
=

+ +

∑ ∑

∑ ∑
	 (8.9)

Нормированная взаимная корреляция имеет в окне максимальную 
величину, равную единице, когда изображение в окне в точности совпа-
дает с эталоном. Практически это вряд ли достижимо, поэтому обычно 
назначают порог RN(F,G)<ε .

Если эталоном является функция в окне заданного размера, сдвину-
тая относительно анализируемого окна на один элемент, то мы получаем 
так называемую автокорреляционную функцию. Автокорреляционная  
функция может тоже использоваться для сегментации. Например, такой 
параметр, как ширина автокорреляционной функции, используется для 
разделения «зернистых» текстур. У крупнозернистых текстур ширина 
автокорреляционной функции больше, чем у мелкозернистых.

Существуют и более сложные методы идентификации объектов по 
эталонам, некоторые из которых также описаны в [27].

Контрольные вопросы к разделу 8
1.	 Дайте определение свертки.
2.	 Перечислите основные процессы выделения линейных структур 

(линеаментов).
3.	 Перечислите основные подходы к выделению площадных объ-

ектов (сегментации).
4.	 В чем состоит недостаток методов наращивания областей?
5.	 Что называется гистограммными признаками второго порядка?
6.	 Почему взаимная корреляция нормируется к энергии изображения?
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9. Синтаксическое описание структур
Как только мы выделили на изображении некоторые объекты, 

линейные или площадные, мы можем выполнить растрово-векторное 
преобразование,  и на этом, собственно, анализ растровых изображений 
заканчивается. Начинается распознавание объектов и структур, которые, 
вообще говоря, могут быть получены не только при анализе изображений, 
но и какими-то другими способами. 

Естественно, если мы имеем дело с ограниченным количеством 
простых структурных конфигураций, то нам ничего не стоит описать 
каждый класс набором эталонов. Но каков же должен быть принцип 
сравнения, если мы имеем дело не с отдельной картинкой, а с какой-то 
более сложной и многообразной структурой, например, речной сетью? 
Или же в рассматриваемом типе структур встречаются элементы разной 
толщины, но толщина не имеет значения для описания общей формы. 
Стоит ли тогда «очищать» образ или можно обойтись его упрощенной 
схемой без дополнительных процедур?

Обратимся к нашей речи. Если мы говорим на одном языке, для по-
нимания, о чем идет речь, нам неважен ни тембр голоса, ни интонации, ни 
даже правильность произношения. Все упирается в саму конструкцию, то 
есть в употребляемые слова и их организацию в определенную языковую 
структуру. То есть существуют какие-то закономерности формирования 
языка, благодаря которым мы понимаем друг друга. Специалисты об-
ратили на это внимание еще на заре развития вычислительной техники 
и создали теорию формальных грамматик, которая легла в основу всех 
языков программирования высокого уровня. Почти сразу же этот аппарат 
начал использоваться в теории искусственного интеллекта, в частности, 
в  распознавании образов [4,25].

  Что же такое формальная грамматика? В начале курса мы опре-
деляли алгоритм распознавания как формальную систему. Подобным 
образом можно определить и грамматику.

Определение 1. Грамматикой G={VN, VT, P, S} называется фор-
мальная система, включающая следующие компоненты:

VN — множество нетерминальных символов (иначе – переменных);
VT — множество терминальных символов (иначе – констант);
P — множество правил вывода (правил подстановки, грамматиче-

ских правил);
S — начальный или, иначе, корневой символ.
Полный алфавит грамматики включает оба множества символов 

(переменных и констант): V = VN + VT. Множество всех цепочек, состав-
ленных из символов алфавита V, обозначают V*.



75

Раз появилось понятие «корневой символ», сразу возникает вопрос, 
нет ли здесь где-то дерева? Есть, конечно. Давайте введем еще одно 
определение и сразу поймем, при чем здесь дерево.

Определение 2. Языком, L(G), порождаемым грамматикой 
G = {VN, VT, P, S}, называется множество цепочек терминальных символов 
грамматики G, которые можно получить с помощью правил вывода P, 
применяемых в любой последовательности и любое число раз.

Обратите внимание, что конечные цепочки обязаны состоять только 
из терминальных символов. Эти цепочки обычно называют терминаль-
ными предложениями или просто предложениями языка L(G). Если мы 
говорим о цепочках символов, то это так называемые конкатенационные 
грамматики. Но можно рассматривать в качестве терминальных симво-
лов и атомарные (неделимые) элементы графических структур.

Процесс получения терминального предложения начинается с кор-
невого символа и может быть описан древовидным ориентированным 
графом, который так и называют — дерево вывода или дерево синтак-
сического анализа. 

Рассмотрим простой пример конкатенационной грамматики 
G = {VN,VT, P, S}, порождающей предложения вида anbn. Здесь VN ={S}, 
VT ={a,b}, P ={S → aSb, S → ab}.

Применяя первое правило n–1 раз, получим цепочку an–1Sbn–1. При-
менив последний раз второе правило, получаем anbn.

В этом случае мы имеем совсем простую цепочку вывода:
S → aSb → a2 S b2 → … → an-1 S bn–1 → anbn.
Дерево такого вывода будет иметь вид, показанный на рис. 9.1.
Теперь рассмотрим более сложный пример. Пусть VN ={S, A, B, C}, 

VT = {a, b, c, d}, P = {S → aA, A → BA, A → B, B → dc, B → bbC, C → cc}.
Для предложения abbccdc 

имеем следующую цепочку выво-
да: S → aA → aBA → aBB → aBdc 
→ abbCdc → abbccdc.

Дерево вывода будет выгля-
деть так, как показано на рис.9.2. 

Для того чтобы избежать раз-
ночтения, поскольку один и тот 
же вывод можно представить не-
сколькими деревьями, условились 
использовать так называемый ле-
восторонний вывод, когда появля-
ющиеся терминальные символы Рис. 9.1. Дерево вывода для предложения 

anbn

a   S    b 

a   S    b 

……….. 

a   S    b 

  a          b 

S
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остаются слева, а нетерминальные 
идут вправо.

Введем еще несколько важ-
ных определений.

Определение 3. Грамматика 
G называется определенной (или 
однозначной), если каждое пред-
ложение языка L(G) имеет ровно 
одно дерево вывода.

Определение 4. Грамматика 
G называется грамматикой непо-
средственно составляющих, если 
каждое ее правило u → v удовлет-
воряет соотношению l(u) ≤ l(v), где 
l(.) – длина цепочки символов.

Определение 5. Грамматика G 
называется контекстно-свободной 

(КС-грамматикой) если для всех правил подстановки u → v  l(u)=1. 
Поясним приведенные определения. В общем случае правила вывода 

могут иметь вид αAβ → αBβ, где A,B ∈ VN, α,δ ∈ V*. То есть возможность 
применения того или иного правила подстановки зависит от контекста. 
В случае, когда слева стоит только один символ, никакого контекста, 
ясно, нет. Такие грамматики хороши тем, что разбор предложений из их 
языков может быть реализован с помощью так называемых магазинных 
автоматов [24]. Иначе говоря, синтаксический разбор предложения реа-
лизуется очень простым и эффективным алгоритмом. 

В синтаксическом распознавании класс образов — это множе-
ство предложений языка L(G), порождаемого некоторой грамматикой 
G. Ясно, что такой подход к распознаванию основан на принципе  
общности свойств.

Теперь перейдем к методам описания различных структур, примени-
мым в ГИС и в некоторых других областях, и составлению на их основе 
формальных грамматик. Обычно образы в этом случае представляют 
собой ориентированные графы. Среди таких грамматик, которые назы-
вают многомерными, выделяют веб-грамматики и плекс-грамматики 
[24], порождающие, соответственно, веб-структуры и плекс-структуры, 
о которых говорилось в начале раздела 8. Обычно веб-грамматиками 
описываются отношения между объектами, например, топологические, 
а плекс-грамматиками — собственно объекты, если они имеют сложную 
пространственную структуру. 

a A

B A

B

d c

b b C

c c

S 

Рис. 9.2. Дерево вывода для цепочки 
abbccdc
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Рассмотрим простой способ описания плекс-структур, на основе 
которого можно выполнять синтез образов для синтаксического рас-
познавания, — так называемый язык PDL (picture description language) 
[1]. Атомарным (неделимым) элементом в этом языке может быть любая 
n-мерная структура, в которой можно выделить начальную и конечную 
точку («голову» и «хвост»). Тогда всю эту конструкцию можно заменить 
одним направленным отрезком. Соединять эти отрезки можно только  
за начальные или конечные точки, в результате чего, в общем случае, 
получается ориентированный мультиграф. Правила соединения отрезков 
a и b (операции конкатенации) PDL следующие (рис.9.3).

Построим с использование операций PDL простую грамматику, 
порождающую, например, букву A. Непроизводными (терминальными) 
элементами здесь будут следующие отрезки.

К терминальным символам следует также отнести операции-де-
скрипторы и символы приоритета (скобки).

Грамматика G = {VN,VT, P, S} для буквы А будет следующая:
VN ={S, A, B}, 
VT ={a, b, c,+,*,(,)},
P = {S → a + (A) + b, A → (B)*c, B → a+b}. 

Рис. 9.3. Операции языка PDL

a
b

a + b a

b a  b 

a

b a - b 

a

b

a * b

×

a b
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Единственное предложение, порождаемое такой грамматикой, будет 
выглядеть так:

a + ((a + b)*с) + b.
Можете проверить сами.
Заметим, что данная грамматика контекстно-свободная, то есть 

порождаемые ею структуры допускают разбор простыми моделями 
машинного анализа.

Примером другого типа конкатенаций могут 
служить топологические понятия <внутри>,

<сверху>,<снизу>,<справа>,<слева>.
Попробуйте самостоятельно определить, что 

порождает следующая грамматика.
VN ={S, A, B, C},
VT ={a, b, c, <внутри>,<справа>,<сверху>},
P = {S → a<внутри>A, A → B< сверху >b,  

B C<справа>c<справа>C, C → d <сверху> b}. 

9.1. Грамматики деревьев
Поскольку многие структуры иерархического типа могут быть 

описаны корневыми деревьями, грамматики деревьев довольно часто 
встречаются в структурном распознавании. Для такого типа структур 
понятие грамматики немного модифицируется. Грамматика деревьев 
определяется набором из пяти множеств:

G = {VN,VT, P, R, S},
где R — функция ранжирования, определяющая допустимое количество 
прямых потомков узла, соответствующего определенному терминальному 
символу. В грамматике деревьев корневой символ S сам может быть деревом. 

В качестве примера рассмотрим следующую грамматику [1].
VN={A, S}, VT={r, e, l, c, g},
R(r)=2, R(l)= {2,1}, R(e) =1, R(g) = 0, R(c) = 1.
В принципе, в данном примере и так ясно, что противоречий не 

a 

b 

c 

d 
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возникнет. Попробуйте что-нибудь сгенерировать с помощью этой грам-
матики самостоятельно.

Грамматики деревьев применяются при описании электрических 
схем и вложенных структур. Для приложений ГИС пример такой грам-
матики подобрать трудно.

9.2. Стохастические грамматики
На практике часто возникают ситуации, когда шумы приводят к иска-

жению структуры образа, и те или иные правила подстановки могут при-
меняться с определенной вероятностью. Для таких ситуаций вводится по-
нятие стохастической грамматики [4]. Определим ее следующим образом.

G={VN,VT, P, Q, S}, где кроме обычных компонент добавлена еще 
компонента Q – множество вероятностных мер, заданных на множестве 
правил подстановки P. 

Процесс порождения в такой грамматике некоторого предложения 
x выглядит следующим образом.

r1    r2          ... rm
S ⇒ α1 ⇒ α2 ⇒ ... αm= x

Здесь {r1, r2,…, rm} — любые m правил подстановки из множества  
P, α1, α2, …,αm-1 — соответствующие промежуточные цепочки (или 
структуры). Ясно, что вероятности получаются условными, так как мы 
можем применить определенное правило только после того, как у нас 
возникла подходящая для него конфигурация. Тогда вероятность порож-
дения цепочки x определяется так:

p(x) = p(r1)p(r2|r1) p(r3|r1 r2)… p(rm|r1 r2… rm-1).
Если вероятность p(rj) не зависит от того, что мы использовали на 

предыдущих шагах, то есть p(rj|r1 r2… rj-1)= p(rj), то такое распределение 
вероятностей называется неограниченным. Соответственно, если все вхо-
дящие в Q вероятности неограниченны, то и Q называют неограниченным.

Если существует несколько путей порождения цепочки x  с одним и 
тем же набором вероятностей переходов p(r1), p(r2), p(r3)…, p(rm), то такая 
стохастическая грамматика называется неоднозначной. В неоднозначной 
стохастической грамматике

	
1

( ) ( )
m

i
i

p x p x
=

=∑ 	 (9.1)

Говорят, что множество Q совместно, если 

	
( )

( ) 1
x L G

p x
∈

=∑ 	 (9.2)



80

Здесь L(G) — стохастический язык, порождаемый стохастической грам-
матикой G:

	
*

1
( ) , ( ) | , , ( ) ( ) .

m

T j
j

L G x p x x V S x p x p x+

=

 
= ∈ ⇒ = 
 

∑ 	 (9.3)

Обозначение S ⇒ x означает, что x выводимо в G.
Рассмотрим пример из предыдущего раздела, теперь уже как 

стохастическую грамматику, G={VN, VT, P, Q, S}, порождающую пред-
ложения вида anbn. Здесь VN ={S}, VT ={a,b}, P={S → aSb, S → ab},  
Q={p (S → aSb) =p, p(S → ab)=1–p}.

Язык, который будет порождать данная стохастическая грамматика, 
задается так:

1( ) {[ , (1 )] | 1}.n n nL G a b p p n−= − ≥

Ясно, что такая грамматика не будет неоднозначной, так как к каж-
дой цепочке ведет всего одна последовательность правил подстановки 
с определенной вероятностью. Покажем, что грамматика совместна. 
Действительно, посмотрим на сумму

	
( ) 1

( ) (1 ).n

x L G n
p x p p

∞

∈ =

= −∑ ∑ 	 (9.4)

В правой части мы имеем сумму членов бесконечной геометрической 
прогрессии, где 1–p — первый член, а p<1 – знаменатель прогрессии. 
Сумма членов такой прогрессии есть

	 0 1 1.
1 1p

a p
p p

−
Σ = = =

− −
	 (9.5)

Какой должен быть порядок синтаксического разбора в стохастиче-
ских грамматиках? Принцип тот же, что и в обычных грамматиках, только  
в том случае, когда есть несколько вариантов с разными вероятностями, 
правила испытываются в порядке убывания вероятности.

Приведенный пример – простейший из совместных стохастических 
грамматик. Для доказательства совместности более сложных стохастических 
грамматик применяются различные методы теории случайных процессов. 
В связи с ограниченностью курса мы эти вопросы рассматривать не будем.

Как на практике определить вероятности каждого правила подста-
новки? Естественно, с помощью процедур обучения. Рассмотрим задачу 
обучения для разделения K классов, заданных стохастическими одно-
значными КС-грамматиками Gk={VNk, VTk, Pk, Qk, Sk}. Естественно предпо-
ложить, что эти грамматики отличаются только правилами подстановки 
и вероятностью применения этих правил, иначе задача распознавания 
оказалась бы тривиальной.

*
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Пусть в нашем распоряжении имеются m терминальных цепочек 
T = {x1, x2,…, xm}, где каждая цепочка принадлежит языку, порожденному 
одной из K стохастических грамматик.

Обозначим через n(xt)  количество появлений цепочки xt. Предполо-
жим, что разбор этих цепочек возможен с помощью правил подстановки 
хотя бы одной из данных грамматик. Проведем синтаксический разбор и 
обозначим Nk(ij) количество применений правила Ai→Bj из k-й граммати-
ки. Математическое ожидание nk(ij) числа применений ij-правила из k-й 
грамматики в синтаксическом разборе цепочки можно записать в виде:

	 ( ) ( )( ) ( | ) ( ),
t

k ij t k t k ji k
x T

n n x p G x N x
∈

= ∑ 	 (9.6)

где p(Gk|xt) — вероятность порождения цепочки xt грамматикой Gk.
Выборочная оценка вероятности применения правила подстановки  

ij-правила из k-й грамматики выполняется по формуле
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( )

( )

ˆ .k ji
k ij

k il
l

n
p

n
=
∑

	 (9.7)

Здесь суммирование выполняется по всем правилам подстановки 
вида Ai→Bl, имеющим одинаковую левую часть.

Если цепочка может быть порождена исключительно в k-м классе, 
то p(Gk|xt) =1. Если вообще не может быть порождена, то p(Gk|xt)=0. А в 
других случаях решение, фактически, принимается по правилу, анало-
гичному принципу максимума правдоподобия.

Контрольные вопросы к разделу 9
1.	 Что является образом и классом в синтаксическом распознава-

нии?
2.	 Перечислите основные компоненты формальной грамматики.
3.	 Какая грамматика называется однозначной?
4.	 Почему на практике обычно используются контекстно-свободные 

грамматики?
5.	 Приведите примеры веб-грамматик и плекс-грамматик.
6.	 Какая стохастическая грамматика называется совместной?
7.	 Опишите процесс определения вероятностных мер для правил 

стохастических грамматик с одинаковыми алфавитами.
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10. Применение нейросетей  
в распознавании образов

Идея моделирования работы живых систем в технических прило-
жениях появилась довольно давно. Уже в середине XX в. был известен 
так называемый перцептрон Розенблатта, моделировавший работу сет-
чатки человеческого глаза. Принцип действия элементов этой модели 
напоминает работу сенсора-нейрона – нервной клетки мозга. На вход 
такого сенсора подаются сигналы с одних сенсоров, и, в зависимости 
от поступивших значений, вырабатывает выходной сигнал, который 
передается другим сенсорам. Этот сигнал либо усиливается – сенсор 
«возбуждается», либо, наоборот, уменьшается – сенсор «подавляется». 
Примерно по такому же принципу передается сигнал по синаптическим 
волокнам наших нейронов. 

Возможности вычислитель-
ных средств середины XX века 
не позволяли строить достаточно 
эффективные схемы решения за-
дач на основе такой модели, и про 

нее забыли. Тем не менее, к началу 90-х годов, когда получили широкое 
распространение системы с параллельными вычислениями, интерес к 
таким моделям опять возрос, они начали применяться в технических 
и интеллектуальных системах, в частности, в системах распознавания. 

Наиболее успешная сфера применения нейросетей – диагностика 
сложных технических систем. Почему? Потому что в каждом устройстве 
технической системы может возникнуть конечное число известных неис-
правностей. В этом случае мы можем на каждый узел поставить датчик, 
и это будут входы нейросети. А на выходе будет один показатель – тип 
неисправности. При этом можно четко определить, при каких комби-
нациях сбоев узлов неисправность будет фатальной, а при каких – нет. 

Сразу нужно сказать, что даже в грубом приближении нейросеть 
не является моделью биологического процесса. Следовательно, ее воз-
можности не сравнимы с возможностями мозга живых существ. Тем не 
менее, для многих конкретных практических задач такая схема принятия 
решений оказывается эффективной. 

 Что же представляет собой современная нейросеть? В наиболее 
общем виде это система, включающая в себя следующие компоненты [31].

Множество простых процессоров (сенсоров).
Структуру связей.
Правило распространения сигналов.
Правило комбинирования входных сигналов.

 Входные 
сигналы 

Сигналы, 
передаваемые 
нейроном  
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Правило вычисления сигнала активности.
Правило обучения, корректирующее связи.
Структура связей сети может быть представлена ориентированным 

графом, который, по сути, является многополюсной сетью. Узлами в ней 
являются элементарные сенсоры-процессоры. Входные элементы — это 
множество источников, которые получают сигналы из внешней среды, а 
стоки — это элементы выхода. Структура связей может быть различной: 
как произвольной, так и упорядоченной по слоям. Могут допускаться 
связи между элементами одного слоя, связь элемента с самим  с собой, об-
ратная связь между слоями. Коль скоро нейросеть – это ориентированный 
граф, то структуру связей можно задать матрицей весов W. Если элементы 
сети упорядочены по слоям (вспомним алгоритм Демукрона [32]), то для 
каждой пары смежных слоев можно задать отдельную матрицу весовых 
коэффициентов. Ясно, что это более экономное представление.

Правило распространения сигналов в сети определяет,  каким обра-
зом происходит обновление состояния элементов сети. В одних случаях 
выбор моментов обновления производится случайным образом, в других  
состояния групп определенных элементов обновляются только после 
обновления групп других.

Наиболее распространенным способом комбинирования сигналов 
является вычисление их взвешенной суммы

	
1

,
n

j i ij
i

y x w
=

=∑ 	 (10.1)

где yj — полная величина сигнала на входе j-го сенсора, xi — сигнал, 
исходящий от i-го сенсора предыдущего слоя, wij — вес связи между i-м 
и j-м сенсорами, n — число задействованных связей.

Часто используется также квадратичная мера
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= −∑ 	 (10.2)

То есть сигнал от каждой i-й связи для j-го сенсора оценивается от-
носительно максимально возможного.	

Правило вычисления сигнала активности иначе называют функци-
ей активности, а соответствующее выходное значение – активностью 
элемента. Если выходной сигнал в точности равен комбинированному 
входному сигналу, то это тождественная функция. Но в большинстве 
нейронных сетей используются нелинейные пороговые функции. Поро-
говая функция ограничивает активность значением 0 или 1 в зависимости 
от значения комбинированного входа. Чаще всего вычитают значение 
порога из входного сигнала и рассматривают «смещение» или, иначе, 
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«сдвиг» w0, которое интерпретируется как связь, исходящая от элемента, 
активность которого всегда равна 1. Выражение для комбинированного 
входного сигнала тогда представляют в виде  

	 0
1

.
n

j i ij
i

y w x w
=

= +∑ 	 (10.3)

Часто используемой нелинейной функцией активности является так 
называемая сигмоидальная функция, непрерывно заполняющая диапазон 
от 0 до 1. Примером такой функции может служить логистическая функция 

	
1( ) .

1 yf y
e−

=
+

	 (10.4)

Правило обучения, корректирующее связи – одно из главных до-
стоинств нейронной сети, так как оно обеспечивает ее автоматическую 
настройку на принятие решения. Целью обучения является изменение 
весовых характеристик таким образом, чтобы добиться требуемого по-
ведения сети. Качество работы нейронной сети сильно зависит от предъ-
являемого ей в процессе обучения набора обучающих данных, то есть от 
того, насколько они типичны для решаемой задачи. Чаще всего обучение 
– это длительный процесс, требующий многочисленных экспериментов.

Целью обучения является минимизация ошибок распознавания. 
Чаще всего используется традиционный метод наименьших квадра-

тов. То есть ошибка для p-го обучающего образа определяется по формуле

	 2
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p j j
j

E t
=

= − τ∑ 	 (10.5)

где tj — требуемый выход j-го элемента; τj — наблюдаемый выход. Полная 
ошибка по всем предъявленным образам есть ΣEp.

Для линейных систем, когда 0( )j j i ij
i

f y y w x w= = +∑ , зависимость 

квадрата ошибки от весов является параболической, следовательно, 
существует минимум, который можно найти, например, методом гра-
диентного спуска. Общее правило коррекции весов, вытекающее из 
этого подхода – приращение весов должно происходить в направлении, 
противоположном направлению вектора градиента.

С точки зрения современной теории нейросетей сети с линейной 
функцией активности — это тривиальный случай. Доказано, что нейросе-
ти с линейной функцией активности всегда можно тем или иным образом 
свести к однослойным [32]. Чаще всего в результате получается задача 
линейного дискриминантного анализа - построения оптимальных линей-
ных разделяющих функций на основе определенного алгоритма обуче-
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ния. Простейший из них – алгоритм корректирующих приращений или, 
иначе, принцип «подкрепления – наказания», который был предложен 
Розенблатом для разработанного им перцептрона. В литературе системы 
распознавания такого типа раньше называли «самообучающимися» [4].

По-настоящему многослойными являются только сети с нелинейной 
функцией активности. И, собственно, проблемой, из-за которой в свое 
время затормозился процесс разработки нейросетей, была проблема об-
учения многослойных сетей. То есть надежного правила корректировки 
весов для многослойных сетей не существовало. Такой алгоритм был 
разработан только в 1986 г. Он называется алгоритмом обратного рас-
пространения ошибок.

10.1. Алгоритм обратного распространения ошибок
Будем рассматривать сеть с прямой связью, то есть топологически 

упорядоченную по слоям. В алгоритме обратного распространения 
ошибок рассматриваются два потока: прямой поток – от входа к выходу 
и обратный поток – от выхода к входу. Прямой поток соответствует 
процессу вычисления решения, обратный – продвигает по сети назад 
значения ошибок. То есть каждому значению передаваемого по дуге сети 
сигнала соответствует обратный сигнал, определяющий ошибку. Таким 
образом, для каждого прямого прохода от входа к выходу строится об-
ратный проход и по нему рассчитывается величина ошибки.

Сначала надо рассмотреть, что представляет собой ошибка как функ-
ция весов. Рассмотрим произвольный j-й элемент слоя p.

Будем, как и раньше, использовать следующие обозначения:
xi — сигнал, исходящий от i-го элемента p-1-го слоя (то есть его 

функция активности);
wij — вес связи между i-м элементом p–1-го слоя и j-м элементом 

p-го слоя;
w0 — «порог возбуждения» или смещение – соответствует единичной 

функции активности (обычно отрицательная величина);
yj  — сигнал на входе j-го элемента p-го слоя. 
Предполагается также, что комбинирование сигналов на входе j-го 

элемента определяется как 0j i ij
i

y w x w= +∑ .

В алгоритме обратного распространения ошибок предполагается, 
что функция активности не линейна (обычно используется сигмоидаль-
ная функция). Будем обозначать ее σ: σj=f(yj). Чтобы определить, как 
изменяется  ошибка при изменении весов, надо рассмотреть ее частную 
производную по соответствующей переменной. Зависимость ошибки от 
весов при произвольной функции активности имеет вид:
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Как было сказано выше, приращение вектора весов при коррекции 
весов должно идти в направлении, противоположном градиенту ошиб-
ки.  То есть в каждом узле сети корректирующее приращение δj можно 
определить как
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	 (10.7)

Если правило комбинирования сигналов на входе определено ли-

нейной функцией, то есть j i ij
i

y x w=∑  , то j
i

ij

y
x

w
∂

=
∂

.

Отсюда j i
ij

E x
w
∂

= −δ
∂

, что, собственно, и показывает, как распростра-

няется ошибка по сети. Отсюда можно определить приращение веса wij 
следующим образом:
	 Δwij = ηδjxi	 (10.8)

где η — какая-то малая величина. Ее называют нормой обучения, а вы-
ражение (10.8) — правилом Видроу-Хоффа. 

Осталось посмотреть, что собой представляет величина δj.

Если среднеквадратичная ошибка в p-м слое 2

1

1 ( ) ,
2

n

p j j
j

E t
=

= − σ∑  

где tj —  требуемое значение функции активности  j-го элемента из слоя 

p, то ( ).j j
j

E t∂
= − − σ

∂σ

Поскольку ( )j jf yσ =  , то '( ).j
j

j
f y

y
∂σ

=
∂

Отсюда ( ) '( ) .j j j i
ij

E t f y x
w
∂

= − − σ
∂

Если в качестве функции активности используется логистическая 
функция (12.4), то f '(yj) = [1–f(yj)].

Итак, изменение ошибки в зависимости от весов может быть опи-
сано как 
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( ) ( )[1 ( )] ( ) ( )[1 ( )] ,j j j j i j j j j j
ij

E t f y f y x t f y f y x
w
∂

= − − σ − = σ − −
∂

то есть
δj = (σj – tj) f (yi) [1–f(yj)]
Отсюда получаем окончательное выражение для приращения весов 

Δwij:
	 ( ) ( )[1 ( )] .ij j j j j iw t f y f y x∆ = η σ − − 	 (10.9)

Теперь рассмотрим сам алгоритм обратного распространения оши-
бок.

Обычно на нулевом шаге задают малые начальные веса в интервале 
(–0,3,+0,3). С каждым предъявляемым образом на входе связывается 
определенный «образ» на выходе. Обучение продолжается до тех пор, 
пока суммарная среднеквадратическая ошибка по всем входам не попадет 
в заданные пределы.

В процессе обучения, кроме  нормы обучения η (обычно η<1), ис-
пользуется еще один параметр: инерционный член α, который зависит от 
весов, полученных на предыдущей итерации. Этот параметр необходим 
для того, чтобы избежать осцилляций в окрестности решения.

Шаг 1. Прямой проход (от входа к выходу).
Для каждого j-го элемента слоев p=1,…P рассчитываем значения на 

входе 0j i ij
i

y w x w= +∑  и функции активности 
1 .

1 exp( )j
iy

σ =
+ −

Шаг 2. Значения τj=yj на выходе сравниваем с ожидаемыми значени-
ями. Если значения совпадают, то предъявляем следующий образ. Если 
нет, то переходим к шагу 3.

Шаг 3. Вычисляем ошибку для элементов последнего скрытого слоя 
P-1: (1 ) .j j j k kj

k
wδ = σ −σ δ∑  Здесь k — индексы P-1-го слоя.

Повторяем эту операцию для всех слоев от P-2 до 1 (то есть, прохо-
дим по сети в обратном порядке и на все узлы навешиваем вычисленные 
для них значения δ).

Шаг 4. Теперь делаем прямой проход по сети. Для всех слоев об-
новляем веса по правилу

( 1) ( ).ij j j ijw n w n∆ + = ηδ σ + α∆  Здесь n обозначает номер итерации 
обучения.

10.2. Сети с радиальными базисными функциями
Рассмотрим такую сеть в простейшем варианте, когда она включает 

3 слоя: вход – скрытый слой – выход.
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Комбинированный вход для j-го элемента скрытого слоя в такой сети 
рассчитывается по правилу:

	 2

1
( ) .

n

j j i ij
i

r x w x w
=

= − = −∑   	 (10.10)

Здесь n – число элементов во входном слое.
Собственно, радиальными такие сети называются потому, что здесь 

используется евклидова метрика, которая, как мы знаем из методов кла-
стеризации, определяет сферическую область принятия решения, где 
ограничение задается радиусом этой сферы.

В качестве функции активности скрытых элементов чаще всего ис-
пользуются функции вида:

φ(r) = e– r или 2 2( ) ,r c rϕ = +  где с – некоторая константа.
Обучение такой сети выполняется по правилу Видроу-Хоффа (10.8).

10.3. Самоорганизующиеся карты Кохонена
Самоорганизующиеся карты Кохонена являются разновидностью 

сетей предыдущего типа. Данный вид сети решает задачу кластеризации 
образов. В простейшем случае сеть имеет только два слоя: вход и выход.  
В этом случае веса  предназначены только для того, чтобы распределять 
данные между выходными элементами сети – кластерными элементами. 
Фактически в данном случае каждое подмножество весов wi соответ-
ствует координатам центра i-го кластера.

Предварительно мы должны выбрать радиус R, в пределах которого 
веса должны обновляться. Исходный радиус выбирается достаточно 
большой, чтобы сначала обновлялись все элементы сети. Норма обуче-
ния тоже сначала выбирается достаточно большой (например, 0,9), но 
постепенно сокращается до 0,1.

Порядок обновления зависит от значения полученной метрики. 
Алгоритм, как и алгоритм кластеризации ISODATA, заканчивает работу, 
когда изменения весов между итерациями становятся очень маленькими. 

Пусть на вход системы подан вектор-образ x. Схема работы алго-
ритма будет следующей. 

Шаг 1. Для каждого кластера (элемента на выходе) вычисляем величину 

	
2( )j ij i

i
d w x= −∑  	 (10.10)

Здесь xi — i-й элемент входного слоя, j — индекс кластерного элемента.
Шаг 2. Выбор элемента-победителя. Победителем считается тот 

элемент (кластер) выходного слоя, к которому поданный на вход образ 
оказался ближе всего. 



89

Шаг 3. Коррекция весов. Для элемента-победителя вес корректиру-
ется так, чтобы он оказался еще ближе к образу:

(10.11)
Шаг 4. Обновление всех элементов, попавших в окрестность элемен-

та-победителя радиуса R. Обновление происходит в порядке возрастания 
расстояния до элемента-победителя. От этого расстояния также может 
зависеть и норма обучения.

Радиус обновления определяют по-разному. В общем случае это 
отнюдь не круг. Иногда используют линейную схему, иногда – квадрат. 
Обычно это зависит от характера задачи.

Как видно из описанных схем алгоритмов, подбор подходящих па-
раметров алгоритма обучения представляет собой достаточно сложную 
задачу. Поэтому эффективность использования нейросетей в задаче 
распознавания во многом зависит от устойчивости признаков класси-
фицируемых объектов. Этим надо руководствоваться в первую очередь, 
принимая решение об использовании данной методики распознавания. 
Лучше всего эти методы работают при обучении роботов и автоматов, 
когда точно известно, на какое количество категорий нужно разбить 
предъявляемое множество образов. Например, при сортировке каких-
то изделий на производстве. В ГИС нейросети могут применяться при 
систематизации каких-то данных по ряду признаков. Но в тематической 
классификации аэрокосмических изображений эта идеология применяет-
ся крайне редко, из-за чрезмерно больших объемов данных, необходимых 
для обучения системы распознавания. 

Контрольные вопросы к разделу 10
1.	 Перечислите основные компоненты системы распознавания.
2.	 Как определяется функция активности в линейном и нелинейном 

случаях?
3.	 Как рассчитывается ошибка для сетей с линейной функцией 

активности?
4.	 Опишите принцип функционирования алгоритма обратного рас-

пространения ошибок.
5.	 Для чего используются такие параметры, как норма обучения и 

инерционный член?
6.	 Как определяются веса в нейросетях с радиальными базисными 

функциями?
7.	 Опишите принцип функционирования самоорганизующихся 

карт Кохонена.
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