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Введение. 
 

Тематическое дешифрирование аэрокосмических изображений для 
задач прикладного картографирования традиционного опирается на 
визуально-инструментальные методы. Действительно, возможности 
человеческого глаза и нашего аналитического аппарата вряд ли можно 
полностью смоделировать  даже самыми совершенными компьютерными 
системами. Применение автоматических методов обработки в задачах 
тематического дешифрирования позволяет, однако, сделать процесс 
дешифрирования существенно более объективным и даже разработать 
эффективные компьютерные технологии решения отдельных прикладных 
задач [5,6].   
 К настоящему времени уже накоплен большой опыт автоматической 
обработки и анализа цифровых изображений в самых разнообразных сферах 
человеческой деятельности. Часть этих методов успешно применяется и в 
процессе интерактивного визуального дешифрирования аэрокосмической 
информации. К таким процедурам относятся методы высокочастотной и 
низкочастотной фильтрации, поднятия контраста, эквализация гистограмм, 
анализ главных компонент и другие, позволяющие улучшить визуальное 
восприятие изображения и подчеркнуть признаки тех объектов, которые 
интересуют дешифровщика. Однако проблема создания эффективных и при 
этом достаточно универсальных технологий автоматизированного 
дешифрирования по-прежнему остается открытой, хотя ею занимаются 
многие исследовательские коллективы в различных прикладных областях [6].   
 Наиболее информативными видеоданными для дешифрирования 
объектов и процессов на земной поверхности в ресурсно-экологических и 
смежных направлениях являются многозональные сканерные изображения, 
получаемые с космических аппаратов (LANSAT, SPOT, «Ресурс», IRS, Terra 
и др.). Съемка в различных диапазонах энергетического спектра солнечного 
излучения позволяет использовать в процессе решения  задачи объективные 
физические модели, связанные со спектральной отражательной 
способностью исследуемых объектов и явлений. При таком подходе к 
решению задачи основным дешифровочным признаком является 
спектральная яркость пикселя, соответствующего определенной площади на 
земной поверхности. Другие признаки, прямые и косвенные, выполняют 
здесь вспомогательную функцию. Поэтому если процедуры улучшения 
визуального восприятия сцены приводят к искажению яркостных 
характеристик даже отдельных пикселей многозонального изображения, это 
не способствует получению более объективного и достоверного результата.  
 Для объективного компьютерного анализа многозональных 
изображений применяется классификация пикселей изображения методами, 
разработанных в свое время в рамках теории обработки сигналов и анализа 
данных статистических исследований. В настоящее время эта методология 
относится к теории распознавания образов. Во всех пакетах тематической 
обработки данных дистанционного зондирования имеется стандартный набор 
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таких алгоритмов классификации изображений, отличающихся только 
деталями реализации.  
 В процессе классификации многозональных изображений могут быть  
использованы и другие, пространственно совмещенные с ними растровые 
данные. Например, изображения, полученные другой аппаратурой или в 
другие сроки съемки, фондовые картографические данные, представленные в 
растровом виде, ЦМР, а также различные комбинации каналов, 
представляющие интерес для решения конкретных задач. В этом случае 
изображения будут уже не просто многозональными, а многослойными. Для 
применимости к многослойным изображениям стандартных процедур 
классификации необходимо, чтобы все слои были представлены в 
сопоставимой цифровой шкале.  То есть яркость каждого пикселя в слое 
должна соответствовать значению измеренного или рассчитанного 
параметра, который характеризует какое-то свойство участка земной 
поверхности. В терминологии пакета ERDAS Imagine такие слои называются 
непрерывными (continuous), в отличие от дискретных «индексных» слоев, 
которые называются тематическими (thematic)*. 
 Несмотря на то, что практически все специалисты, работающие с 
данными дистанционного зондирования в конкретных прикладных областях, 
имеют представление о средствах классификации многослойных 
изображений, часто использование этих методов оказывается мало 
эффективным. В то же время грамотно выбранная схема классификации и 
тщательная подготовка исходных данных для классификационной 
процедуры позволяют получить результаты, не уступающие результатам 
визуального анализа и, главное, значительно более объективные. Поэтому 
задача настоящего лабораторного практикума – не только общее 
ознакомление с методами классификации многослойных изображений, но и 
приобретение некоторого навыка анализа исходной информации и 
получаемых результатов. Эти навыки особенно необходимы будущим 
разработчикам  новых геоинформационных  технологий с использованием 
данных дистанционного зондирования. 

Пакет ERDAS Imagine предоставляет аналитику данных наиболее 
удобный и разнообразный инструментарий для исследовательской работы, 
подкрепленный подробным руководством пользователя. Однако освоение 
всех возможностей этого аппарата требует продолжительной работы с 
пакетом и накопления определенного опыта. Здесь же мы рассмотрим только 
основные, наиболее часто используемые функции, освоение которых, тем не 
менее, позволяет самостоятельно разрабатывать простейшие схемы 
классификации многослойных изображений и получать вполне приемлемые 
по качеству результаты. 

                                                
* В литературе по тематической обработке многозональных изображений индексами часто 
называют различные комбинации каналов (например, «вегетационный индекс»). Здесь же 
под индексом понимается целочисленный идентификатор объекта земной поверхности, 
сопоставленный его названию или типу. 



 5 

 Теоретические основы всех рассматриваемых ниже процедур 
классификации, изложены в курсе лекций «Теория и алгоритмы 
распознавания образов» [1]. Дополнительную информацию по работе с 
пакетом можно получить из руководства пользователя  ERDAS Imagine [2,3]. 
Там же можно найти и некоторые сравнительные характеристики 
классификационных процедур. Следует отметить, однако, что приводимые в 
[2] сопоставления методов носят слишком обобщенный характер и не всегда 
могут служить основанием для выбора той или иной процедуры обработки.   
 Настоящий лабораторный практикум рассчитан на 10 -12 занятий и 
разбит на 3 раздела. В конце каждого раздела приводятся контрольные 
вопросы и несложные задания для самоконтроля и закрепления пройденного 
материала.  

 
Основные понятия и постановка задачи. 

 
Многозональные космические изображения или любые другие 

многослойные растровые изображения могут быть автоматически 
расклассифицированы в ERDAS Imagine с использованием процедур блока 
Classifier. Под классификацией подразумевается процесс приписывания 
каждому пикселю изображения индекса, соответствующего некоторой 
категории (классу) объектов земной поверхности (водные объекты, леса, с/х 
культуры, различные типы застройки и т.п.).   

Классификация – один из этапов перехода от исходного изображения к 
растровой тематической карте. Поэтому иногда классификацию изображений 
называют сегментацией, хотя это не совсем верно. Процедура сегментации 
должна обеспечивать разбиение изображения на связные области (сегменты), 
каждый из которых соответствует определенному классу. Но классификация 
каждого пикселя автономно не гарантирует пространственную связность 
пикселей одного класса на изображении. Для образования связных областей 
необходимы  какие-то дополнительные условия или процедуры. Если в 
результате классификации пиксели одного класса хорошо ложатся на 
определенные объекты и, таким образом, образуют более или менее связные 
сегменты, процедурой «доводки» результата классификации до карты может 
быть просто интерактивное редактирование.    

В ERDAS Imagine, как и во всех пакетах обработки аэрокомических 
изображений, имеется стандартный набор процедур классификации, которые 
сейчас уже называют «классическими». В такой постановке задачи 
распознавания образов каждый пиксель изображения рассматривается как n-
мерный вектор-образ, состоящий из значений яркости в каждом слое [1]: 


x
x

xn


















1

    (1) . 

Для многозональных сканерных изображений этот вектор 
соответствует набору значений спектральной яркости по каналам. 
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Совокупности всех таких векторов-образов соответствует 
определенное множество точек в n-мерном пространстве, которое называют 
пространством признаков (ПП).  

Задача классификации заключается в разбиении признакового 
пространства на области, соответствующие различным тематическим 
категориям (классам) объектов земной поверхности. То есть по каждому 
измерению классам будут сопоставлены определенные интервалы значений, 
один или несколько для каждого класса. Такая задача относится к методам 
распознавания образов, основанным на принципе кластеризации [4]. В 
пространстве признаков соответствующие классам области могут иметь 
достаточно сложную форму, хотя в большинстве «классических» методов 
классификации они аппроксимируются гипермногогранниками или 
гиперэллипсоидами. 

В зависимости от полноты информации об объектах исследования в 
теории распознавания образов выделяют два подхода к организации процесса 
распознавания: распознавание с обучением и распознавание без обучения. В 
методологии тематической обработки изображений эти методы называют, 
соответственно, контролируемая классификация (supervised classification) 
и неконтролируемая классификация (unsupervised classification).   

Распознавание с обучением применяется в тех случаях, когда 
информации слишком много для того, чтобы точно определить, сколько 
всего классов можно выделить на анализируемом объеме данных. Поэтому 
мы выбираем только те классы, которые представляют интерес для решения 
задачи, и определяем их типичные характеристики с помощью процедур 
обучения. Распознавание без обучения выполняется в предположении, что 
заранее известно общее количество классов и типичные для них 
характеристики образов. 

В задачах тематической классификации аэрокосмических изображений 
встречаются обе описанные ситуации, хотя первая значительно чаще. Но при 
высокой изменчивости характеристик тематических классов, обычно 
обусловленных случайными факторами, часто найти удачные эталоны для 
обучения очень сложно. Именно поэтому приходится начинать решение 
задачи с выяснения, а что собственно можно достоверно выделить на данной 
территории по имеющемуся набору признаков? В этих условиях 
неконтролируемая классификация оказывается удобным аппаратом анализа, 
а иногда и основным средством решения задачи тематической обработки. 

Все методы анализа изображений и программно-инструментальные 
средства ERDAS Imagine в данном пособии рассматриваются только 
применительно к задаче  тематической классификации, хотя они могут 
использоваться и для других целей, например, для интерактивного 
визуального дешифрирования или опознавания точечных объектов методами 
гиперспектрального анализа.  

В качестве тестового изображения будем использовать поставляемое с 
пакетом ERDAS Imagine (версия 8.4, 8.5) изображение со спутника Landsat -7 
(ETM+) (адрес изображения ...\PROGRAMM FILES\IMAGINE 
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8.4\EXAMPLES\tm_860516.img). Ниже приводятся спектральные диапазоны, 
соответствующие каждому из каналов (слоев) изображения в мкм. 

 
1. 0.45 – 0.52           2. 0.52 – 0.60      3. 0.63 – 0.69                                       
4. 0.76 – 0.90           5. 1.55  - 1.75      6. 10.4  - 12.5 (тепловой)    7. 2.09 – 2.35. 
                      

1. Предварительный анализ изображения. 
 

Запустите ERDAS Imagine и откройте в окне растрового редактора 
(Viewer) изображение tm_860516.img.  Традиционно в большинстве пакетов 
обработки многозональные изображения, независимо от количества каналов, 
представляются RGB-комбинацией трех каналов: зеленого(0.5 – 0.6 мкм), 
красного (0.6 - 0.7 мкм) и ближнего (отражательного) ИК (0.7 – 0.8 или 0.8-
0.9 мкм), причем эти каналы располагаются при RGB-синтезе в обратном 
порядке.  

Для рассматриваемого изображения, в соответствии с данной схемой 
представления, по умолчанию установлено: R=4(ближний ИК), 
G=3(красный), B=2(зеленый).  Некоторые многозональные сканирующие 
радиометры (SPOT, МСУ-Э и др.) получают информацию именно в этих трех 
спектральных зонах, как наиболее информативных для решения 
значительной части тематических задач. В результате описанного RGB-
синтеза растительность оказывается красной (самая высокая отражательная 
способность в ближнем ИК диапазоне), вода – голубовато-черной или 
зеленовато-черной (низкая интегральная отражательная способность по всем 
данным диапазонам), сухая почва и искусственные объекты – светло-
голубыми (наиболее высокая интегральная отражательная способность по 
всем указанным диапазонам).  

Чтобы понять, почему при данной комбинации каналов получается 
именно такая цветовая гамма, посмотрим графики спектральной 
отражательной способности (спектральные профили) различных типов 
объектов по каналам. Для этого в меню растрового редактора выберите 
функцию Raster > Profile Tools. В открывшемся окошке выберите 
радиокнопку Spectral и нажмите ОК. Появится окно для построения 
профилей (рис.1). Выбрав кнопку «+»  в этом окне, перейдите в окно 
изображения (вьюер) и укажите курсором точку, в которой Вы хотите 
получить спектральный профиль. На изображении эта точка будет помечена 
кружком с надписью Profile 1. Следующая выбранная точка будет помечена 
как Profile 2 и т.д. Вы можете перемещать кружки мышью с нажатой левой 
кнопкой; одновременно будут меняться графики в окне спектральных 
профилей.  

Чтобы изменить цвет профиля в окне, используйте функцию Edit > 
Chart Legend. В открывшейся таблице щелкните на цвете профиля в поле 
Color и выберите в появившемся меню желаемый цвет.    

На рис.1 показаны спектральные профили для чистой речной воды 
(нижний график), леса (средний) и чистой (не озелененной) застройки 
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(верхний). Обратите внимание, какова относительная яркость этих объектов 
в каналах 2,3,4, и Вам нетрудно будет понять, какой цвет в описанной выше 
RGB-композиции будет для них преобладающим.  

Заметим, что графику кривой спектральной отражательной 
способности в зависимости от длины волны соответствуют значения только в 
первых шести каналах (см. выше спектральные диапазоны для Landsat-7).  
Седьмой канал, по идее, должен находиться между пятым и шестым.   
 

 
 

Рис.1. 
 

Чтобы увидеть картину земной поверхности, более привычную 
человеческому глазу, с помощью команд Raster > Band Combination  из 
меню окна изображения (вьюера) установите следующий порядок каналов: 
R=3, G=2, B=1. Несмотря на то, что такая картина более понятна человеку 
непосвященному, для опытного аналитика, а тем более, для автоматических 
классификаторов эта комбинация каналов на самом деле недостаточно 
информативна. Каналы оптического (видимого) диапазона наиболее сильно 
зашумлены из-за рассеяния солнечной энергии в атмосфере. 

 
1.1. Средства анализа пространства признаков и их использование для 

контролируемой классификации. 
 
 Какие же комбинации каналов на самом деле наиболее информативны? 
Безусловно, этот вопрос должен решать специалист в конкретной 
прикладной области, знающий спектральные отражательные свойства 
изучаемых им объектов. Однако для классификации общего характера, 
например, для инвентаризационных задач, наиболее информативны те 
каналы, где можно надежно разделить по используемым признакам 
наибольшее количество классов. Здесь, во-первых, нужно учитывать 
динамический диапазон каналов (количество ненулевых значений яркости), 
во-вторых, общий диапазон рассеяния точек в проективной плоскости 
признакового пространства (ПП) для анализируемой пары каналов. Функции 
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пакета ERDAS Imagine позволяют получать эти проективные плоскости 
признакового пространства и работать с ними.  
 Одним из базовых понятий, использующихся в пакете ERDAS Imagine 
для описания характеристик выделяемых классов, является понятие 
сигнатуры. Сигнатурой (спектральной сигнатурой) пикселя  называют 
соответствующий ему вектор (1) значений пикселя по слоям (спектральным 
диапазонам). Под сигнатурой класса понимается вся совокупность 
типичных для данного класса n-мерных векторов (1) (для многозональных 
изображений - спектральных яркостей).  
 
 Используя признаковое пространство, можно определить: 

 какие каналы наиболее полно отображают представленные на 
изображении тематические классы; 

 где в признаковом пространстве расположены спектральные сигнатуры 
интересующих аналитика тематических категорий и какие классы 
будут разделяться наиболее надежно. 

 
 В некоторых случаях классификация с обучением на основе сигнатур, 
выбранных  в признаковом пространстве, позволяет разделить классы лучше, 
чем с обучением непосредственно по изображению. Прежде всего, это 
относится к тем случаям, когда тестовые объекты слишком малы, чтобы 
получить представительную выборку по классу, или недостаточно 
однородны по спектральным характеристикам. 
 Для построения признакового пространства выберите в блоке Classifier 
функцию Feature Space Image. В открывшемся окне задайте имя 
изображения (Input Raster Layer) – tm_0860516.img. В качестве корневого 
имени ПП-изображения (Output Root Name) можете использовать первые 
две буквы исходного. Откройте файлы с этим корневым именем в 
собственной рабочей папке (не засоряйте папку EXAMPLES!). Полные пути 
к создаваемым файлам отображаются в таблице Feature Space Layers. В 
именах файлов номер первого канала соответствует оси абсцисс, второй – 
оси ординат. В группе радиокнопок Level Slice установите Color, поставьте 
галочку напротив режима Output to Viewer.    
 После завершения процесса построения все проекции признакового 
пространства по парам каналов будут выведены на экран, каждое в своем 
окне. Порядковые номера пары признаков, которой соответствует каждая 
проективная плоскость, указываются в имени файла. Относительное 
количество точек с конкретной парой значений признаков отображается 
цветом от красного к фиолетовому в порядке убывания. Красные пятна, 
таким образом, соответствуют локальным максимумам многомерной 
гистограммы изображения.  
 Обратите внимание, что на некоторых ПП-изображениях области 
значений сжаты вдоль некоторого направления (рис.2). Это свидетельствует 
о сильной корреляции между данной парой признаков. В таких случаях 
можно не использовать оба признака, а выбрать один, более информативный 
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с точки зрения аналитика данных. Вообще всегда целесообразно снизить 
размерность задачи, когда есть такая возможность.  
 

 
Рис.2. 

 
 Используйте функции растрового редактора (вьюера) View > Scale > 

Image to Window и  View > Scale > Window to Image для компактного 
размещения картинки внутри окна. 

 
С точки зрения общей информативности для классификации лучше всего 

выбрать пары признаков с наиболее широкими диаграммами рассеяния и 
наибольшим количеством локальных мод (красных или желто-оранжевых 
пятен на цветном ПП-изображении). Если эти моды соответствуют каким-то 
тематическим классам, то такие классы будут выделяться наиболее надежно. 
 

Определение положения сигнатур объектов в пространстве признаков. 
 

Чтобы определить, где в  ПП сосредоточены сигнатуры интересующих 
Вас объектов, необходимо связать ПП-вьюеры с исходным изображением. 
Для этого в блоке Classifier вызовите функцию Signature Editor. В 
открывшемся новом окне редактора сигнатур выберите из меню Feature > 
View > Linked Cursor. Укажите номер ПП-вьюера и нажмите Link. Появится 
сообщение с просьбой указать привязываемое изображение. Щелкните 
курсором на изображении tm_860516.img. На изображении появится 
перекрестье, которое будет перемещаться одновременно с перекрестьем в 
ПП-вьюере и показывать положение пикселя в проективной плоскости 
признакового пространства. Внизу в ПП-вьюере будут показываться 
значения координат точки (пара значений признаков). Выберите несколько 
ПП-вьюеров с наибольшими диаграммами рассеяния и аналогичным 
способом привяжите их к изображению. При привязке дополнительных ПП-
вьюеров Вам уже не потребуется указывать исходное изображение. 
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Некоторых студентов интересует, почему перемещение перекрестья во 
вьюере не приводит к перемещению перекрестья на изображении. Если Вы 
внимательно прочитали предыдущий раздел, попробуйте ответить на этот 
вопрос сами. 
 

 
 

Рис.3. 
 
Теперь откройте  в окне изображения инструментарий для рисования 

областей интереса AOI > Tools.  С помощью инструмента  оконтурите 
небольшой объект на изображении. Добавьте в редактор сигнатур сигнатуру 
выбранного объекта с помощью кнопки  . Присвойте сигнатуре какой-
либо яркий цвет, например, белый, тем же способом, как Вы  делали это для 
спектральных профилей в п.1.1.  Выберите в редакторе сигнатур функцию 
Feature > Masking > Image to Feature Space. В окне этой функции 
установите номер ПП-вьюера, в котором Вы хотите отобразить сигнатуру, и 
нажмите Apply. Значения пикселей выбранного объекта отобразятся в ПП-
вьюере цветом, присвоенным Вами его сигнатуре. На рис. 3 показан 
результат отображения сигнатуры участка травянистой растительности в ПП-
вьюере каналов 3,4 тестового изображения (обведен пунктиром справа).  

 
 Чтобы удалить на изображении или в ПП-вюере сигнальный слой, 

отображающий положение сигнатуры, выберите в режиме View 
функцию Arrange Layers и нажмите правой кнопкой мыши на Mask 
Alarm. В открывшемся меню выберитеDelete Layer и нажмите внизу 
кнопку Apply.    
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Пример, приведенный на рис.3, показывает, что сигнатуры объектов, 

которые визуально кажутся однородными, могут иметь значительный 
разброс по яркости. Этот факт – одна из причин ошибок, возникающих при 
классификации с обучением по тестовым участкам. 

По-настоящему однородные по яркости сигнатуры можно получить, 
выбирая области непосредственно в признаковом пространстве. Для этой 
цели выберите одно из наиболее информативных сочетаний каналов, 
например, 3 и 4, и откройте в соответствующем ПП-вьюере AOI-
инструментарий командой меню AOI > Tools. Он позволяет создавать 
области интереса в любом растровом вьюере, как на самом изображении, так 
и в его признаковом пространстве. 
 

Создание сигнатур классов в признаковом пространстве. 
 

Определите, перемещая перекрестье на изображении, примерное 
положение нескольких тематических классов в выбранных ПП-вьюерах и 
нарисуйте с помощью инструментов AOI соответствующие им 
многоугольники или эллипсы. Особенно рекомендуется обратить внимание 
на яркие пятна, соответствующие классам воды. Более точно выделить эти 
классы, обучаясь непосредственно по изображению, едва ли удастся каким-
либо другим способом. Чтобы выборка была представительной, учитывайте 
относительное количество точек с данными значениями в признаковом 
пространстве: не выбирайте слишком маленькие участки в сине-фиолетовой 
зоне,  и слишком большие - в красно-оранжевой. 

 
 Для удаления неудачной области выделите ее с помощью черной 

стрелки и используйте инструмент «ножницы». 
 

Выделите нужную область в ПП-вьюере и добавьте ее сигнатуру в 
редактор сигнатур. После этого выберите в редакторе функцию меню 
Feature > Statistics для подсчета статистических характеристик сигнатуры. 

Чтобы посмотреть, куда попадает сформированная сигнатура на 
изображении, установите для нее яркий цвет и выберите в меню редактора 
сигнатур функцию Feature > Masking > Feature Space to Image . Нажмите 
Apply. Пиксели, которые попадают по всем значениям внутрь выбранной 
Вами области в ПП-вьюере, будут подсвечены на изображении ее цветом. На 
рис. 4 показан пример построения сигнатуры в признаковом пространстве 
для выделения мутной воды в антропогенной зоне (порт).  

Сигнатуры можно строить в любом из присоединенных к изображению 
ПП-вьюеров, выбирая тот, в котором Вашему классу соответствует более 
компактная, отличная от других область. Обычно для этого удобно 
использовать ПП-вьюеры с наиболее широкой диаграммой рассеяния. 

Если Вы хотите посмотреть, какие пиксели попадают в диапазон значений 
данной сигнатуры по каналам (гиперпараллелепипед), выберите в меню 
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редактора сигнатур функцию View > Image Alarm. В открывшемся окошке 
нажмите ОК. Пиксели, которые попадают в пределы разброса значений 
Вашей сигнатуры по каналам, будут подсвечены на изображении ее цветом.  

Точки, находящиеся внутри заданного эллипсоида рассеяния, можно 
получить, нажав в окне Image Alarm кнопку Edit Parallelepiped Limits. В 
этом окне нажмите Set, укажите в еще одном открывшемся окне 
радиокнопку Std. deviation и установите нужное значение . На уровне 3 
вы получите все точки гиперэллипсоида рассеяния, соответствующего 
среднему значению и ковариационной матрице данной сигнатуры.  
 

     
Рис.4. 

 
После завершения сбора сигнатур можно удалить в ПП-вьюерах объекты 

AOI и отсоединить курсор от исходного изображения.  
 

 Для отсоединения всех связанных с изображением ПП-вюеров 
используйте в окне Linked Cursor кнопку Unlinked.  

 
Контрольные вопросы и задания к разделу 1. 

 
1. Что такое сигнатура класса и сигнатура точки (пикселя)? В каком случае 

понятие сигнатуры совпадает с понятием образа в данной постановке задачи 
распознавания?  

2. Какие спектральные диапазоны LANDSAT-7 позволяют получить в 
результате RGB-синтеза в ERDAS Imagine цвета, близкие к естественным? 
Какая последовательность установки каналов из основного набора (2,3,4) 
также дает близкие к естественным цвета? Попробуйте объяснить этот 
эффект, исходя из соотношений по каналам спектральной отражательной 
способности основных типов природных объектов (вода-почва-
растительность).  
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3. Что такое признаковое пространство? Что характеризует цвет на 
изображении проективной плоскости признакового пространства? 

4. О чем свидетельствует вытянутость диаграммы рассеяния точек в 
признаковом пространстве вдоль некоторого направления? 

5. Выберите комбинации каналов LANDSAT-7, наиболее информативных для 
разделения: 1) водных объектов; 2) лесной растительности; 3) различных 
типов застройки; 4) почв. 

6. Чем отличается сигнатура класса, полученная по исходному изображению, 
от сигнатуры класса, полученной из пространства признаков? 

7. Чем отличается функция Feature > Masking от функции View > Image 
Alarm? 

 
 

2. Неконтролируемая классификация. 
 

Если Вы не имеете большого опыта тематической обработки 
многозональных изображений, но Вам нужно сделать быструю оценку, 
сколько классов разделяется по спектральным характеристикам наиболее 
надежно и где они сосредоточены на изображении, в качестве 
предварительной «прикидки» можно выполнить неконтролируемую 
классификацию. Иногда, особенно для необследованных территорий, этот 
метод может оказаться более подходящим, чем классификация с обучением. 
Многие специалисты пользуются так называемой двухэтапной схемой 
тематической обработки. На первом этапе выполняется неконтролируемая 
классификация на большое количество классов и проводится анализ 
полученного результата. Те классы, которые соответствуют реальным 
тематическим объектам, оставляются, остальные, распределившиеся по 
изображению случайным образом, либо объединяются с уже отобранными 
классами по близости их спектральных характеристик и относительному 
расположению на изображении, либо группируются так, чтобы получить еще 
какие-то интерпретируемые объекты.   

Метод неконтролируемой классификации, предлагаемый в пакете 
ERDAS Imagine, как и в других пакетах тематической обработки 
аэрокосмической информации, относится к алгоритмам кластерного анализа 
класса ISODATA. В основе всех алгоритмов этого класса лежит метод 
кластеризации при заданном количестве групп (алгоритм K средних) [1]. 
Входными данными здесь являются K центров кластеров, которые в плотных 
компактных кластерах должны совпадать с выборочными средними по 
группе.  

Шаг итерации базового алгоритма К средних включает: 1) группировку 
всех точек в кластеры по минимуму расстояния до текущих центров; 2) 
расчет новых центров как выборочных средних по каждому кластеру. 
Процедура выполняется до тех пор, пока кластеры и их центры не 
«стабилизируются». В результате этого процесса минимизируется средний 
внутригрупповой разброс и максимизируется среднее расстояние между 
центрами кластеров.  
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В ERDAS Imagine реализован так называемый алгоритм Форджи, где 
качество результата оценивается по проценту точек, не перемещающихся из 
класса в класс в результате очередной итерации (параметр convergence 
threshold). В полном варианте ISODATA, реализованном в некоторых других 
пакетах, имеется довольно большое количество параметров настройки, 
позволяющих автоматически дробить и объединять кластеры. В этих 
вариантах число кластеров может значительно отличаться от первоначально 
заданного. В ERDAS Imagine задается только два входных параметра: число 
кластеров и количество итераций. Более того, Вы можете обрабатывать даже 
не каждый пиксель, задавая Skip factor по строке и столбцу изображения (X 
и Y). Это дает еще более грубую прикидку положения кластеров, и вряд ли 
имеет смысл использовать эти параметры на небольших объемах 
информации.  

Недостатком предлагаемой в ERDAS Imagine реализации является 
линейная схема задания исходных центров кластеров по статистке 
изображения (рис.5). 

 

 
Рис.5. 

 
 Обработчику предлагается только два варианта: равномерное расположение 
исходных центров на диагонали гиперкуба, образуемого осями координат 
пространства признаков, или же по направлению наибольшего рассеяния 
точек в признаковом пространстве (так называемой главной компоненте). 
Однако, как было доказано (Селим и Исмаил,1984),  алгоритм K средних 
обеспечивает сходимость только к локальным максимумам гистограммы 
изображения. Следовательно, результат будет зависеть от начального 
положения центров кластеров. Кроме того,  максимизация среднего разброса 
между центрами кластеров приводит к их расположению вдоль главной 
компоненты, то есть по направлению наибольшего разброса сигнатур 
пикселей. Поэтому один из предлагаемых способов задания центров (по 
главной компоненте) фактически сводит к минимуму сам итерационный 
процесс: кластеры почти не смещаются.  
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В этом смысле способ задания центров по диагонали гиперкуба 
несколько интереснее, но тоже недостаточно эффективен. Наибольший 
интерес представляет вариант выбора исходных центров самим 
обработчиком. В ERDAS Imagine для этого надо выбрать в окне функции 
неконтролируемой классификации режим Signature Means и задать 
собственный входной файл сигнатур, например, сформированный Вами в 
п.1.2. Однако и в этом случае количество классов не регулируется в процессе 
кластеризации и всегда соответствует исходному количеству. Поэтому весь 
эффект кластеризации сводится к поиску ближайших к Вашим сигнатурам 
областей сгущения точек в признаковом пространстве (локальных пиков 
многомерной гистограммы). Это обеспечивает несколько лучший результат, 
чем при обычной классификации по минимуму расстояния, но только в том 
случае, если  классы действительно однородны по яркости.  

Количество разделяющихся интерпретируемых классов можно 
увеличить, задавая большее количество исходных центров, но некоторые 
классы, даже относительно однородные, разделить неконтролируемой 
процедурой не всегда удается. Пример такого класса как раз и показан выше 
на рис.4.   

Нужно отметить, что чем больше размерность признакового 
пространства, тем больше классов нужно задавать для получения 
приемлемого по качеству результата.  Поэтому наилучший результат 
неконтролируемая классификация дает на 2-4 наиболее информативных 
слоях.  
 

2.1. Выполнение неконтролируемой классификации и предварительный 
анализ результата. 

 
На основе анализа ПП-вьюеров выберите наиболее информативный 

набор из трех каналов. Для примера возьмем из семи каналов нашего 
тестового изображения те, которые используются в RGB композиции – 2-й, 
3-й и 4-й. Кластеризацию будем проводить на данном трехмерном 
подмножестве исходного семимерного изображения. Это подмножество 
нужно предварительно создать с помощью функции Subset Image блока 
DataPrep. Входным изображением будет tm_860516.img, выходное 
изображение откройте в собственной папке под своим именем. Внизу задайте 
через запятую список выбранных Вами каналов: 2,3,4 (рис.6). После 
завершения процесса откройте сформированное изображение в новом 
вьюере. Исходное изображение пока можно закрыть. 

Теперь вызовите функцию Unsupervised Classification из блока 
Classifier. В качестве входного задайте имя Вашего нового изображения. 
Откройте файл для записи растрового результата классификации в Вашей 
рабочей папке. В соседнем окне откройте с тем же именем еще один файл, 
для сигнатур классов, которые будут получены в процессе кластеризации. 
Число классов задайте в интервале от 20 до 30. Выберите кнопку Color 
Scheme Options и задайте режим Approximate True Color, чтобы растровый 
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результат кластеризации отображался в псевдоцветах исходного 
изображения.  

Кнопка Initialized Options позволяет выбрать одну из схем 
формирования исходных центров, описанных выше. По умолчанию 
используется диагональ гиперкуба. 

Число итераций можете немного увеличить (например, до 10). Теперь 
нажмите OK и запустите процесс. После его завершения откройте растровый 
результат классификации в окне исходного изображения, не удаляя 
исходное. Для этого, указав в диалоговом окне ввода полученный в 
результате кластеризации файл, не нажимайте сразу ОК, а перейдите в 
закладку Raster Options и отключите опцию Clear Display. 

 

 
 

Рис.6. 
 

Вызовите в окне изображения функцию Raster > Attribute. В 
открывшейся таблице атрибутов классов найдите поле Opacity. Присвойте 
этому полю значение 0 с помощью калькулятора  функции меню Edit > 
Formula. Ваш результат классификации после присвоения полю Opacity 
значения 0 станет прозрачным. Теперь, выбрав яркий цвет для любого класса 
в поле Color и присвоив этому классу  значение Opacity =1, Вы можете 
посмотреть, куда ложится выбранный класс на изображении. Так же можно 
просмотреть и любую выбранную группу классов. Выбор группы строк 
таблицы производится в крайнем левом (сером) поле с нажатием клавиши 
Shift. Для отмены выделения щелкните правой кнопкой на этом поле и в 
открывшемся меню выберите Select None. 
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2.2. Интерпретация и группировка выделенных классов с 
использованием их спектральных сигнатур. 

 
Откройте созданный файл сигнатур в новом редакторе сигнатур. Если 

Вы уже имеете общее представление о спектральных отражательных 
свойствах представленных на изображении объектов, Вы можете 
воспользоваться ими для тематической интерпретации и группировки 
выделенных классов. При интерпретации и группировке удобно 
использовать одновременно и сигнатуры классов, и растровый результат, 
наложенный на исходное изображение. 

Нажмите кнопку  в меню редактора сигнатур. Откроется окно 
функции Signature Mean Plot, в котором по умолчанию будет представлен 
спектральный профиль класса, отмеченный знаком «>»  в первой колонке 
таблицы сигнатур. Нажав в окне Signature Mean Plot кнопку , Вы 
получите спектральные профили сигнатур по всем классам. Нажмите кнопку 

, чтобы правильно отобразить относительное положение всех 
спектральных профилей. Если в таблице сигнатур у вас выделена какая-то 
группа строк, то в режиме  будут отображаться только профили этой 
группы.   

Выберите группу классов, сигнатуры которых имеют близкий цвет. 
Посмотрите, чем отличаются их спектральные профили и каково положение 
этих классов на изображении. Как уже говорилось выше, некоторые классы 
наверняка окажутся «переходными» или «шумовыми». На рис.7 показана 
группа классов воды для результата неконтролируемой классификации на 30 
классов по каналам 2,3,4 исходного изображения (на рис.7 это, 
соответственно, каналы 1,2,3). Чистой воде здесь соответствует только 
первый класс (минимальное значение в канале 3 и черный цвет на 
изображении).  Классы 2 и 4 (белый цвет, окаймляющий воду) представляют 
собой комбинации «вода-почва-растительность» в различных пропорциях. 
Их можно либо объединить с классом воды, либо выделить в отдельный 
класс, так как сюда попадают мелкие водоемы и заболоченные участки суши.  

Простейший способ группировки, наиболее удобный в тех случаях, 
когда Вас вполне устраивают границы между классами на растровом 
результате классификации, состоит в простой перекодировке классов. Для 
этого можно использовать функцию Raster > Recode из меню вьюера 
изображения. Выберите предварительно классы, которые Вы хотите 
объединить, и номер «базового» класса для этой группы. Номера классов 
можно просматривать на растровом результате классификации с помощью 
кнопки «+» ( поле Pixel value в открывшейся таблице данной функции).  
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Рис.7. 
 

Выбрав «базовые» классы, откройте окно функции   Raster > Recode. В 
поле New Value замените номера всех классов выбранной группы на номер 
«базового» класса и нажмите Apply. Все выбранные классы на изображении 
теперь принадлежат к «базовому» и имеют его цвет. 

 
 Результат перекодировки на диске лучше не сохранять, хотя это 

будет Вам предложено. 
 
Второй способ группировки классов - объединение сигнатур с 

помощью кнопки  (или функции Edit > Merge) и повторная 
классификация. Объединенные сигнатуры будут добавляться как новые в 
уже имеющийся набор. Объединяемые классы не обязательно удалять. Из 
редактора сигнатур можно выполнять классификацию по любому 
выделенному набору сигнатур. Для этого выделите необходимые строки 
таблицы и вызовите функцию Classify > Supervised. В строке Parametric 
rule установите какое-либо правило классификации и откройте новый файл 
для формирования растрового результата. Правила принятия решения и 
схемы контролируемой классификации будут рассмотрены ниже, в 
соответствующем разделе. Сейчас же наша главная задача – убедиться, 
насколько существенно результат классификации зависит от способа 
формирования сигнатур и метода классификации.  

В качестве иллюстрации рассмотрим пример, приведенный на рис.8. 
Результат неконтролируемой классификации на 30 классов здесь объединен в 
6 групп следующим образом: 1 – вода (2 класса); 2 – болота и подтопления (5 
классов); 3 – лес (6 классов); 4 – травянистая растительность (3 класса); 5 – 
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озелененная застройка (11 классов); 6 – застройка без зелени, чистые почвы 
(3 класса). На рис.8(а) показан результат простой перекодировки и 
положение границ шести классов в проективной плоскости 2,3 признакового 
пространства (каналы 3,4 исходного изображения). На рис. 8 (б), (в) – 
результаты контролируемой классификации по шести объединенным 
сигнатурам и соответствующие границы классов в этой же проекции 
пространства признаков. Вариант (б) – результат классификации по 
минимуму расстояния, (в) – гиперпараллелепипеды+максимум 
правдоподобия.  
 

 

 
 

 
(а)                                              (б)                                              (в) 

 
Рис.8. 

 
Из нижних рисунков видно, что границы классов в пространстве признаков 
для трех выбранных вариантов отличаются весьма существенно. Но вариант 
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(в) в целом ближе к результату перекодировки (а), что заметно и на 
показанном участке классифицированного изображения. Однако на варианте 
(б) значительно точнее выделяется вода и немного точнее – почвы и 
застройка без зелени. Отсюда ясно, что метод группировки классов должен 
выбираться в соответствии с целями поставленной задачи и требованиями к 
точности выделения конкретных тематических классов.   

Выведите Ваш собственный результат классификации по 
объединенным сигнатурам в отдельный вьюер и сравните со своим 
результатом простой перекодировки.  Выполните классификацию с помощью 
различных решающих правил и сопоставьте полученные результаты, чтобы 
определить, какой способ  в Вашем случае наиболее эффективен для 
выделения тех или иных классов. 
 

2.2. Анализ сигнатур классов, полученных в результате неконтролируемой 
классификации, с использованием тематического признакового 

пространства. 
 

Чтобы более точно выполнить классификацию с обучением в 
двухэтапной схеме классификации, можно воспользоваться еще одним 
инструментом ERDAS Imagine – «тематическим» признаковым 
пространством. Пример использования тематического признакового 
пространства Вы уже видели на рис.8. Перед его построением необходимо 
предварительно создать проективные плоскости признакового пространства 
для того подмножества каналов, на котором Вы проводили 
неконтролируемую классификацию. Сделайте это так же, как делали в п. 1.2 
для исходного изображения. Все ПП-проекции теперь не обязательно 
открывать в вьюерах. Если в Вашем изображении-подмножестве каналам 
1,2,3 соответствуют каналы 2,3,4 исходного изображения, откройте только 
ПП-проекцию для каналов 2,3 Вашего трехканального изображения (красный 
и ближний ИК),  как наиболее информативную. 

Теперь вызовите из блока Classifier функцию Feature Space Thematic. 
В окне этой функции задайте:  

1) имя растрового результата тематической классификации (Thematic 
Input File); 

 2) в окне Feature Space File - имя используемой ПП-проекции  (в 
рассматриваемом случае каналы 2,3 изображения-подмножества); 

3) в окне Output Root Name первые 2-3 буквы, которые будут 
идентифицировать Ваш результат тематической классификации. 

Последовательно задав остальные ПП-проекции в окне Feature Space 
File, Вы можете сразу получить тематические ПП-файлы по всем парам 
каналов. Все формируемые файлы после ввода данных будут показаны в 
нижней таблице окна. 

Откройте созданную тематическую ПП-проекцию для наиболее 
информативной пары каналов в новом вьюере.  Откройте в том же вьюере 
исходный ПП-файл, который Вы задавали в окне 2 функции Feature Space 
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Thematic, но без удаления предыдущей картинки, как это делалось для 
изображений в п.2.1.  
 

 Пользуйтесь функцией View > Arrange Layers для перемещения слоев 
вьюера и удаления уже ненужных (см. п.1.2). 

 
Активным слоем считается верхний слой. Поэтому для получения 

статистик по AOI-объектам ПП-вьюеров необходимо, чтобы тематическое 
ПП-изображение находилось под основным. Откройте в редакторе сигнатур 
файл сигнатур, полученный в результате неконтролируемой классификации. 
Выполните соединение ПП – вьюеров так же, как в п.1.2. Теперь, переключая 
слои, Вы можете увидеть не только положение точки в ПП, но и ее 
относительное положение в соответствующем классе.  

 Чтобы увидеть положение центров кластеров, выделите все сигнатуры и 
присвойте им черный цвет. Теперь вызовите функцию Feature >Objects. В 
окне функции установите номер ПП-вьюера, отключите пока Plot Ellipse и 
отметьте галочкой Plot Means. Нажмите ОК. Центры кластеров будут 
показаны в ПП-вьюере черными крестиками (рис.9). Опции Plot Ellipse и 
Plot Rectangle покажут Вам эллипсоиды рассеяния точек в кластерах и 
границы значений сигнатур кластеров по каналам. Эти характеристики, 
однако, удобнее анализировать по отдельным кластерам или небольшим 
группам, как и в случае с функцией Signature Mean Plots. 

 
 Для восстановления исходных цветов выделенных сигнатур 

пользуйтесь функцией Edit > Color > Approximate True Colore. 
 
 

 
Рис.9. 

 
Положение центра показывает, в какой части кластера сосредоточено 

максимальное количество точек. Это поможет Вам определить, какие 
объекты на изображении являются типичными представителями классов, 
выделенных в результате неконтролируемой классификации. Для этих 
объектов подавляющая часть точек должна также быть сосредоточена вблизи 
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центра кластера. Если такие объекты есть, можете смело формировать по ним 
обучающие выборки (сигнатуры). Это будут надежно выделяющиеся по 
спектральным признакам классы.  

Может оказаться, что объекты одного типа включают в себя несколько 
классов, но средние значения для них приходятся на один и тот же кластер. 
Такая ситуация показана на рис. 10 для двух типов городской застройки. В 
этом случае также можно оставить сигнатуру центрального класса в качестве 
типичной. Возможно, что при повторной классификации другим методом с 
помощью этой сигнатуры результат окажется более точным.   

 

 
Рис.10. 

 
Во многих случаях сигнатуры кластеров оказываются более 

однородными, чем сигнатуры любых тестовых участков, выбранных 
непосредственно на изображении. Это, собственно, и является основным 
доводом в пользу двухэтапной схемы классификации. Большой разброс 
точек в сигнатурах, полученных в результате обучения по изображению, 
приводит к увеличению ошибок классификации.  

Однако сама по себе неконтролируемая классификация не всегда 
способна обеспечить разделение именно тех классов, которые интересуют 
обработчика. Для алгоритма ISODATA пакета ERDAS Imagine это, 
прежде всего, объекты с низкой интегральной отражательной 
способностью, хотя и очень однородные, например, вода. На рис.11 
показаны положения классов воды, которые четко разделяются в 
признаковом пространстве и наблюдаются на изображении. Три из этих 
классов оказались в первом кластере, четвертый распределился между 
первым и третьим. В таких случаях для повторной классификации можно 
просто добавить эти сигнатуры из признакового пространства к 
отобранным в результате анализа сигнатурам выделенных кластеров, а 
соответствующие исходные сигнатуры удалить. 
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 Если Вы хотите сохранить результаты редактирования сигнатур, 
сохраните файл сигнатур под другим именем. Исходные сигнатуры 
Вам еще пригодятся. 

 
 

 
 

Рис.11. 
 

Контрольные вопросы и задания к разделу 2. 
 

1. Для каких целей может использоваться неконтролируемая классификация? 
2. Чем отличается процедура Unsupervised Classification в блоке Data Prep от 

аналогичной процедуры в блоке Classifier? 
3. Перечислите все исходные параметры процедуры Unsupervised 

Classification и объясните их назначение.  
4. Какими способами можно задавать в процедуре ISODATA пакета ERDAS 

Imagine исходные центры кластеров? 
5. Какие функции пакета можно использовать для анализа и тематической 

интерпретации выделенных кластеров? В каких случаях удобнее та или иная 
функция? 

6. Какие типы объектов земной поверхности в данной реализации алгоритма 
ISODATA выделяются наиболее успешно, а какие вообще невозможно 
выделить данным методом? 

7. Какими способами можно сократить количество классов после 
кластеризации? В каком случае эффективнее каждый из этих способов?  

8. Что отображает тематическое признаковое пространство? Какие данные 
необходимы для его построения? Для каких целей его можно использовать? 
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3. Контролируемая классификация. 
 

Некоторыми способами контролируемой классификации мы уже 
пользовались в предыдущих разделах. Этот раздел будет посвящен анализу 
всех методов контролируемой классификации, которые предоставляет 
обработчику пакет ERDAS Imagine. 

Откройте функцию Supervised Classification блока Classifier. В нижней 
части окна имеются две строки, где устанавливается метод классификации – 
непараметрическое правило (Non-parametric Rule) и параметрическое 
правило (Parametric Rule). При классификации по непараметрическому 
правилу к одному классу будут относиться все точки, попавшие либо внутрь 
гиперпараллелепипеда (режим Parallelepiped в Non-parametric Rule), либо в 
область, выделенную Вами в ПП-вьюере (режим Feature Space в Non-
parametric Rule).  

При классификации по параметрическому правилу используются 
определенные статистические характеристики сигнатуры. Обычно это mk - 
среднее по сигнатуре k-го класса (центр кластера)  и ковариационная 
матрица Ck=={ij

k}=M[(xi-mi
k)(xj-mj

k)], i=1,...,n, j=1,...,n, где  n – число 
признаков (в нашем случае – спектральных каналов или слоев изображения), 
M обозначает среднее по всему множеству образов в сигнатуре класса.  

 В классификации по минимуму расстояния (режим Minimum Distance в 
Parametric Rule) в качестве критерия классификации используется 
евклидово расстояние классифицируемой точки в признаковом пространстве 
до центров кластеров. Минимум расстояния -  простейшее из 
параметрических правил. В этом случае граница между парой классов – это 
серединный перпендикуляр к прямой, соединяющей их центры. 

Два другие режима используют  и среднее, и матрицу ковариаций. В 
обоих случаях предполагается, что значения признаков по классам 
распределены по нормальному (Гауссову) закону. Плотность многомерного 
нормального распределения имеет вид 
 

fk(x)=p(x/k)=1/[(2)n/2|Ck|1/2 ]exp[-1/2(x-mk)TCk
-1(x-mk)].    

 
Здесь Сk - ковариационная матрица Ck={ij

k}=M[(xi-mi
k)(xj-mj

k)], 
i=1,...,n, j=1,...,n. 

 
Классификация по расстоянию Махаланобиса – режим Mahalanobis 

Distance в Parametric Rule. Выражение (x-mk)TCk
-1(x-mk) называют 

квадратичным расстоянием Махаланобиса между точкой (вектором) x и 
mk - центром k-го класса. Геометрическому месту точек в признаковом 
пространстве с одинаковым расстоянием Махаланобиса до mk, соответствует 
поверхность некоторого гиперэллипсоида рассеяния с центром mk (сечение 
«колокольчика» плотности многомерного нормального распределения).   
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В случае, когда все n признаков статистически независимы, матрица Ck 
диагональна и расстояние Махаланобиса приобретает достаточно простой 
вид: 

(x-mk)TCk
-1(x-mk)=



n

1j
2
j

2
k jj )m(x


.     

В этом случае оси гиперэллипсоида будут параллельны осям координат 
признакового пространства. Статистическая независимость признаков, то 
есть координат многомерного вектора, для всей совокупности выделяемых 
классов далеко не всегда имеет место. Это хорошо видно на рис.10, где 
вообще нет ни одного эллипса, оси которого расположены горизонтально и 
вертикально. В такой ситуации как раз и удобно использовать расстояние 
Махаланобиса. Точка будет относиться к тому классу, для которого она, 
грубо говоря, окажется внутри гиперэллипсоида рассеяния меньшего 
размера.  

Различие между классификацией по евклидову расстоянию и 
расстоянию Махаланобиса иллюстрирует рис. 12. На нем показаны 
эллипсоиды рассеяния классов на уровне 3 (100% точек сигнатуры класса 
внутри эллипсоида). По евклидову расстоянию классифицируемая точка 
была бы отнесена либо к классу Forestry, либо к классу Cities,  так как 
расстояние до центров этих классов примерно одинаково и меньше, чем до 
центров остальных классов. По расстоянию Махаланобиса она будет 
отнесена к классу Grass, так как лежит внутри его эллипсоида рассеяния, 
задевая лишь границу эллипсоида класса Cities. 

Ясно, что классификация по расстоянию Махаланобиса более 
эффективна в случае различной корреляции признаков внутри классов. Если 
внутригрупповая корреляция приблизительно одинакова для всех 
выделяемых классов (эллипсоиды вытянуты в одном направлении), можно 
пользоваться классификацией по евклидову расстоянию.Эта ситуация 

встречается на изображениях, где 
представлены преимущественно объекты 
одной категории, например, 
растительность или почвы. 

Классификацию по максимуму 
правдоподобия (режим Maximum 
Likelihood в Parametric Rule) иначе 
называют байесовским решающим 
правилом. В этом подходе используется 
вероятность появления каждого класса k 
для  точки с данным набором значений 
признака xi, которая определяется по 
известной формуле Байеса: 

p(k /xi)= 
)/)p(P(

)/)p(P(

j

K

1j
ij

kik








x

x .     
Рис.12. 
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Выбирается тот класс, для которого эта вероятность максимальна, 
отсюда и название метода. Кроме вероятности появления точки  в классе, 
здесь используется еще и вероятность появления такого класса на данной 
территории p(k) - априорная вероятность класса. Она определенным 
образом масштабирует вероятность появления точки в классе относительно 
таких же вероятностей для других классов, что приводит к смещению 
разделяющих границ. Однако на практике этим пользуются редко. Чаще 
априорные вероятности считают одинаковыми (так называемая нуль-
единичная байесовская стратегия). 

При использовании гипотезы о нормальном распределении значений 
признаков метод максимума правдоподобия отличается от классификации по 
расстоянию Махаланобиса только наличием априорных вероятностей 
появления классов в соответствии с формулой Байеса. Если же в максимуме 
правдоподобия используются равные априорные  вероятности, то эти два 
метода ничем не отличаются. На рис. 13 показано тематическое признаковое 
пространство для результата классификации подмножества каналов {2,3,4} 
изображения tm_860516.img на 5 классов, сигнатуры которых отображены в 
левом окне. Слева – классификация по максимуму правдоподобия, справа – 
по расстоянию Махаланобиса. 

 

 
 

Рис.13. 
 
В целом метод максимума правдоподобия наиболее универсален. 

Единственная  проблема состоит в том, что далеко не всегда сигнатуры 
выделяемых классов могут быть аппроксимированы нормальным 
распределением. В случае, когда гистограмма сигнатуры класса 
одномодальна и ее ассиметрия невелика, такая гипотеза работает достаточно 
хорошо. Однако при наличии в гистограмме нескольких мод в процессе 
классификации  могут возникнуть дополнительные ошибки.  
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Что же происходит при классификации по максимуму правдоподобия в 
этом случае? 
 Вспомним принцип принятия решения на примере двух классов и 
одного признака. В случае, если признак x распределен в классе 1 и в классе 
2 по нормальному закону (рис.14), области решения в пользу каждого из 
классов определены разделяющей точкой x0. Слева от x0 решение 
принимается в пользу класса 1, справа – в пользу класса 2.  

 
Рис.14. 

 
 Если гистограмма имеет более одного пика, может возникнуть 
ситуация, когда в результате аппроксимации такого распределения 
нормальным, положение разделяющей точки между классами изменится 
настолько, что значительная часть точек попадет в чужой класс (ошибка 
первого рода). Такая  ситуация показана на рис.15. Штрихами показана 
ожидаемая ошибка первого рода, сплошным цветом – ошибка, которая может 
возникнуть в результате используемой аппроксимации.  

 
Рис.15. 
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Может случиться и наоборот, в «провале» между пиками наш класс 
«захватит» точки чужого класса, хотя эта ситуация менее вероятна и, 
возможно, менее критична.  

На практике описанные ситуации возникают довольно часто. На рис. 
16 показана гистограмма для одного из кластеров, выделенных в результате 
неконтролируемой классификации  «подмножества» {2,3,4} тестового 
изображения  (то есть в данном случае канал 2 соответствует каналу 3 
исходного изображения). Аналогичная картина наблюдается для гистограмм 
этого класса и в других каналах. 
 

 
 

Рис.16. 
 

 Как же поступать в подобных ситуациях? Во-первых, нужно выяснить, 
насколько представителен такой класс на изображении. Если он занимает 
большие площади, то и его вклад в ошибки будет велик. В этом случае 
целесообразно заменить его несколькими классами, посмотрев, на какие 
значения в каналах приходятся пики гистограммы, и создать сигнатуры с 
соответствующими им центрами непосредственно в пространстве признаков 
(например, нарисовав эллипсы с такими центрами). Если же класс занимает 
незначительную площадь и не представляет практического интереса, можно 
вообще отказаться от этой сигнатуры. 
 В целом не следует забывать, что классификация на более однородные 
(т.е. узкодисперсные) классы позволяет существенно уменьшить ошибки и 
получить более четкие границы между объектами. Уже после классификации 
можно провести необходимую перекодировку непосредственно на 
классифицированном изображении, чтобы сохранить эти границы (см. п. 2.1). 
 

3.1.Формирование обучающих данных. 
 

Как Вы уже, вероятно, поняли, обучающие данные (сигнатуры классов) в 
ERDAS Imagine можно формировать тремя способами: 1) по тестовым 
участкам изображения, созданным с помощью AOI – инструментария; 2) по 
областям, созданным с помощью AOI-инструментария в проективных 
плоскостях признакового пространства; 3) с использованием результатов 
неконтролируемой классификации.  
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Заметим, что AOI-области могут быть определены путем наложения на 
изображения векторных слоев, описывающих объекты исследования для 
решаемой задачи. Но и в этом случае может потребоваться предварительный 
анализ и уточнение обучающих данных.   

Второй и третий способы были уже рассмотрены выше. Остановимся 
немного более подробно на формировании сигнатур по тестовым участкам 
изображения. Так или иначе, этим способом также приходится пользоваться, 
особенно при наличии достоверных данных наземных обследований. 

Нужно сразу сказать, что обучение по тестовым участкам целесообразно, 
когда требуется выделить несколько классов, занимающих на изображении 
достаточно большие площади. В таком случае мы гарантированно можем 
получить репрезентативные выборки по выделяемым классам и обеспечить 
высокую точность классификации.  

 
Рассмотрим теперь процесс классификации с обучением на основе 

сигнатур, созданных по тестовым участкам изображения. Для упрощения 
задачи будем пользоваться уже сформированным ранее подмножеством 
исходного изображения из трех каналов. Откройте это изображение в новом 
вьюере.   

С помощью AOI-инструментария создайте несколько тестовых полигонов 
на изображении по пяти-шести тематическим классам. Откройте новый 
редактор сигнатур и ПП-вьюер для наиболее информативной пары каналов 
Вашего рабочего изображения. Создайте сигнатуры классов по выбранным 
тестовым участкам с помощью кнопки «+L», как это уже делалось в п. 1.1. 
Посмотрите диаграммы рассеяния сигнатур в признаковом пространстве (см. 
п. 1.1, рис.3). Если разброс по сигнатурам очень велик, попробуйте выбрать 
более однородные участки. 

Для выбора более однородной сигнатуры в пределах некоторого 
неоднородного объекта можно воспользоваться инструментом «наращивание 
областей».  
 

 
 

Рис. 17. 
 

Выберите во вьюере изображения функцию меню AOI > Seed Properties. 
В окне этой функции (рис.17) установите предельное евклидово расстояние 
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между точками в признаковом пространстве для Вашей будущей сигнатуры 
(Spectral Euclidean Distance), в окне ограничения по площади (Area:) – 
максимальное количество пикселей в выборке. Neighborhood (крест или 
квадрат) – это форма маски, с помощью которой будет анализироваться 
окрестность каждого пикселя при формировании области.   

Теперь с помощью инструмента  из AOI-инструментария укажите на 
изображении базовую точку, из которой будет производиться построение 
области. Если построенная область оказалась слишком маленькой, 
попробуйте увеличить евклидово расстояние. Если, наоборот, никакого 
«отсева» пикселей по однородности не произошло, постепенно уменьшайте 
евклидово расстояние до тех пор, пока не получите желаемый результат. 

На рис.18 показан результат использования данного инструмента для 
формирования выборки по городской застройке. Сигнатура, сформированная 
по участку застройки обычным способом (рис.18,а), имеет многомодальную 
широкодисперсную гистограмму. Это может привести к значительным 
ошибкам при классификации, о которых говорилось выше. На рис.18,б 
показан результат наращивания области с предельным евклидовым 
расстоянием 10. На рис.18,в показаны диаграммы рассеяния данных сигнатур 
в ПП-проекции для красного и ближнего ИК-каналов (белое пятно на 
рисунках): слева – для случая «а», справа – для случая «б». Очевидно, что 
классификация по сигнатуре «б» будет более точной при использовании 
любого решающего правила, поскольку сигнатура более компактна и будет 
меньше перекрываться с сигнатурами других классов. 

Описанный выше инструмент можно использовать для разбиения класса с 
многомодальной гистограммой на более простые, выбирая в качестве 
базовых точек для наращивания областей пиксели со значениями, 
соответствующие пикам гистограммы. 

Для оценки взаимного положения сигнатур можно также построить 
гистограммы по каналам для каждой сигнатуры и для  групп сигнатур 
(рис.19). Это поможет вам оценить, насколько правомерна гипотеза о 
нормальном распределении для выбранных сигнатур и в каких интервалах 
значений наиболее вероятна ошибочная классификация. Для построения 
гистограмм используйте соответствующую кнопку в редакторе сигнатур. 
После изменения какого-либо параметра (канала, цвета, количества 
выбранных сигнатур при отображении группы) необходимо нажать кнопку 
Plot в окне Histogram Plot Control Panel для обновления рисунка. 

Сформируйте свой набор сигнатур и проанализируйте их с помощью 
изученных Вами средств ERDAS Imagine. Постарайтесь добиться, чтобы для 
них была приемлема гипотеза о нормальном распределении (см. 
гистограммы на рис.19). Оцените их взаимное положение в пространстве 
признаков и убедитесь, что выбранные Вами классы достаточно полно 
отображают основные тематические категории, представленные на  
изображении. В противном случае Вы едва ли получите при классификации 
правдоподобно интерпретируемый результат.  
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Рис.18.  
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Рис.19.  
 

 
3.2.Предварительная оценка разделимости классов. 

 
В редакторе сигнатур можно выполнить предварительную оценку 

качества контролируемой классификации по сформированным сигнатурам 
классов. Для таких целей используются функциональные характеристики 
взаимного положения классов, связанные с ожидаемой ошибкой 
классификации. Чем больше значение используемого критерия 
разделимости, тем меньше должны быть ошибки при разделении 
оцениваемых классов. В пакете ERDAS Imagine предлагается четыре вида 
оценок: евклидово расстояние, дивергенция (прямая и 
трансформированная) и расстояние Джеффриса-Матуситы. 
Аналитический вид наиболее употребимых характеристик приводится в [1], 
аналитические выражения для используемых в ERDAS Imagine мер можно 
найти в [2]. Здесь же напомним вкратце смысл каждого из предлагаемых 
критериев, чтобы выяснить, в каком случае более удобен каждый из данного 
набора. 

Евклидово расстояние между средними значениями по классам удобно 
использовать в тех случаях, когда классы достаточно однородны по яркости, 
то есть образуют небольшие компактные области в пространстве признаков. 
Чем больше расстояние между средними по классам, тем меньше 
вероятность ошибки. Такая оценка, как и метод классификации по минимуму 
расстояния, в этом случае оказывается эффективной. 

В таких мерах разделимости, как дивергенция и расстояние Джеффриса-
Матуситы, учитываются отношения между вероятностями появления 
признака в каждом из классов,  поэтому их обыкновенно используют при 
классификации статистическими методами (по расстоянию Махаланобиса 
или максимуму правдоподобия). Чем выше значения этих величин, тем 
меньше будет ожидаемая величина ошибки. Дивергенцию 
(трансформированную дивергенцию) удобнее использовать в тех случаях, 
когда сигнатуры классов распределены в признаковом пространстве более 
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или менее равномерно, расстояние Джеффриса-Матуситы пригодно 
практически для любых ситуаций, однако оценивает соотношения между 
вероятностями по классам более грубо. 

 Данные оценки особенно полезны в тех случаях, когда обучение 
выполняется по выделенным на изображении тестовым участкам. Именно 
потому, что такие сигнатуры часто имеют большую диаграмму рассеяния и 
могут сильно перекрываться в пространстве признаков. 

Чтобы выполнить оценку разделимости для Ваших сигнатур, выделите 
оцениваемую группу классов и выберите в редакторе сигнатур функцию 
Evaluate > Separability. Установите радиокнопку на выбранный Вами 
критерий оценки. Вы получите протокол, в котором будут указаны средние и 
минимальные значения по группе и отдельно по парам классов. Для 
выбранного критерия выполняется как усредненная оценка разделимости, так 
и минимальная (наихудшая).   

Ниже для сравнения приводятся результаты оценки статистической 
разделимости по пяти не перекрывающимся сигнатурам в трех каналах 
тестового изображения:   0.52 – 0.60 (1),   0.63 – 0.69 (2),   0.76 – 0.90 (3).  
Сигнальная оценка по тестовым участкам для этих классов дает 100% 
точность классификации.      

     
 Сигнатуры сформированы по следующим классам. 
 

1. Вода морская. 2. Лес. 3. Вода речная. 4. Застройка. 5. Почва. 
 
Протокол результатов оценки статистической разделимости в этом случае 
выглядит так: 
 
Евклидово расстояние. 
 
                           Best Minimum Separability 
 
   Bands         AVE    MIN    Class Pairs:   1: 2   1: 3    1: 4   1: 5    2: 3   2: 4   2: 5   3: 4    
3: 5    4: 5 
    1  2  3         88        14                             122     14     88    113    121     44    102     91    
122     66 
 
                           Best Average Separability 
 
   Bands         AVE    MIN    Class Pairs:    1: 2    1: 3   1: 4   1: 5   2: 3    2: 4   2: 5   3: 4   
3: 5   4: 5 
    1  2  3         88        14                              122     14     88    113    121     44    102     91    
122     66 
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Дивергенция. 
 

                         Best Minimum Separability 
 
   Bands         AVE    MIN    Class Pairs:   1: 2       1: 3    1: 4     1: 5     2: 3    2: 4    2: 5    
3: 4   3: 5     4: 5 
  1  2  3           4576    166                          17390    171   9334  10293    485    342   4097  
480   3004    166 
 
                           Best Average Separability 
 
   Bands         AVE    MIN    Class Pairs:    1: 2     1: 3     1: 4    1: 5      2: 3    2: 4     2: 5   
3: 4    3: 5     4: 5 
  1  2  3          4576    166                           17390    171   9334  10293    485    342   4097   
480   3004    166 
 
Трансформированная дивергенция.                                   

 
                         Best Minimum Separability 
 
   Bands         AVE    MIN    Class Pairs:  1: 2    1: 3     1: 4     1: 5     2: 3     2: 4     2: 5    
3: 4     3: 5     4: 5 
   1  2  3          2000   2000                        2000   2000   2000   2000   2000   2000   2000   
2000   2000   2000 
 
                           Best Average Separability 
 
   Bands         AVE    MIN    Class Pairs:     1: 2    1: 3     1: 4     1: 5     2: 3     2: 4     2: 5    
3: 4     3: 5     4: 5 
    1  2  3         2000   2000                          2000   2000   2000   2000   2000   2000   2000   
2000   2000   2000 
 
Расстояние Джеффриса-Матуситы. 
 
                           Best Minimum Separability 
 
   Bands         AVE    MIN    Class Pairs:    1: 2      1: 3     1: 4     1: 5    2: 3     2: 4     2: 5    
3: 4     3: 5     4: 5 
  1  2  3          1414   1414                           1414   1414   1414   1414   1414   1414   1414   
1414   1414   1414 
 
                           Best Average Separability 
 
   Bands         AVE    MIN    Class Pairs:    1: 2     1: 3     1: 4     1: 5     2: 3     2: 4     2: 5      
3: 4     3: 5     4: 5 
   1  2  3         1414   1414                           1414   1414   1414   1414   1414   1414   1414    
1414   1414   1414 
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По этим данным видно, какие значения принимает каждая из мер при 
100% разделимости классов. 

Для оценки ошибок первого и второго рода  по тестовым участкам 
изображения при использовании конкретного классификатора (решающего 
правила) используется функция Evaluate > Contingency. На выходе выдается 
протокол, в котором показывается сколько точек из класса к1 попало в класс 
к2 для всей совокупности классов. 

На основании этих оценок Вы можете как оценить качество 
обучающих данных, так и подобрать наиболее подходящий метод 
классификации. Но необходимо помнить, что полученные таким образом 
оценки в большинстве случаев являются слишком «оптимистичными». В 
результате классификации изображения ошибки могут оказаться значительно 
больше, хотя при удачно заданных классах всегда вполне приемлемы.  

Создайте свой набор обучающих данных по тестовым участкам и 
проверьте их качество всеми описанными методами. Подберите наиболее 
удачный метод классификации для своего набора сигнатур. На тестовых 
участках желательно добиться 100% точности классификации.  
 

3.3. Выбор решающего правила и схемы классификации. 
 
Для выбора решающего правила в первую очередь воспользуемся 

функцией редактора сигнатур Feature > Objects. Посмотрите, как 
располагаются гиперпараллелепипеды и эллипсоиды рассеяния Ваших 
сигнатур во всех проекциях признакового пространства. Если они не 
перекрываются, Вы можете использовать простейшее непараметрическое 
решающее правило гиперпараллелепипедов. Остается только решить, куда и 
как относить те точки, которые не попадают ни в какой 
гиперпараллелепипед.   

В окне функции Supervised Classification для этого случая нужно 
задать режим Unclassified Rule. Как Вы уже, вероятно, поняли, важное 
различие между непараметрическими и параметрическими правилами 
состоит в том, что если в первом случае область принятия решения в пользу 
каждого класса строго ограничена, то во втором  она ограничена только 
разделяющими функциями dkl(x) для каждой пары классов Ak и Al (см. [1], 
раздел 5). То есть все точки будут, так или иначе, расклассифицированы, 
независимо от того, попадают они или нет в гиперпараллелепипед или 
эллипсоид рассеяния какого-то класса (см. рис.13).  

Как мы уже выяснили в начале этого раздела, классификация по 
евклидову расстоянию отличается от классификации по расстоянию 
Махаланобиса тем, что во втором случае учитывается внутригрупповая 
корреляция, и при отсутствии априорных вероятностей появления классов 
это правило совпадает с классификацией по максимуму правдоподобия. 
Поэтому, на первый взгляд, в качестве параметрического правила для 
классификации точек, находящихся за пределами сигнатур классов, лучше 
использовать метод максимума правдоподобия. Однако здесь существует 
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опасность, что все точки, находящиеся на краях диаграммы рассеяния в 
пространстве признаков, попадут в класс с наибольшей дисперсией, хотя 
могут не иметь к нему никакого отношения. Такая ситуация для одномерного 
случая показана на рис. 20. Вряд ли точки в левом полуинтервале будут на 
самом деле относиться к классу 3, если в качестве признаков используются 
спектральные отражательные свойства объектов земной поверхности. На 
практике это иногда приводит к результатам, на первый взгляд, 
парадоксальным: очень сухие почвы и яркие искусственные объекты 
смешиваются с мутной водой. Но если вспомнить, где расположены эти 
классы в пространстве спектральных признаков, этот эффект объясняется 
довольно просто. 

 
Рис.20. 

 
На случай, если гиперпараллелепипеды Ваших классов все-таки где-то 

перекрываются, необходимо задать правило принятия решения при 
перекрытии (Overlap Rule). Для этого случая расстояние Махаланобиса, как 
и максимум правдоподобия, практически всегда оказываются эффективными. 
Для максимума правдоподобия можно также задать априорные вероятности 
(поле Prob. в редакторе сигнатур), чтобы нужным образом сдвинуть границы 
между классами. При классификации в этом случае нужно указать режим Use 
Probabilities.  

В качестве правила классификации при перекрытии можно также 
задать свои собственные приоритеты классов (поле Order в редакторе 
сигнатур). В этом случае при перекрытии гиперпараллелепипедов (или, 
соответственно, областей в признаковом пространстве для 
непараметрического правила Feature Space) пиксель будет относится к тому 
классу, приоритет которого выше. Например, при перекрытии классов 2 и 5 
точка будет отнесена к классу 2. 

Выберите обоснованную схему классификации для своего набора 
сигнатур и запустите процедуру Supervised Classification. Для оценок 
качества результата, которые будут рассматриваться ниже, создайте в 
процессе классификации файл расстояний. Для этого в окне Supervised 
Classification включите режим Distance File и задайте имя этого файла. 
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После выполнения классификации файл расстояний можно посмотреть в 
отдельном вьюере. Он характеризует расстояние между вектором значений 
пикселя и сигнатурой класса и определяется параметрическим правилом, 
использованным при классификации в качестве основного или Unclassified. 
Для хорошего аналитика даже само растровое отображение файла 
расстояний может оказаться достаточно информативным.  

Файл расстояний используется при так называемой «нечеткой» 
классификации (режим  Fazzy Classification в окне контролируемой 
классификации). Этот режим формирует на выходе трехслойное 
изображение, в котором каждому пикселю сопоставлен трехмерный вектор 
«альтернативных» классов. После такой классификации Вы можете, 
используя функцию Fuzzy Convolution блока Classifier, завершить процесс 
классификации уже с учетом ситуации в окрестности каждого пикселя. Этот 
режим, однако, требует некоторых аналитических усилий и определенного 
опыта тематической обработки. 

   
3.4. Оценка качества классификации. 

 
Для визуальной оценки качества классификации и отсева наиболее 

неудачно классифицированных точек в блоке Classifier имеется функция 
Threshold. Для начала откройте исходное изображение, где Вы будете 
просматривать результат выполнения этой оценки. Теперь откройте окно 
функции Threshold. Откройте в меню этого окна командой Open File файл 
классифицированного изображения и файл расстояний. В окне функции у 
Вас появится таблица, содержащая в поле Chi-Square значения порогов «по 
умолчанию» (рис.21). Вы можете сами отрегулировать их, а заодно и 
проанализировать гистограмму расстояний. Рассчитайте эту гистограмму 
командой меню Histogram > Compute, а затем откройте соответствующей 
кнопкой для отмеченного в таблице класса. Гистограмма расстояний 
аппроксимируется 2 распределением (отсюда название поля Chi-Square). 

Кнопка   активизируется только после расчета гистограммы.  
Если гистограмма расстояний сильно растянута и имеет пики, всего 

скорее, Ваши классы включают в себя несколько однородных классов. Если 
главная мода находится на некотором расстоянии от оси ординат, возможно 
смещение центра класса. Как в этом случае действовать дальше, зависит от 
использованной схемы классификации. Если Вы в качестве основного 
решающего правила использовали непараметрическое правило, то, 
возможно, эти характеристики для Вас не имеют большого значения. Но если 
классификация проводилась с использованием параметрических процедур 
или с использованием таковых в качестве Unclassified Rule при небольшом 
количестве классов, нужно еще раз проверить, соответствуют ли 
статистические свойства обучающих сигнатур выбранному методу 
классификации.  
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Рис.21. 

 
Пороговые расстояния можно устанавливать либо по гистограмме, либо 

непосредственно в таблице. После установки порогов войдите в меню View  
и укажите вьюер исходного изображения. Затем выберите функцию Process 
> To Viewer. По умолчанию «плохо» классифицированные точки будут 
теперь забиты черным цветом. Если полученное отсечение Вас устраивает, 
выберите функцию Process > To File и сохраните новый результат. 

Количественные оценки (матрицу ошибок) классификации можно 
получить с помощью функции Accuracy Assessment блока Classifier. Проще 
всего оценку проводить по «случайным» точкам, которые генерируются 
автоматически. Откройте в окне этой функции файл классификации. Затем 
выберите функцию View > Select Viewer и укажите исходное изображение, 
где Вы будете отображать точки. Классы этим точкам Вы должны будете 
присвоить сами. Случайные точки генерируются с помощью команды Edit > 
Create/Add Random Points. В окне этой команды можно отрегулировать 
генератор случайных чисел и число точек.  

Вы можете отображать во вьюере изображения либо все точки, либо 
выбранные тем же способом, как и в редакторе сигнатур. Номера 
определенных Вами классов  для тестовых точек (в случае производственной 
обработки – определенные по наземным данным) вводятся в столбец 
Reference.   

Задав все номера классов, отметьте в меню Report > Options нужные 
опции для отчета и затем выберите функцию  Report > Accuracy Report. Вы 
получите отчет по оценке точности. 

Учтите, что для более или менее качественной оценки требуется довольно 
большое количество точек (не менее 100 в худшем случае), однако для 
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обучения работе с процедурой при небольшом числе классов можно взять 20-
30.  

 
Контрольные вопросы и задания к разделу 3. 

 
1. Перечислите все непараметрические и параметрические решающие 

правила блока контролируемой классификации. Чем они отличаются? 
2. Какими статистическими свойствами должны обладать сигнатуры 

классов при использовании параметрических решающих правил? С 
помощью каких изученных функций пакета можно проверить, 
удовлетворяют ли им выбранные сигнатуры? 

3. Что означает Unclassified Rule? Какие решающие правила могут здесь 
использоваться? Какому правилу лучше отдать предпочтение при 
небольшом количестве классов? 

4. Какие правила классификации могут использоваться при перекрытии 
классов (Overlap Rule)?  

5. Перечислите основные причины возникновения ошибок при 
классификации с обучением. Какими способами можно уменьшить 
ошибки классификации? 

6. Какими способами можно формировать обучающие сигнатуры для 
контролируемой классификации?  

7. Какие средства анализа обучающих данных из изученных Вами можно 
использовать для повышения однородности сигнатур и их разделимости? 
Можно ли использовать для это цели функцию Image Alarm? 

8. Для чего используются функции меню Evaluate в редакторе сигнатур? 
Что показывают выходные протоколы этих функций? 

9. Перечислите имеющиеся в пакете меры разделимости классов. Чем они 
отличаются и какие принимают значения в случае 100% разделимости? 

10. Предложите наиболее эффективные, с Вашей точки зрения, схемы 
контролируемой классификации многозональных изображений, на 
которых преобладают следующие типы классов: а) лесная 
растительность; б) водные объекты; в) сельскохозяйственные культуры; 
г) селитебные зоны (застройка). 

11. Что такое файл расстояний? Для каких целей его можно использовать? 
12. Что такое матрица ошибок? Как по ней определить итоговую точность 

классификации? 
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