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Введение. 
 
Настоящее пособие подготовлено на основе лекций по соответствующей 

учебной дисциплине, а также по курсу «Теория и алгоритмы распознавания 
образов», читаемых автором на нескольких направлениях подготовки бакалавров 
и магистров в Московском государственном университете геодезии и 
картографии (МИИГАиК). Основное внимание здесь уделено методам и 
средствам тематической обработки космических мультиспектральных 
изображений - наиболее широко распространенному на сегодняшний день и 
постоянно совершенствующемуся типу видеоданных.   

Опыт показывает, что освоение методов и технологий обработки цифровых 
изображений, получаемых мультиспектральными съемочными системами, 
вызывает определенные трудности не только у студентов МИИГАиК, но и у ряда 
специалистов по обработке изображений, привыкших анализировать 
изображение как картинку в системе его пространственных координат. Это 
нетрудно понять: в основе современных программно-инструментальных средств 
тематической обработки лежат математические модели, существенно 
отличающиеся от тех, которые применяются при автоматизированном анализе 
изображения как сцены. Причем такие модели непосредственно связаны с 
физическими основами получения изображений, и эта связь все активнее 
используется в технологиях тематической обработки по мере развития и 
совершенствования космических съемочных систем.  

Поэтому, при всех трудностях освоения новой методологии, для 
полноценного и грамотного практического использования новых типов 
космической информации необходимо знать как физические основы получения 
видеоданных, так и математические основы алгоритмов их анализа. Случаи 
некорректного использования начинающими специалистами функций из пакетов 
тематической обработки аэрокосмических изображений, приводящие к 
получению некачественных и даже бессмысленных результатов, с которыми 
приходилось неоднократно сталкиваться автору, лишний раз подтверждают 
такую необходимость. 

В пособии рассмотрены последовательно все этапы автоматизированной 
тематической обработки аэрокосмической информации и основные алгоритмы, 
применяющиеся на каждом из этапов. С учетом различного уровня 
математической подготовки студентов, теоретическое обоснование некоторых 
методов обработки и анализа изображений изложено в сокращенном виде. В то 
же время пособие содержит ряд практических рекомендаций по применению тех 
или иных методов с учетом особенностей исходных данных и решаемой задачи. 
В связи с очень ограниченным временем изучения курса на некоторых 
специальностях, в пособии рассмотрены только наиболее часто используемые 
функции пакетов тематической обработки аэрокосмической информации.  

Поскольку практические занятия по курсу проводятся в пакете ERDAS 
Imagine, конкретные программные средства обработки изображений 
рассматриваются именно в данном пакете. Наряду с этим в необходимых случаях 
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проводятся сопоставления реализаций методов и алгоритмов в ERDAS Imagine с 
не менее распространенным в настоящее время пакетом ENVI.   

При изучении курса предполагается использование данного учебного 
пособия совместно с лабораторным практикумом по обработке многозональных 
изображений [1]. Некоторые вопросы классификации изображений в пакете 
ERDAS Imagine изложены в практикуме более подробно. Однако в нем не нашли 
отражения вопросы постклассификационной обработки, необходимой для 
создания на основе результата классификации тематической карты. Также там не 
рассмотрены не менее важные вопросы геометрической коррекции и 
географической привязки изображений. Именно поэтому в данном пособии 
подробно разобрана учебная задача по повышению качества многозонального 
изображения, а также трансформирование изображений. Этот раздел может быть 
полностью использован для проведения соответствующих практических занятий 
или выполнен студентами как самостоятельная работа. В конце каждого раздела 
пособия приводятся контрольные вопросы, которые настоятельно рекомендуется 
использовать для самоконтроля при подготовке к сдаче лабораторных работ и 
экзамена по соответствующему курсу.  

Пособие может быть использовано в соответствующих курсах подготовки 
бакалавров и магистров направления «Геодезия и дистанционное зондирование» 
профиля «Исследование природных ресурсов методами дистанционного 
зондирования». Значительная часть разделов может быть полезна  студентам 
направления «Геоинформационные системы» при изучении курса «Цифровые 
методы обработки изображений», а также студентам и аспирантам других 
специальностей, так или иначе связанных с тематической обработкой 
аэрокосмической информации.  
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1.Физические принципы получения современных комических изображений. 
Основные типы видеоданных. 

 
Использование снимков земной поверхности для составления 

топографических и тематических карт началось задолго до начала космической 
эры и появления ЭВМ. Уже с конца XIX века карты составляются на основе 
материалов аэрофотосъемки. Методология обработки и дешифрирования этого 
типа информации давно и хорошо проработана. Обновление методологии 
началось с появлением космических съемочных систем и мощных 
вычислительных комплексов.  
 Первой причиной, вызвавшей необходимость разработки новой 
методологии, было качественное и количественное увеличение 
информативности данных. Уже первые снимки из космоса дали огромное 
количество новой информации и привели к пересмотру многих концепций в 
таких направлениях, как метеорология, геология, сейсмология, 
ландшафтоведение. Но это тоже были фотоснимки, и они обрабатывались теми 
же визуально-инструментальными методами. Трудоемкость такого процесса 
затрудняла полноценное использование получаемой из космоса информации, 
ограничивала возможности решения тематических задач, особенно оперативного 
характера. 
 Второй причиной появления новой методологии обработки были 
особенности процесса получения космических изображений (далее мы также 
будем называть их данными дистанционного зондирования (ДЗ)). Съемочное 
устройство регистрирует отраженное от определенного участка земной 
поверхности солнечное излучение, которое дважды проходит через все слои 
атмосферы. Часть солнечной энергии рассеивается и поглощается газовыми и 
аэрозольными компонентами, составляющими эти слои, причем в приземном 
слое значительная часть излучения поглощается водяными парами. 

Если рассмотреть весь диапазон длин электромагнитных волн солнечного 
излучения – энергетический спектр, то оказывается, что проявление указанных 
выше эффектов не одинаково для разных его участков. На некоторых длинах 
волн атмосфера оказывается совершенно «непрозрачной», поскольку все 
излучение рассеивается или поглощается ее различными компонентами. 
Получение информативных космических изображений земной поверхности 
требует, таким образом, учета прозрачности атмосферы в разных зонах 
энергетического спектра.  

С другой стороны, отражательная способность многих объектов земной 
поверхности имеет свои особенности не только в диапазоне длин волн, который 
регистрирует человеческий глаз, но и на других участках энергетического 
спектра. Все эти факты привели к разработке принципиально новых видов 
съемочной аппаратуры, которые на сегодняшний день являются основными 
источниками космической информации для задач тематического 
картографирования. Использование таких изображений в различных 
комбинациях, совместно с картографическими и другими  прикладными 
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данными, позволяет решать неизмеримо большее число задач тематического 
картографирования, чем обычная черно-белая или даже цветная съемка. 
 Полный диапазон длин волн энергетического спектра солнечного 
излучения, в котором выполняется съемка, принято подразделять на несколько 
интервалов, соответствующих окнам «прозрачности» атмосферы. 

Оптический диапазон 0.3 – 15 мкм.  В этом диапазоне регистрируется 
солнечное излучение, отраженное от земной поверхности. Системы, 
регистрирующие такое излучение, называются системами пассивного 
зондирования. К оптическому диапазону относится видимый диапазон (0.38-
0.72 мкм) и инфракрасный диапазон (0.7-15 мкм). Заметим, что границы между 
диапазонами достаточно условны и частично перекрываются, поэтому в разных 
литературных источниках они могут немного отличаться. 

До 0.38 мкм – ультрафиолетовый диапазон; большая часть энергии в 
этом диапазоне поглощается в озоновом слое атмосферы, поэтому использование 
данного диапазона для съемки земной поверхности не эффективно.  

В инфракрасном диапазоне обычно выделяют 
- 0.7-1.5 мкм - ближний инфракрасный (используется английская 

аббревиатура NIR или русская БИК); 
- 1.5-3 мкм  - коротковолновый инфракрасный  (используется английская 

аббревиатура SWIR или русская КИК); 
- 3-8 мкм - средневолновый инфракрасный (используется английская 

аббревиатура MWIR); 
- 7-15мкм - длинноволновый инфракрасный (используется английская 

аббревиатура LWIR).   
В диапазонах 0.7-3 мкм преобладает отраженное солнечное излучение, в 

диапазонах 7-15 мкм – собственное тепловое излучение земной поверхности. 
Между 3 и 7 мкм находятся полосы интенсивного поглощения солнечной 

энергии водяными парами в атмосфере. То есть количество отраженной от 
земной поверхности солнечной энергии крайне мало, и использование этого 
диапазона для съемки неэффективно. 

Соответствие интервалов длин волн участкам определенного цвета в 
видимом диапазоне (0.4-0.7мкм), как уже было отмечено, носит условный 
характер. Здесь приводится таблица соответствия, составленная на основе  
источника [2] и, частично, личного опыта автора: 
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В коротковолновой части оптического диапазона прозрачность атмосферы 
снижается из-за молекулярного рассеяния (рассеяние Рэлея). Именно поэтому 
воздушная оболочка Земли кажется нам голубой. Коэффициент объемного 
рассеяния Рэлея описывается выражением [4] 

R=F(N,V,n,n0)/4. 
Здесь V - объем, N – число частиц в единице объема, n,n0 – показатели 

преломления частиц и среды соответственно,  - длина волны электромагнитного 
излучения.  

Поскольку коэффициент рассеяния Рэлея обратно пропорционален 4, 
изображения в сине-голубой зоне спектра (примерно до 0.45 мкм) имеют плохое 
качество (низкое отношение сигнал/шум). В этом диапазоне съемочная 
аппаратура регистрирует в основном излучение, рассеянное в атмосфере. Доля 
излучения, отраженного от земной поверхности,  незначительна. Тем не менее, 
диапазон 0.4 – 0.5 мкм используется во многих съемочных системах, поскольку 
содержит полезную информацию для ряда задач тематического 
дешифрирования.  

В оптическом диапазоне имеются также узкие участки поглощения 
солнечного излучения кислородом, аэрозолями и водяными парами. По всем 
указанным причинам большая часть современной космической аппаратуры 
дистанционного зондирования выполняет съемку земной поверхности 
одновременно в нескольких зонах энергетического спектра, которые обычно 
называют каналами (bands). Полученные при такой съемке изображения 
называют многозональными  или, иначе, мультиспектральными 
изображениями.  

Первой отечественной многозональной космической аппаратурой, 
осуществлявшей съемку в нескольких диапазонах спектра, были 
многозональные фотокамеры (МСК-4, МКФ-6). В каждом диапазоне 
получалось свое черно-белое (панхроматическое) изображение. Эти изображения 
совмещались с помощью меток-крестов и далее дешифрировались визуально-
инструментальными методами, в том числе с использованием псевдоцветных 
изображений, синтезированных на специальной аппаратуре. Использовалась 
также спектрозональная съемка на специальную двухслойную или трехслойную 
пленку с чувствительностью к определенным диапазонам длин волн. При 
космической съемке наиболее часто применялась пленка СН-10, имевшая два 
слоя, чувствительных в красной и ближней ИК зонах. При печати позитива слой, 
чувствительный в ближней ИК зоне, инвертировался в зеленый цвет. В силу 
спектральных отражательных свойств растительного покрова, которые будут 
рассмотрены ниже,  такие изображения напоминали обычные цветные снимки, 
но без голубых оттенков.  

В середине 60-х годов XX века появились сканирующие радиометры – 
системы на фотоэлементах, позволяющие получать изображения сразу в 
цифровом виде. Сначала появились оптико-механические сканеры, затем ПЗС-
линейки и ПЗС-матрицы (ПЗС - приборы с зарядовой связью). Одновременно 
началось интенсивное развитие цифровых методов обработки. Идеология этих 
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методов основана на математических моделях, которые существенно отличаются 
от математических моделей, используемых при обработке черно-белых 
(панхроматических) снимков и телевизионных изображений.   

Ближе к концу 20-го века для получения видеоинформации стали 
использовать радиолокацию – так называемые системы активного зондирования. 
Эти системы генерируют сигнал в диапазоне длин волн 1мм-1м 
(радиодиапазоне) и затем регистрируют посланный ими сигнал, отраженный от 
земной поверхности. Основным различающим признаком на 
радиолокационных изображениях является «шероховатость» поверхности.   
Несмотря на меньшую информативность в целом, радиолокационные 
изображения, с одной стороны, частично восполняют потерю данных в условиях 
облачности, с другой – позволяют решать и некоторые специфические задачи, 
где сам физический принцип радиолокационной съемки более удобен для 
построения математической модели изучаемого явления. 

Гиперспектральные изображения – новый и наиболее перспективный 
вид многозональных изображений, получаемых одновременно в большом 
количестве узких зон спектра. Гиперспектральная съемка позволяет наиболее 
точно описывать отражательную способность объектов земной поверхности в 
зависимости от длины волны, что значительно расширяет возможности 
прикладного дешифрирования. Однако полноценное использование таких 
данных требует специальных методов обработки и анализа. При 
гиперспектральной съемке существенно возрастают требования к калибровке 
аппаратуры, предварительной обработке и учету влияния атмосферы. Кроме 
того, использование одновременно всех каналов гиперспектрометра не всегда 
эффективно. Для решения многих задач требуется относительно небольшое 
число каналов, но методика их отбора представляет собой отдельную задачу, 
иногда весьма непростую.  
 Таким образом, в настоящее время имеется  большое количество 
разнообразных типов видеоинформации, пригодных для решения задач 
тематического картографирования. Все они могут быть представлены в 
цифровой форме с помощью тех или иных технических средств. Сразу скажем, 
что информативность различных типов изображений для разных задач не 
одинакова. Но космическая информация на сегодняшний день – самая 
распространенная, и с каждым годом количество космических съемочных систем 
растет. Во-первых, она позволяет охватывать большие территории, в том числе, 
труднодоступные, во-вторых, поступает с определенной периодичностью. 
Однако если территория покрыта облачностью, приходится чем-то дополнять эти 
данные, например, аэросъемкой или радиолокационной съемкой. 
 

Контрольные вопросы. 
 

1. Перечислите основные типы современных космических изображений. 
2. Какое излучение преобладает в сигнале, регистрируемом съемочной аппаратурой в 
диапазоне длин волн до 0.5 мкм? 
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2. Почему из космоса трудно получить качественное изображение в естественных для 
человеческого глаза цветах? 
3. Какой диапазон длин волн энергетического спектра относится: 1) к видимому; 2) к 
ближнему ИК диапазону? 
4. В каком диапазоне длин волн регистрируется собственное тепловое излучение земной 
поверхности? 
5. Чем отличаются гиперспектральные изображения от мультиспектральных? 
6. Каковы преимущества радиолокационной съемки? 
 

 
2. Космические съемочные системы, основные направления их 

использования. Целевые космические программы. 
 
К настоящему времени уже сложилась определенная система разработки и 

эксплуатации средств дистанционного зондирования, то есть определились 
основные направления использования космических снимков и требования к их 
характеристикам в каждом из этих направлений [12]. Основными такими 
характеристиками являются пространственное, радиометрическое, 
спектральное и временное разрешение видеоданных. 

Пространственное разрешение. Каждое цифровое изображение 
представляет собой матрицу определенного размера. Элемент этой матрицы – 
пиксель – отображает площадку на земной поверхности размером xy м. 
Обычно эта площадка приближенно считается квадратной, и в качестве 
пространственного разрешения принимается линейный размер стороны такого 
квадрата. Пространственное разрешение определяет детальность сцены на 
земной поверхности и точность, с которой по данному изображению можно 
определить границы картографируемых объектов. При разном пространственном 
разрешении изобразительные характеристики изучаемых объектов земной 
поверхности также могут отличаться, поэтому для каждого типа задач требуется 
выбор подходящего пространственного разрешения. 

Радиометрическое разрешение изображения определяется диапазоном 
возможных значений каждого пикселя. Чаще всего пиксель представляется 
одним байтом информации. То есть яркость в этом случае может принимать 
значения от 0 до 255. В новейших системах пиксель иногда представляется 
двумя и более байтами, что, естественно, повышает информативность данных. 
Ненулевой диапазон значений яркости называют динамическим диапазоном.   

Спектральное разрешение является специфической (и очень важной) 
характеристикой именно многозональных съемочных систем. Это число, 
положение и ширина  спектральных диапазонов съемки (каналов).  

Почему мы отличаем объекты по цвету? Потому что в видимом диапазоне 
они отражают разное количество падающего на них  излучения на разных длинах 
волн. Это имеет место и для всех остальных диапазонов энергетического 
спектра. 

Зависимость отраженной солнечной энергии от длины волны обычно 
называют спектральной отражательной способностью объекта (английское 
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reflectance) На рис.1 показана такая зависимость для основных типов объектов 
земной поверхности в диапазоне длин волн 0.4-2.9 мкм (400-2900 нм). Значения 
функции выражены в коэффициентах отражения – отношении количества  

 

 
 

Рис.1. Спектры отражения представителей основных типов объектов земной 
поверхности. Спектральная библиотека ASTER из блока спектрального анализа  

пакета ERDAS Imagine. 
 

отраженного излучения к падающему на единицу площади. Эту величину 
называют также спектральным альбедо. 

Для разновидностей объектов, приведенных на рис.1,  спектральная 
отражательная способность может отличаться в деталях, однако общий характер 
зависимости для каждой из представленных групп сохраняется. По этим 
графикам нетрудно определить, в каких зонах спектра представленные группы 
объектов будут лучше всего различаться по яркости.  

Из графика видно, что в видимом диапазоне вегетирующая растительность 
имеет максимум в зеленой зоне (550 нм), а в красной (670 нм) минимум. Это 
обусловлено особенностями поглощения солнечной энергии хлорофиллом. В 
видимом диапазоне отражательные свойства растительности обусловлены 
пигментацией листьев, а в инфракрасной – структурой растительной клетки [4].   
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Почвы и асфальтовые покрытия имеют спектр отражения, монотонно 
возрастающий от коротковолнового диапазона к ИК. Высота и крутизна графика 
на этом участке зависят от химического состава вещества и содержания влаги.  
Точку максимума первой производной от функции спектрального альбедо 
растительности на участке перехода из красной в ИК область часто называют 
«красным порогом» или «красным краем»  - Red edge. 

Вода имеет самую низкую отражательную способность относительно всех 
остальных типов объектов в ближнем ИК диапазоне, поэтому  в этом диапазоне 
лучше всего дешифрируются границы водных объектов.   

Точно определить спектральное альбедо объекта можно только на земной 
поверхности. Датчик аппаратуры, установленной на спутнике, регистрирует не 
только излучение, дошедшее от земной поверхности, но и излучение, рассеянное 
в атмосфере (рис.2). То есть яркость объекта, зарегистрированная съемочной 
аппаратурой, включает две компоненты: 

b()=bg()+bs(), 
где bg() – излучение, дошедшее от земной поверхности (стрелка «а» на рис.2), 
bs() – излучение, рассеянное в атмосфере. Последнее включает, в том числе, 
излучение, не дошедшее до поверхности Земли (стрелка «б» на рис.2), и 
излучение, рассеянное в атмосфере после отражения от земной поверхности – 
так называемое вторичное рассеяние (стрелка «в» на рис.2). 
 

 
 

 
Рис.2. Схема переноса излучения, регистрируемого космической 

съемочной аппаратурой. 
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Необходимость приведения значений спектральной яркости к 
коэффициентам отражения требует расчета величины  bs() на основе 
подходящей по условиям съемки модели переноса излучения. Процедуру 
пересчета спектральных яркостей к коэффициентам отражения обычно называют 
атмосферной коррекцией. Наиболее популярным программно-
инструментальным средством для решения этой задачи является уже 
упомянутый выше пакет MODTRAN (США) – результат двадцатилетней работы 
группы исследователей по анализу и кластеризации возможных состояний 
атмосферы для разных широт и периодов съемки. 

При решении задач тематического картографирования по отдельным 
мультиспектральным изображениям атмосферная коррекция обычно не 
требуется, поскольку яркости в широких спектральных каналах (при 
качественной калибровке аппаратуры) можно считать приблизительно 
пропорциональными спектральному альбедо. Тематическая классификация 
объектов выполняется по их относительным значениям яркости в используемых 
каналах.  

Яркость объекта на сером полутоновом (панхроматическом) изображении 
определяется интегральным коэффициентом отражения во всем видимом 
диапазоне. Отсюда нетрудно понять, какие преимущества имеет многозональная 
съемка даже для визуального тематического дешифрирования. При наличии трех 
спектральных зон (каналов) мы можем с помощью RGB-синтеза получить 
«псевдоцветное» изображение. Если компоненты RED, GREEN, BLUE 
соответствуют красному, зеленому и голубому каналам, то мы получаем 
изображение в естественных цветах. Но, как уже говорилось выше, космические 
изображения в голубой зоне содержат меньше всего информации, дошедшей от 
земной поверхности, и привычная для нашего глаза цветная картинка 
оказывается далеко не самой информативной. При большом количестве каналов 
можно получать самые разнообразные цветовые комбинации, отражающие те 
или иные особенности дешифрируемых объектов. Еще более эффективный 
результат дают в этом случае  автоматические методы обработки. 

Временное разрешение – периодичность получения информации. Для 
разных типов задач существуют разные требования к частоте обновления 
данных. Так для обнаружения и контроля быстропротекающих процессов 
требуется высокая частота обновления, а для ландшафтного картографирования 
периодичность поступления информации практически не имеет значения. 

В соответствии с введенными выше характеристиками космических 
изображений рассмотрим некоторые типы спутниковых съемочных систем, 
ориентированные на решение определенных задач. В настоящее время эти 
системы разрабатываются и запускаются в рамках целевых программ 
космических исследований Земли и околоземного пространства [12].  

Физика атмосферы, метеорология и климатология – первые направления, 
где космические изображения стали систематически применяться для 
исследования характера атмосферной циркуляции по ее проявлению в структуре 
облачного покрова. Решение таких задач выполняется по изображениям с 
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наиболее низким пространственным разрешением (5-10 км). Наблюдения за 
суточной динамикой облачности, обеспечивающие глобальный прогноз погоды, 
осуществляются с метеорологических спутников Meteosat, Goes с 
периодичностью 1 час.  

Панхроматические и мультиспектральные изображения с 
пространственным разрешением от 800 м до 1.2 км, с периодичностью приема 1 
сутки, обеспечивают решение региональных метеорологических задач, 
определение температуры и биопродуктивности океана, наблюдения за 
циркуляцией океанических вод, наблюдения за загрязнением поверхности 
океана, изучение динамики морских льдов и снежного покрова равнин. При 
тематическом картографировании космические фотоснимки с таким 
разрешением используются для ландшафтно-геоботанического районирования 
территорий. Получение изображений обеспечивается аппаратурой, 
установленной на спутниках «Метеор», «Метеор-Природа»(МСУ-М), «Океан» 
(МСУ-М),  NOAA(AVHRR), Terra(MODIS), Nimbus(CZCS), Spot-4, Spot-5 
(Vegetation). Среди перечисленных типов аппаратуры следует особо отметить 
гиперспектральную систему MODIS. Наличие нескольких тепловых 
спектральных диапазонов и короткий период обновления информации 
позволяют использовать эти данные для обнаружения и мониторинга лесных 
пожаров, в частности, на территории РФ. По данным с аппаратуры MODIS 
выполняются также оценки общей биомассы суши (построение карт 
вегетационного индекса) в исследованиях глобального углеродного цикла.  

Многозональные изображения с пространственным разрешением 100-200 м 
и периодичностью приема 1 неделя применяются для решения задач 
гидрологического прогнозирования (динамика снежного покрова в горах, 
ледовый покров внутренних водоемов), некоторых экологических задач 
(загрязнение снега вокруг городов, оценка состояния пастбищ), для природно-
ландшафтного районирования и составления мелкомасштабных ландшафтно-
экологических карт. Соответствующая аппаратура установлена на спутниках 
«Метеор-Природа» (МСУ-С), спутниках серии «Ресурс» (МСУ-СК),  IRS(WIFS). 

Для тематического картографирования суши и решения ресурсно-
экологических задач  наибольший интерес представляют многозональные 
изображения высокого разрешения (1-100 м). Именно этот тип космической 
информации преобладает в последнее десятилетие и будет использоваться в 
перспективе.  

Основными поставщиками такой информации являются организации и 
компании, которые либо непосредственно являются владельцами 
соответствующих космических аппаратов, либо имеют эксклюзивное право на 
прием и распространение определенных типов данных ДЗ. Среди них 
«ветеранами» космических исследований являются федеральное космическое 
агенство NASA (США),  компания SpotImage (Франция), Российское 
федеральное космическое агенство (Роскосмос). В последние годы в 
исследования Земли из космоса активно включился Департамент космических 
исследований Индии, а также Япония (космическое агенство JAXA) и, при 
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поддержке компании SpotImage,  Тайвань и Южная Корея. Собственный спутник 
с аппаратурой ДЗ был запущен в августе 2011 года Украиной («Сич-2»). 

Практически все спутники – носители аппаратуры ДЗ - выводятся на 
солнечно-синхронную орбиту, обеспечивающую стабильные геометрические 
условия освещенности снимаемой территории.   

Типичный набор данных с аппаратуры ДЗ, установленной на ресурсных 
спутниках, включает:  

- мультиспектральные изображения в трех и более каналах видимого и 
инфракрасного диапазонов; 

- панхроматические изображения в видимом диапазоне (иногда 
захватывающем частично ближний ИК).  

Панхроматические изображения имеют обычно более высокое 
пространственное разрешение, чем мультиспектральные. Это обусловлено тем, 
что панхроматическая аппаратура регистрирует значительно большее количество 
излучения, чем мультиспектральная в каждом отдельном канале, что позволяет 
обеспечить более высокое отношение сигнал/шум и, следовательно, более 
высокую детальность изображения.  

С использованием панхроматического изображения, полученного 
синхронно с мультиспектральным, в пакетах тематической обработки данных ДЗ 
можно повысить пространственное разрешение мультиспектрального 
изображения. Эта процедура будет рассмотрена в соответствующем разделе.  

В видимом диапазоне спектра наиболее часто используются каналы в 
следующих диапазонах (с точностью до второго знака после запятой): 0.5-0.6 
мкм, 0.6-0.7 мкм, 0.8-0.9 мкм. В этих диапазонах выполняется съемка со 
спутников Spot-4, Spot-5 (аппаратура MS), американского спутника TERRA 
(аппаратура ASTER),  индийских спутников IRS (аппаратура LISS-3, LISS-4, 
AWiFS).  Из архивных данных (с отработавших спутников) аналогичные каналы 
имеет аппаратура МСУ-Э («Ресурс-0»), и MS (Spot-2). Аналогичная аппаратура 
установлена на отечественных спутниках «Метеор-М» №1 и «Монитор-Э», 
однако последняя уступает вышеперечисленным по пространственному 
разрешению и радиометрическому качеству изображений. 

Кроме трех указанных выше диапазонов, аппаратура на спутниках Spot-4, 
Spot-5, IRS имеет четвертый канал в ИК-диапазоне 1.55-1.7 мкм.  

Аппаратура ASTER имеет также 6 каналов в средневолновом ИК-
диапазоне (SWIR) и 5 каналов в тепловом диапазоне (TIR).  

Пространственное разрешение на пиксель перечисленных типов 
мультиспектральной аппаратуры составляет:  

- AWiFS (IRS-P6), МСУ-Э, «Метеор-М» №1, «Монитор-Э»,   - 50-70м; 
- Liss-3 (IRS-P6) – 23.5 м; 
- MS (Spot-4,Spot-5) – 20 м; 
- ASTER – 15 м; 
- LISS-4 (IRS-P6) – 6 м. 
Пространственное разрешение аппаратуры ASTER в диапазонах SWIR и 

TIR составляет 30 и 90 м на пиксель соответственно.  
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Панхроматический канал на Spot-4 имеет разрешение 10 м на пиксель, на 
Spot-5 – 5-2.5 м на пиксель. 

Мультиспектральная аппаратура, установленная на отечественном 
спутнике «Ресурс-ДК», осуществляла съемку в диапазонах 0.5-0.6, 0.6-0.7, 0.7-0.8 
мкм. Пространственное разрешение изображений 2-4 м на пиксель. К 
сожалению, аппаратура закончила свою работу и данные с нее можно получить 
только из архивов. Функционирующий панхроматический канал имеет 
разрешение около 1 м на пиксель. 

Наиболее популярна, благодаря широкой полосе охвата (188 км), 
аппаратура ETM+, установленная на спутнике Landsat-7 (NASA). Она имеет 
каналы:  0.45-0.52 мкм, 0.53-0.61 мкм, 0.63-0.69 мкм, 0.77-0.88 мкм, 1.55-1.75 
мкм, 2.09-2.35 мкм, 10.4-12.5 мкм. Пространственное разрешение аппаратуры – 
30 м на пиксель (в диапазоне 10.4-12.5 мкм – 60 м). Панхроматический канал 
имеет разрешение 15 м на пиксель.    

Перечисленные типы аппаратуры имеют временное разрешение 
(периодичность съемки) от месяца до 5 дней. Многие типы аппаратуры (за 
исключением IRS-P6 и Landsat-7) позволяют получать стереопары для 
построения цифровых моделей рельефа.  

Поставщиками наиболее современных, высококачественных материалов 
ДЗ в настоящее время являются американские частные компании DigitalGlobe, 
OrbImage, GeoEye.  

Аппаратура, установленная на спутнике QUICKBIRD (DigitalGlobe) имеет 
каналы 0.45-0.52 мкм, 0.52-0.6 мкм,  0.63-0.69 мкм, 0.76-0.9 мкм с 
пространственным разрешением 2.44 м на пиксель. Панхроматический канал 
имеет пространственное разрешение 61 см на пиксель. Благодаря возможности 
съемки с отклонением от надира в 45 аппаратура имеет достаточно широкую 
для такого пространственного разрешения полосу охвата (16.5 км). Аналогичная 
по спектральному разрешению аппаратура, установленная на спутнике OrbView-
3 (OrbImage), имеет пространственное разрешение на пиксель 4м и 1 м 
соответственно, но меньшую полосу охвата (8 км). Аппаратура, установленная 
на спутнике IKONOS (GeoEye), имеет аналогичные OrbView-3 каналы и 
пространственное разрешение, но несколько большую полосу охвата (11 км).  

Мультиспектральная аппаратура, установленная на спутнике WordView-2 
(DigitalGlobe), имеет каналы (мкм): 0,40–0,45 (фиолетовый - coastal); 0,45–
0,51(синий); 0,51–0,58 (зеленый): 0,585–0,625 (желтый); 0,63–0,69 (красный); 
0,63–0,69 (крайний красный - red-edge); 0,77–0,895 (ближний ИК-1); 0,86–1,04 
(ближний ИК-2). Пространственное разрешение аппаратуры 1.84 м на пиксель. 
Пространственное разрешение панхроматического канала – 46 см на пиксель. 
Ширина полосы охвата 16.4 км.  

Все эти спутники позволяют получать стереопары с одного витка, что 
обеспечивает возможность построения высокоточных цифровых моделей 
рельефа. 

В конце 2000г. NASA вывело на орбиту спутник EO-1, на котором 
установлен первый космический гиперспектрометр Hyperion, выполняющий 
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съемку в 220 каналах диапазона 0.42 – 2.4 мкм. Пространственное разрешение 
аппаратуры 30 м на пиксель. Одновременно  с Hyperion выполняется съемка 
мультиспектральной аппаратурой ALI в девяти каналах аналогичного диапазона. 
Плоскость орбиты EO-1 совпадает с плоскостью орбиты Landsat-7, что 
обеспечивает возможность совместного анализа всех трех указанных типов 
данных. К сожалению, информация с EO-1 практически не доступна 
отечественному потребителю, однако существует реальная перспектива 
получения в ближайшем будущем гиперспектральных снимков с отечественной 
космической аппаратуры ДЗЗ.  Летом 2012 г. был выведен на орбиту спутник 
МКА ФКИ (малый космический аппарат для фундаментальных космических 
исследований). На нем установлен отечественный экспериментальный 
гиперспектрометр, имеющий 149 каналов в диапазоне длин волн 0.4-1 мкм. 
Изображения, полученные с этой гиперспектральной камеры, практически не 
уступают по качеству зарубежным аналогам. Однако, как уже говорилось выше, 
ее практическое использование требует решения вопросов, связанных с 
орбитальной калибровкой и атмосферной коррекцией. 

 
Контрольные вопросы. 

 
1. Перечислите основные характеристики современных космических видеоданных.  
2. Что называется динамическим диапазоном изображения? 
3. По графикам с рис.1 определите, в каких диапазонах длин волн лучше всего 
дешифрировать: 1) водные объекты; 2) почвы; 3) растительность.  
4. Какие диапазоны длин волн наиболее часто используются при мультиспектральной съемке и 
почему? 
5. Почему пространственное разрешение у панхроматических снимков обычно выше, чем у 
мультиспектральных? 
6. Почему большая часть космических носителей аппаратуры ДЗ имеет солнечно-синхронную 
орбиту? 
7. Для решения каких задач применяются снимки с пространственным разрешением 1) 800-1.2 
км; 2) 100-200 м? 
8. Каково наилучшее пространственное разрешение современных космических съемочных 
систем общего назначения 1) при мультиспектральной съемке; 2) при панхроматической 
съемке? 
 

 
3. Общая характеристика современных программно-

инструментальных средств тематической обработки аэрокосмических 
изображений. Представление цифровых изображений в пакетах 

тематической обработки. 
 

При тематическом картографировании обычно используются не только 
снимки, но и целый набор сопутствующих данных. Это могут быть карты, 
бумажные или электронные, справочные экономико-географические и природно-
климатические данные, а также пространственные измерения, полученные 
другими способами, например, цифровая модель рельефа (ЦМР), данные СВЧ-
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влагомера и т.п. Часть этих данных тоже может быть представлена в растровом 
виде. Кроме того, можно использовать данные предыдущих наблюдений, 
обработанные или не обработанные, а также изображения с разных типов 
аппаратуры.  

Современные геоинформационные системы предназначены, прежде всего, 
для обработки данных двух основных типов: растрового и векторного.  

Цифровое аэрокосмическое изображение земной поверхности – это данные 
растрового типа. Поэтому пакеты тематической обработки аэрокосмических 
изображений иногда относят к ГИС растрового типа, поскольку все основные 
функции пакетов ориентированы на обработку именно этого типа данных. 
Данные векторного типа также используются, но выполняют вспомогательную 
функцию.  

Современные профессиональные пакеты тематической обработки 
аэрокосмических изображений включают весь необходимый набор процедур для 
перехода от исходного изображения к тематической карте. Практически все 
пакеты данного типа содержат основные функции современных ГИС: поддержка 
многоканальных изображений, средства отображения и манипулирования 
пространственно скоординированной информации в виде слоев, 
пространственные операции, комплексный анализ информации различных типов. 
Среди профессиональных пакетов наиболее известных на мировом рынке можно 
выделить ER Mapper (Австралия), ERDAS Imagine (США), EASY/PAGE (PCI) 
(Канада), ILVIS (Нидерланды), TNTmips (США), ENVI (США). У отечественных 
пользователей наиболее популярны пакеты ERDAS Imagine и относительно 
новый на рынке программных продуктов пакет ENVI. Используются также 
легкие настольные системы, в основном для решения небольших 
исследовательских задач – IDRISI (США), EPPLE7(США), SAGA(США), а также 
небольшой пакет MultiSpec (США), бесплатно распространяемый в Интернете.  
 Обязательные компоненты пакетов.  

1. Географическая привязка и трансформирование изображений для 
приведения их к заданной картографической проекции и системе координат.  

2. Создание цветных композиционных изображений, яркостные 
преобразования, пространственно-частотная фильтрация. 

3. Выделений областей интереса с помощью векторной графики, 
наложение масок для последующей обработки. 

4. Создание мозаик изображений. 
5. Классификация по спектральным яркостным признакам различными 

методами, средства анализа и редактирования результата. 
6. Элементы пространственного анализа - сегментация, сглаживание, 

фильтрация областей по заданным характеристикам.   
7. Элементы ГИС-анализа - послойное представление, возможности 

оверлейных операций со слоями, преобразования типов пространственных 
данных, в том числе векторно-растровое и растрово-векторное преобразования.  

Наиболее развитые пакеты, в том числе ERDAS Imagine, включают 
средства построения цифровых трехмерных моделей, средства мультимедийной 
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графики, вплоть до создания динамической модели земной поверхности и ее 
просмотра «с высоты птичьего полета».  

Хорошие коммерческие пакеты обязательно включают большое 
количество конверторов данных в наиболее распространенные форматы. 
 Основные отличия. Интерфейс пользователя, в частности, способы 
представления многозональных изображений, возможности растрового и 
векторного графических редакторов; способы и средства выделения областей 
интереса; допустимое количество растровых и векторных слоев, средства для 
выполнения оверлейных операций над ними; количество и способы реализации 
алгоритмов классификации; наличие и возможности процедур 
пространственного анализа.  

В некоторых пакетах имеются собственные оригинальные процедуры 
тематического анализа и классификации. Последние версии пакетов ERDAS 
Imagine и ENVI позволяют также выполнять анализ и тематическую обработку 
гиперспектральных изображений. Наиболее широко представлены эти функции в 
последних версиях пакета ENVI. В частности, в пакете предлагается несколько 
способов атмосферной коррекции, в том числе с использованием 
распространенного пакета MODTRAN, моделирующего процесс переноса 
излучения в атмосфере. 

Возможности разработки и подключения собственных приложений, 
написанных на языках высокого уровня, имеются практически во всех 
профессиональных пакетах, однако способы их подключения и использования не 
одинаково удобны и эффективны.  

Здесь мы будем ориентироваться на пакет ERDAS Imagine. Главным 
достоинством этого пакета является подробное руководство пользователя, 
включающее описание реализованных в пакете методов и алгоритмов, а также их 
сравнительный анализ. Это очень удобно при освоении самой методологии и 
отработке технологий автоматизированной тематической обработки. С этой 
точки зрения интерфейс пакета также наиболее удобен. Пакет ENVI больше 
ориентирован на создание эффективных производственных технологий и 
предполагает наличие у пользователя значительного объема знаний и опыта в 
области обработки и анализа аэрокосмических изображений.   

Способы представления цифровых изображений. Современные пакеты 
тематической обработки аэрокосмических изображений способны 

загружать растровые данные из файлов наиболее распространенных 
форматов, использующихся в пакетах компьютерной обработки изображений 
общего назначения. Практически все современные пакеты обработки 
аэрокосмических изображений воспринимают форматы BMP, JPEG, TIFF, PCX и 
некоторые другие, в зависимости от разработчика и версии программного 
продукта. Пакет ENVI, вышедший на рынок программных продуктов одним их 
последних, воспринимает без конвертирования большую часть форматов 
«старших» пакетов. Однако при использовании нового, неизвестного формата 
программа требует от пользователя описания этого формата в виде заголовка, 
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сохраненного в файле с расширением .hdr. Во всех остальных случаях файл 
данного формата создается автоматически. 

Пакет ERDAS Imagine имеет собственный внутренний формат 
представления изображений (.img). Файлы данного формата могут быть 
конвертированы в другие форматы, а также читаются некоторыми другими 
программами, в частности, геоинформационными продуктами линейки ArcGIS и 
настольным пакетом ArcView предыдущего поколения продуктов ESRI при 
подключении соответствующего модуля расширения. Окно редактора 
изображений Viewer предназначено в первую очередь для просмотра и 
обработки изображений, загруженных из файлов внутреннего формата. Тем не 
менее, оно имеет возможность отображать растровые данные, загруженные из 
файлов многих других форматов, но возможности выполнения каких-либо 
операций в этом случае ограничены. Для выполнения полноценной тематической 
обработки изображение необходимо сохранить в формат пакета.  Программа 
ERDAS Imagine позволяет импортировать растровые данные и в неизвестных 
форматах, при условии, что пользователю полностью известна их внутренняя 
структура. В этом случае в качестве формата входных данных используется 
формат Generic Binary и пользователь сам определяет в диалоговом окне все 
характеристики своего формата, как и в пакете ENVI.  

Основными способами представления данных в многозональных 
изображениях являются:  

BSQ (Band Sequential) – каналы записываются в виде последовательности 
отдельных изображений; 
 BIL (Band Interleaved by Line) – каждая строка изображения записывается в 
виде последовательности строк по всем каналам;  
 BIP (Band Interleaved by Pixel) – каждый пиксель изображения 
записывается в виде последовательности пикселей по всем каналам. 

В большинстве пакетов обработки аэрокосмических изображений для 
каждого типа пространственных данных (векторных и растровых) существует 
свой способ их представления. В ERDAS Imagine существует два типа растровых 
слоев  и один тип векторного слоя. Кроме них, в пакете имеются также два 
служебных слоя – растровый для отображения масок и  векторный для 
отображения областей интереса. Эти слои сохраняются только во внутренних 
форматах пакета. 

Растровые слои бывают двух типов: непрерывные (continuous) и 
тематические (thematic).  

Непрерывные слои представляют собой матрицы пикселей, значениями 
которых являются любые действительные числа - результаты измерений или 
расчетов. То есть каждому участку земной поверхности, отображаемому 
определенным пикселем, сопоставляется некоторая численная характеристика. 
Если слой представляет собой снимок, полученный в какой-либо зоне 
энергетического спектра, то численная характеристика – это нормированная к  
определенной шкале яркость объекта в данной зоне спектра. Данные в таких 
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слоях могут быть любых форматов, которые допускаются в ЭВМ для 
представления числовых данных. 

Тематические слои представляют собой растровые тематические карты, где 
значение каждого пикселя – это идентификатор определенного класса объектов 
земной поверхности, то есть целое число. Например: 1-вода, 2-лес, 3-травянистая 
растительность и т.п. Расшифровка идентификаторов классов может быть 
описана в таблице атрибутов тематического слоя.  

В соответствии с особенностями организации этих двух типов 
изображений, существуют операции, которые можно выполнять только над 
непрерывными и только над тематическими слоями.  

В качестве основного векторного формата в ERDAS Imagine используется 
формат покрытий ГИС-пакета ARC/INFO (разработка компании ESRI). В 
последних версиях допускается непосредственное использование (без 
предварительного импорта) некоторых других форматов.  Как уже говорилось,  
возможности выполнения операций над векторными слоями в ERDAS Imagine 
ограничены; эти слои выполняют в основном вспомогательные функции. 
Например, они могут быть использованы при оверлейном ГИС-анализе или 
картографической привязке изображений. 

Под служебными слоями подразумеваются слои, которые создаются в 
процессе анализа изображений и имеют собственные внутренние форматы. Их 
можно сохранять для дальнейшей работы в пакете, но не все из них могут быть 
конвертированы в другие форматы. К ним относится слой AOI – векторная 
графика для описания областей интереса (масок или эталонов тематических 
классов), а также растровые «сигнальные» или «масочные» слои, которые 
используются в процедурах анализа мультиспектральных данных [1].  
 

Контрольные вопросы. 
 

1. Перечислите основные функции современных пакетов тематической обработки 
аэрокосмических изображений. 
2. Опишите три основных способа представления мультиспектральных изображений. 
3. Что подразумевается в ERDAS Imagine под непрерывными и тематическими слоями? 
4. Можно ли использовать в пакетах ERDAS Imagine и ENVI неизвестные форматы 
изображений и как это можно реализовать? 

 
 
 

4. Основные этапы автоматизированной тематической обработки цифровых 
видеоданных. 

 
Применение аэрокосмической видеоинформации в различных 

направлениях тематического картографирования имеет свои особенности и 
ограничения. Соответственно, технологии обработки и анализа космических 
изображений для решения разных задач могут сильно отличаться даже в одной 
предметной области. Тем не менее, многие этапы существующих технологий 
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могут быть полностью или частично автоматизированы с использованием уже 
известных алгоритмов обработки изображений и методов тематической 
классификации. Именно эти общие принципы организации технологий легли в 
основу конфигураций современных инструментально-программных средств 
обработки и анализа данных аэрокосмических изображений. 

В современной методологии тематического анализа аэрокосмической 
информации можно условно выделить два основных подхода:  

1) количественный;            
2) визуально-интерактивный.  
Количественный подход [4] был изначально нацелен на цифровую 

(компьютерную) обработку видеоданных для получения точных и объективных 
количественных характеристик  изучаемых объектов или процессов. Анализ в 
этой методологии применяется к каждому отдельному пикселю изображения, что 
обеспечивает более точный и объективный результат решения задачи. 
Некоторые из таких задач базируются на расчетных физических моделях и 
комплексных синхронных измерениях необходимых параметров, либо в 
процессе проведения подспутниковых экспериментов, либо с использованием 
бортовой аппаратуры соответствующего назначения. Одной из таких задач 
является, например, мониторинг лесных пожаров. 

Визуально-интерактивные технологии используют традиционную 
методологию визуально-инструментального дешифрирования. Она основывается 
на анализе изобразительных характеристик территории, которые чаще всего 
являются косвенными признаками (индикаторами) изучаемых процессов и 
явлений. Появление специализированных инструментально-программных 
пакетов для обработки аэрокосмической информации позволило 
автоматизировать отдельные этапы визуального дешифрирования, но выделение 
объектов исследования по-прежнему выполняется в интерактивном режиме 
специалистом в конкретной предметной области.   

В ряде направлений тематического картографирования используются оба 
подхода, комплексно или параллельно. В любом случае автоматические методы 
обработки видеоданных позволяют получать более объективные, а при 
надежных дешифровочных признаках – и более достоверные результаты 
тематического анализа изображений. 

Независимо от того, какой подход преобладает в конкретном прикладном 
направлении, процесс тематической обработки видеоинформации можно разбить 
на ряд этапов, общих для всех современных автоматизированных технологий. 

1. Радиометрические процедуры. Сюда относятся процедуры исправления 
искажений, обусловленных особенностями съемочной аппаратуры и внешними 
условиями съемки.  

Устранение шумов, внесенных системами получения, записи и передачи 
данных; преобразование значений данных в физические единицы – это 
радиометрическая коррекция (учет внутренних факторов).  

Внесение поправок на изменения освещенности, топографии, атмосферных 
условий – это радиационная коррекция (учет внешних факторов). 
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Основная часть радиометрических преобразований выполняется в центрах 
приема и сбора информации (так называемая межотраслевая обработка). Но 
специалисты по прикладному дешифрированию в некоторых случаях выполняют 
ее сами. Иногда это обусловлено экономическими соображениями, иногда – 
специфическими требованиями к предобработке в конкретной прикладной 
задаче.  Во многих пакетах тематической обработки имеются процедуры 
радиометрической коррекции изображений с наиболее распространенных типов 
аппаратуры. 

2. Геометрические преобразования. К данной группе процедур относятся 
два типа преобразований:  

1) устранение систематических искажений, обусловленных 
характеристиками датчика или бортовой платформы;  

2) геометрические преобразования, обеспечивающие приведение 
видеоданных к требуемой системе координат.  

Первый тип геометрических преобразований можно также отнести к 
процедурам предварительной обработки. Чаще всего необходимость таких 
преобразований обусловлена изменением пространственного разрешения или 
смещением пикселей по строке или по направлению полета.  Второй тип 
геометрических преобразований необходим, например, при составлении мозаик 
изображений или при визуально-инструментальном дешифрировании больших 
участков территории. Если же в процессе тематического дешифрирования 
используется классификация по спектральным признакам, то геометрические 
преобразования лучше выполнять после тематической обработки изображения. 
При трансформировании изображения пересчет значений пикселей к узлам 
прямоугольной сетки в новой системе координат может привести к 
непредсказуемому искажению спектральных характеристик объектов. Такая 
последовательность процедур обычно применяется во всех задачах, решаемых на 
основе уже упомянутого количественного подхода. Но если в процессе анализа 
используются данные наземных обследований или материалы разновременной 
съемки, приведение видеоданных к требуемой системе координат выполняется 
до начала тематической обработки для точной пространственной привязки этих 
данных к изображению. 

3. Визуально-интерактивный анализ данных. Основной задачей визуально-
интерактивного анализа является выделение дешифровочных признаков 
объектов и оценка информативности данных конкретного типа для поставленной 
задачи.  

При обработке многозональной информации этот процесс включает:  
1) представление изображения в псевдоцветах с использованием RGB-

композиций различных каналов;  
2) исследование корреляции между каналами и выбор наиболее 

информативных каналов для решения поставленной задачи;  
3) анализ главных компонент (ортогональное преобразование исходного 

набора каналов); выбор комбинаций каналов, в которых объекты исследования 
наиболее контрастны или же наиболее полно описывают физические 
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взаимосвязи спектральных отражательных свойств объектов с исследуемыми 
параметрами. 

 При визуально-интерактивном дешифрировании в процессе анализа 
видеоданных дополнительно используются процедуры препарирования 
изображений, улучшающие их изобразительные характеристики и 
подчеркивающие интересующие дешифровщика детали. Для этих целей 
выполняются поднятие контраста, различные виды высокочастотной и 
низкочастотной фильтрации.  

При количественном подходе к процедурам предварительного визуально-
интерактивного анализа можно также отнести:  

1) исследование спектральных отражательных свойств объектов, их 
изменчивости в зависимости от радиационных, метеорологических и других 
внешних условий получения видеоданных;  

2) построение комбинаций каналов (индексов), инвариантных к условиям 
освещенности или функционально взаимосвязанных с физической моделью 
изучаемого объекта (процесса); здесь чаще всего используются отношения и/или 
разности каналов.  

Кроме того, в зависимости от цели тематического анализа 
аэрокосмических изображений могут потребоваться дополнительные процедуры 
обработки исходных изображений. Например, для ряда задач ресурсно-
экологического мониторинга на этапе визуально-интерактивного анализа 
выполняется ландшафтно-геоботаническое районирование территории – 
выделение природно-территориальных комплексов, в пределах которых 
определенные дешифровочные признаки надежно отражают  особенности 
изучаемой территории. Обычно для этой цели используются обзорные 
космические снимки масштаба 1 : 1 000 000 и мельче. Для обзорного анализа 
создаются композиции (мозаики) из нескольких изображений на обследуемую 
территорию.  

Конечным результатом предварительного визуального анализа является  
формирование общей схемы тематического дешифрирования видеоданных.  
Здесь определяется возможность полной или частичной автоматизации процесса 
обработки, перечень исходных данных и автоматических процедур, 
необходимых для ее выполнения.     

4. Статистический анализ данных. Наибольшее значение статистический 
анализ видеоданных имеет в количественном подходе. На его основе 
формируется технология тематической классификации, определяется перечень 
классов, надежно разделяющихся автоматическими методами, и выбираются 
методы автоматической классификации, обеспечивающие наиболее 
качественный итоговый результат. 

К процедурам статистического анализа относятся: 
- анализ гистограмм изображения по каналам; 
- при работе с многозональными изображениями анализ диаграмм 

рассеяния значений пикселей в многомерном пространстве яркостей, изучение 
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взаимного положения образов исследуемых объектов в отдельных динамических 
диапазонах и многомерном пространстве яркостей.  

5. Тематическая классификация. Под тематической классификацией 
подразумевается преобразование исходного изображения в тематический слой, 
где каждому пикселю исходного изображения сопоставлен  индекс, 
соответствующий определенной категории объектов земной поверхности. Это 
тематический слой путем последующего редактирования и сегментации может 
быть доведен до тематической карты. 

Составление тематической карты в визуально-интерактивном режиме 
состоит в прослеживании линейных и оконтуривании площадных объектов, 
после чего каждому пикселю в пределах линии или контура приписывается 
соответствующий индекс. Однако такой процесс очень трудоемок и при 
выполнении любых количественных (например, площадных) оценок, не 
гарантирует необходимой точности и, главное, объективности результата. У 
каждого дешифровщика свое индивидуальное восприятие цвета, тона и, 
возможно, своя система описательных признаков. Поэтому даже в традиционных 
методологиях дешифрирования все чаще используются автоматические методы 
классификации изображений, хотя бы в качестве промежуточных или 
вспомогательных средств анализа.  

При тематической обработке на основе количественного подхода 
автоматическая классификация изображений является основным способом 
получения тематической карты.  

Сложившаяся методология автоматической классификации, 
представленная во всех современных пакетах обработки данных дистанционного 
зондирования, включает неконтролируемую классификацию (без обучения) и 
контролируемую классификацию (с обучением).  

Неконтролируемая классификация часто используется на этапе 
предварительного визуально-интерактивного анализа. Данная процедура 
автоматически разбивает изображение по яркостным признакам на заданное 
пользователем количество классов. При этом, однако, классы никак не связаны с 
конкретными объектами на изображении. Но по тому, как полученные классы 
легли на реальные объекты, можно оценить количество тематических классов, 
разделяющихся на изображении по спектральным яркостным признакам, и 
определить пространственную локализацию этих классов на изображении.  

Если на территорию отсутствуют данные наземных обследований или 
достоверные картографические материалы, интерпретация и группировка 
выделенных классов по их отражательным свойствам и характеру 
пространственной локализации – практически единственный способ получения 
тематической карты. На основе такой карты-гипотезы в дальнейшем могут 
планироваться необходимые наземные или дополнительные дистанционные 
обследования изучаемой территории.  

Контролируемая классификация выполняется при наличии эталонов, 
достоверно характеризующих дешифровочные признаки тематических классов. 
При выполнении классификации с обучением точность классификации (то есть 
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надежность отнесения пикселей к нужным категориям) во многом зависит от 
качества подготовки обучающих данных. Это усложняет интерактивный режим и 
предъявляет более высокие требования к подготовке самого аналитика данных. 
Тем не менее, решение целого ряда задач ресурсно-экологического 
картографирования может быть обеспечено только методами классификации с 
обучением. 

6. Интерпретация и представление результатов тематической 
классификации. В современных технологиях для представления результатов 
тематической обработки космических изображений используются средства 
топологического пространственного анализа, который называют ГИС-анализом. 
К топологическим отношениям между объектами, которые используются при 
ГИС-анализе, относятся примыкание, вложенность, пересечение и некоторые 
другие. 

 При решении задач локального характера (например, при мониторинге 
лесных пожаров), результаты обычно отображаются на уже существующей 
электронной карте. В этом случае единственной промежуточной процедурой 
является трансформирование обработанного изображения в необходимую 
картографическую проекцию. 

При сплошной классификации пикселей изображения процесс перехода от 
начального результата классификации к тематической карте может включать 
несколько этапов, в том числе:  

- интерактивную локальную переиндексацию пикселей с целью устранения 
ошибок классификации; 

- локальную или общую группировку некоторых исходных классов, если 
требуемая тематическая категория описывается комплексом индикационных 
признаков; 

- сегментацию изображения по индексам тематических классов, то есть 
выделение связных областей, соответствующих определенным тематическим 
категориям. 

В задачах расчета пространственно распределенных количественных 
характеристик объектов интерпретация включает преобразование результата 
классификации к тематической карте по требуемым показателям. Это 
осуществляется либо путем непосредственного расчета значений по формулам 
соответствующей модели, либо с использованием оверлейного ГИС-анализа - 
совместного анализа нескольких пространственно совмещенных тематических 
слоев. Предварительно выполняется приведение всех анализируемых 
видеоданных к единой системе координат. Объединение слоев в единое 
многослойное изображение осуществляется в пакете ERDAS Imagine функцией 
Utilities->Layer Stack блока Interpreter. 
 

Контрольные вопросы. 
 

1. Чем отличаются два основных подхода к тематическому дешифрированию изображений? 
Какие функции автоматического анализа используются в каждом из подходов? 
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2. Перечислите основные этапы автоматизированной тематической обработки 
аэрокосмических изображений. 
3. Что такое радиометрическая и радиационная коррекция?  
4. Почему геометрические преобразования могут негативно отразиться на результате 
автоматической классификации по яркостным признакам? 
5. Какие процедуры автоматической обработки применяются при визуально-интерактивном 
анализе изображений. 
6. Что подразумевается под контролируемой и неконтролируемой классификацией? 
7. Какие процедуры требуется выполнить для перехода от результата классификации к 
тематической карте? 

 
 

5. Средства предварительной обработки и улучшения изобразительных 
характеристик космических изображений. 

 
Интерактивный визуальный анализ изображений - первый этап любой 

технологии тематического дешифрирования. Он необходим для оценки общей 
информативности изображения, выбора участков для тематической обработки, 
выбора наиболее информативных спектральных зон и выявления характерных 
признаков изучаемых объектов и явлений. Основными средствами 
автоматической обработки на этом этапе являются процедуры, улучшающие 
визуальное восприятие изображения и позволяющие подчеркнуть на нем детали, 
которые представляют интерес для решения задачи. Эффективность применения 
той или иной процедуры преобразования оценивается «на глаз» аналитиком 
данных. Аналогичные процедуры имеются во всех пакетах обработки 
изображений. 

При визуальном анализе изображение рассматривается как «сцена», в 
которой яркость или цвет пикселя не несут никакой физической нагрузки. 
Признаки объектов формируются на основе пространственного сочетания 
определенных значений яркости. Поэтому математические модели обработки и 
анализа сцены строятся в системе координат плоскости изображения X,Y, где 
яркость пикселя есть функция f(x,y). Для многослойных растровых изображений 
преобразования применяются к каждому отдельному слою, и уже потом каким-
либо способом комбинируются.  

Процедуры, предназначенные для улучшения визуального восприятия, 
можно условно разбить на два класса:     

 1) локальные преобразования, выполняющиеся для каждого отдельного 
пикселя независимо от его окружения;  

2) «масочные» преобразования, выполняющиеся с учетом окружения 
каждого пикселя в заданном окне (маске). 

Локальные преобразования предназначены преимущественно для того, 
чтобы сделать изображение более четким. Иногда это позволяет визуально 
обнаружить положение и границы интересующих аналитика объектов, слабо 
заметных на исходном изображении. В основе таких преобразований лежит 
анализ простейшей статистической характеристики изображения – гистограммы.  
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Гистограмма распределения яркости – это функция распределения 
яркости  G(k)=Nk/N,  где N -  общее количество пикселей изображения, Nk – 
число пикселей, имеющих яркость k, k={0,1,…,K-1}, K - максимальное 
количество уровней яркости, соответствующее радиометрическому разрешению 
изображения. 

Гистограмма распределений яркости является эффективным средством при 
обработке и анализе цифровых изображений, так как она обеспечивает нас 
информацией о распределении уровней яркости изображения, которое 
преобразуется в процессе обработки. 

Гистограммы используются, в частности, при построении мозаик из 
нескольких изображений, чтобы привести изобразительные характеристики 
совмещаемых изображений к одинаковому виду. Анализ гистограммы 
изображения полезен и в методах автоматической классификации изображений.  
 Если число пикселей на изображении или его участке, по которому 
строится гистограмма, достаточно велико, то нормированную к значению N 
функцию можно рассматривать как функцию плотности статистического 
распределения яркости p(k). То есть яркость в такой математической модели – 
это случайная величина, которая принимает значение k с вероятностью p(k).  

При обработке изображений, в частности, при классификации, часто 
используется нормальное (Гауссово) распределение.  

Плотность нормального распределения имеет вид: 
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 Если функция p(x) определена на всем интервале [-,], то 1.p(x)dx    
Из выражения (1) видно, что функция p(x) характеризуется двумя 

параметрами: средним значением m и среднеквадратическим отклонением . 
График плотности нормального распределения p(x) для одномерного случая со 
средним значением m=0 и  среднеквадратическим отклонением σ=1 показан на 
рис.3. Значения m-, m+ (обозначены вертикальными пунктирами)  

 

 
 

Рис.3. Плотность нормального распределения в одномерном случае при m=0 и 
σ=1. 
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соответствуют точкам перегиба функции p(x). Заметим, что площадь под 
графиком между двумя пунктирами (на уровне одного σ) P0.683, на уровне 2σ  
P0.845, на уровне 3σ  P0.999. В задачах классификации эти величины имеют 
большое значение при оценке ожидаемой величины ошибки классификации. 
Параметры m и  называют первым и вторым моментами распределения. 
 
 

5.1.  Методы контрастного растяжения и нелинейного квантования. 
 
 Контрастное растяжение представляет собой локальное преобразование 
исходного изображения с использованием ряда параметрических законов. 
Преобразование приводит к расширению всего яркостного диапазона 
изображения или его части, что зрительно выражается в эффекте повышения 
контраста в соответствующем диапазоне значений яркости. Оно представляет 
собой определенный закон преобразования гистограммы изображения. При этом 
если на исходном изображении используются все отсчеты динамического 
диапазона изображения, то выходное изображение будет представлено 
подмножеством отсчетов полного яркостного диапазона, взятых с некоторым 
шагом, в общем случае переменным. Гистограмма нового изображения будет 
состоять из отдельных пиков, огибающая которых будет приблизительно 
соответствовать определенному закону распределения яркости.  

И в пакете ENVI, и в пакете ERDAS Imagine функции улучшения 
визуального восприятия включены в меню главного окна изображения: меню 
Enhance в пакете ENVI, в пакете ERDAS Imagine функции Contrast и Filtering 
из меню Raster.  

Наиболее часто используются три метода контрастного растяжения: 
линеаризация (линейное растяжение), эквализация и гауссово растяжение 
гистограммы. 

Линеаризация. При линеаризации преобразование гистограммы 
изображения выполняется по линейному закону.  
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где Ix – яркость на входе, Iy – яркость на выходе, N – число бит, приходящееся на 
каждый пиксель изображения (определяется свойствами системы визуализации 
изображений), A – нижний пороговый уровень по яркости, В – верхний 
пороговый уровень. Чаще всего N=8, то есть полный радиометрический диапазон 
составляет 256 значений яркости.  
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Фактически при линеаризации динамический диапазон изображения или 
его заданная часть просто «растягивается» на полный диапазон из N отсчетов. 
Новые значения яркости берутся через равные промежутки, а сама форма 
гистограммы 
 при этом не меняется. В пакете ENVI линеаризация гистограммы предоставляет 
два возможных способа приведения диапазона яркостей выходного изображения 
в соответствие с диапазоном яркости входного изображения. В первом случае 
яркости выходного изображения полностью охватывают отведенный ему 
диапазон яркостей (т.е. A=0, B=2N-1). Второй способ предусматривает 
ограничение экстремальных значений яркости выходного изображения  
минимальным и максимальным пороговыми уровнями. Этот способ часто 
обеспечивает более высокое качество в визуальном восприятии аналитика, 
особенно если выходное изображение содержит относительно мало пикселей с 
превышением уровня ограничения (рис.4). Предусмотрено несколько 
стандартных вариантов пороговых отсечений. Например, при 2% контрастном 
линейном растяжении нижний и верхний пороговые уровни выставляются таким 
образом, что нижний пороговый уровень отсекает 2% пикселей со значением 
яркости меньше значения нижнего порога, а верхний пороговый уровень 
отсекает 2% пикселей со значением яркости больше значения верхнего порога.  
 

 
 

Рис.4. Линеаризация с регулируемыми пороговыми ограничениями в пакете 
ENVI. Изображение МСУ-Э в диапазоне 0.5-0.6 мкм: слева – исходное, справа – 

после линеаризации. 
 
Эквализация (выравнивание гистограммы). Эквализация также представляет 
собой преобразование, улучшающее зрительное восприятие изображения. 
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Программа автоматически формирует закон (таблицу) преобразования таким 
образом, чтобы гистограмма выходного изображения удовлетворяла некоторому  
наперед заданному параметрическому виду. Существует ряд распространенных 
параметрических законов распределения яркости, обеспечивающих «наилучшее» 
зрительное восприятие тех или иных видов изображений.  
 Наиболее часто используются следующие законы распределения: 
 

 равномерное -  G(k)1/2N , k={0,1,…,2N-1}, где k – значение яркости; 
 экспоненциальное -  G(k)Cexp(-Ck) , k={0,1,…,2N-1}, 
 степени 2/3  -  G(k)(1/3)k-2//2N)-1/3, k={0,1,…,2N-1},    
 гиперболическое  -  G(k)ln(2N)/k, k={0,1,…,2N-1}. 
  
Выходная гистограмма не является точной реализацией одного из 

вышеперечисленных законов распределения, а лишь его некоторой 
аппроксимацией.  Качество аппроксимации, вообще говоря, определяется 
свойствами входной гистограммы G(k): оно тем выше, чем равномернее входная 
гистограмма. 

 

 
 

Рис. 5. Результат эквализации гистограммы  участка изображения МСУ_Э, 
представленного на  рис. 4. Пакет ENVI. 

 
Исторически первым пытались аппроксимировать равномерный закон: 

G(k)=Const (рис 5). Отсюда общее название этого класса преобразований: 
эквализация – «выравнивание».  

Гауссово растяжение. Гауссово растяжение представляет собой 
преобразование распределения яркостей входного изображения путем 
аппроксимации нормальным законом распределения Гаусса (1): G(k)=N(m,). 
Кривая плотности распределения Гаусса центрируется по среднему значению 
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выходного диапазона яркости N 1m (2 1)/2  . Среднеквадратическое отклонение  
является входным параметром данной аппроксимации.  

Как видно из рис.5, процедуры эквализации гистограммы  осуществляют 
контрастное растяжение по нелинейному закону. В результате такого 
преобразования число уровней яркости в наиболее информативной части 
радиометрического диапазона изображения увеличивается, от чего подобные 
преобразования иногда называют нелинейным квантованием. 

В пакете ERDAS Imagine функции поднятия контраста предоставляют 
пользователю значительно большее количество разнообразных вариантов, чем в 
пакете ENVI. В частности, существует возможность выполнять интерактивное 
кусочно-линейное растяжение с любым числом точек излома (break-poins), 
определяемых пользователем. Окно функции кусочно-линейного преобразования 
показано на рис.6. Фактически, при достаточном количестве точек излома с 
помощью данной процедуры можно аппроксимировать любую желаемую 
функцию нелинейного растяжения и поднять контраст в тех интервалах 
радиометрического диапазона, которые наиболее интересны пользователю. 
 

 
 

Рис.6. Окно функции кусочно-линейного растяжения в ERDAS Imagine. Слева – 
исходная гистограмма,  справа – результат заданного преобразования. 

 
Данная группа методов доступна как непосредственно из меню окна 

изображения, так и из блока Interpreter (меню Radiometric Enhancement). В 
последнем случае результат обработки не отображается непосредственно в окне, 
а сохраняется на диске в виде нового файла. 
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5.2.  Низкочастотная и высокочастотная фильтрация. 
  
 Если построить яркостной профиль в одном канале изображения в любом 
заданном направлении (например, с помощью  функции Profile в пакете ERDAS 
Imagine), можно заметить, что низкой пространственной частоте сигнала 
соответствуют визуально однородные области с плавными изменениями 
яркостей, а высокой пространственной частоте - неоднородные участки с 
резкими изменениями значений яркости. Исходя из этого, под высокочастотной  
фильтрацией понимаются операции, игнорирующие плавные переходы и 
оставляющие резкие перепады яркостей, что обычно соответствует границам 
между однородными областями. При низкочастотной фильтрации, напротив, 
устраняются  резкие перепады яркости и изображение «сглаживается».  
 В операциях данного типа участвуют соседние элементы каждого пикселя. 
Процесс преобразования изображения с яркостной функцией координат f(x,y) 
осуществляется в пределах скользящего по изображению окна размером 
(2m+1)(2n+1). На каждом шаге центральный элемент окна совмещен с 
обрабатываемым пикселем, имеющим яркость f(i,j). Здесь i – счетчик строк 
изображения (по координате y), j - счетчик элементов строки (по координате x).  
 Для описания выполняемых в окне операций используется понятие маски 
– «мини-изображения», размеры которого совпадают с размерами окна. Значения 
элементов маски постоянны и могут рассматриваться как функция g(s,t), где S,T 
– система пространственных координат маски. Общее выражение для расчета 
нового значения пикселя с координатами (i,j) имеет вид: 
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где F(i,j) – новое значения пикселя,  k,l – индексы суммирования по столбцу и 
строке маски соответственно. Поскольку данное выражение представляет собой 
линейную функцию, фильтры, записывающиеся в такой форме, называют 
линейными. 

Для случая непрерывных функций f и g это выражение имело бы вид: 
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что соответствует математическому определению операции свертки, где g(s,t) – 
ядро свертки (по-английски kernel of convolution). Поэтому такие фильтры 
обычно записывают как свертку с маской H: F=f*H, где H обозначает матрицу 
размером  (2m+1)(2n+1), описывающую конкретные значения функции g. Чаще 
всего употребляются маски размером 33 (m=n=1), реже 55 (m=n=2) и 77 
(m=n=3). 

В меню Raster окна изображения (Viewer) пакета ERDAS Imagine методы 
фильтрации представлены несколькими группами: низкочастотная (smooth), 
высокочастотная (sharpen), свертка с произвольным ядром (convolution 
filtering), статистическая (к этому типу относится медианная фильтрация). 
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Непосредственно из меню Raster окна изображения доступны только фильтры с 
предопределенными масками. Результат фильтрации при закрытии изображения 
не сохраняется. В модуле Interpreter (меню Spatial Enhancement) можно 
выполнить фильтрацию с собственными настройками и сохранить ее в виде 
отдельного файла.  

Метод скользящего среднего.  Это простейший линейный низкочастотный 
фильтр, выполняющий сглаживание изображения (подавление шума). Значение 
F(i,j) определяется как среднее значение яркости по всем элементам окна. В 
соответствии с данным выше определением свертки эту операцию можно 
записать как свертку с маской размера LL, все элементы которой равны 1/L2,   
Пример шумоподавляющей маски размера 3х3: 
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В пакете ENVI используются два предопределенных фильтра сглаживания с 

размером маски 33 и 55.  
На рис. 7 показан результат применения такой сглаживающей маски размером 

33 к фрагменту изображения, представленного на рис.4.  
 

 
 

Рис.7. Низкочастотная фильтрация методом сглаживающего среднего. Слева – 
исходное изображение, справа – результат применение фильтра 33. Пакет 

ENVI. 
 
Медианная фильтрация. Метод нелинейной обработки сигналов, 

разработанный Тьюки. Этот метод оказывается полезным при подавлении 
локальных шумов (выбросов) на изображениях. Одномерный медианный фильтр 
представляет собой скользящее по строке окно, охватывающее нечетное число 
элементов изображения. Центральный элемент заменяется медианой всех 
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элементов изображения в окне. Медианой дискретной последовательности 
{a1,...,aN} для нечетного N является тот ее элемент, для которого существует (N-
1)/2 элементов, меньших или равных ему по величине, и (N-1)/2 элементов, 
больших или равных ему по величине. Следует отметить, что медианный фильтр 
в одних случаях обеспечивает подавление шума,  в других – вызывает 
нежелательное подавление сигнала. Данный фильтр подавляет импульсные 
сигналы, длительность которых составляет меньше половины ширины окна.  

Концепцию медианного фильтра легко обобщить на два измерения, применяя 
двумерное окно желаемой формы, обычно прямоугольное или близкое к 
круговому. Двумерный медианный фильтр с окном размера NN обеспечивает 
более эффективное подавление шума, чем последовательно примененные 
одномерные горизонтальный и вертикальный одномерные медианные фильтры с 
окном размера N1. Однако двумерная обработка приводит к более 
существенному подавлению сигнала. Медианную фильтрацию изображений с 
целью подавления шумов следует считать эвристическим методом и не 
применять ее вслепую. Необходимо проверять получаемые результаты,  чтобы 
убедиться в целесообразности медианной фильтрации. 

В пакете ENVI используются два предопределенных двумерных медианных 
фильтра с размером окна 33 и 55.  
 В модуле Interpreter (меню Spatial Enhancement) пакета ERDAS Imagine 
низкочастотные фильтры и медианная фильтрация объединены в функции Focal 
Analysis. Допускаются размеры окна 33, 55, 77 и произвольная форма окна. 

Фильтры обнаружения границ. Фильтрация с целью выделения границ 
основана на усилении перепадов яркости на исходном изображении путем 
линейной или нелинейной обработки. В результате получается новое 
изображение с подчеркнутыми границами. Один из наиболее простых способов 
выделения границ заключается в вычислении дискретных разностей, что 
аналогично непрерывному пространственному дифференцированию функции 
яркости изображения f(x,y). Данные способы относятся к  линейным методам 
контрастирования. В нелинейных методах выделения границ используются 
нелинейные комбинации значений яркости пикселей изображения.  

В большинстве методов ограничиваются обработкой окном размером 22 и 
33. Здесь мы рассмотрим два примера фильтров выделения границ [5]: фильтр 
Робертса и фильтр Собела. 

  Фильтр Робертса представляет собой нелинейную операцию двумерного 
дискретного дифференцирования с окном размером 22: 

 
.))],1()1,(([)]1,1(),(([),( 2/122 jifjifjifjifjiFR             (6) 

 
Фильтр Собела представляет собой нелинейную операцию дискретного 

пространственного дифференцирования с окном размера 3х3: 
 

;),( 22 YXjiFS   
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Компоненты фильтра Собела X и Y можно представить как свертку f(x,y) с 

масками Hx и Hy соответственно: X=f* Hx, Y=f* Hy. 
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Рис.8. Результат применения фильтра Собела к изображению городской 
территории: справа – исходное изображение, слева – результат операции. Пакет 

ERDAS Imagine. 
 
В пакете ENVI применяется упрощенный (линейный) фильтр Собела вида 

FS(i,j)=|X|+|Y|. 
  В пакете ERDAS Imagine в модуле Interpreter->Spatial Enhancement-

>Nondirectional Edge представлены два высокочастотных фильтра – Собела и 
Превитта. В большинстве случаев они дают близкие результаты. На рис.8 
показан результат применения фильтра Собела к панхроматическому 
изображению высокого пространственного разрешения. Заметим, что после 
очистки такой результат может быть использован для создания 
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соответствующего векторного слоя с использованием программ-векторизаторов, 
имеющихся в современных профессиональных ГИС. 
 

5.3. Анализ главных компонент. Математические основы и практическое 
использование. 

 
Анализ главных компонент (principal components - PC) в пакетах 

тематической обработки относится к средствам анализа многозональных 
(мультиспектральных) изображений. При визуально-интерактивном 
дешифрировании он используется для снижения размерности изображения, что, 
безусловно, упрощает интерактивный анализ сцены. Однако в основе 
преобразования лежит та самая математическая модель, на которой основаны 
процедуры автоматической классификации многозональных 
(мультиспектральных) изображений. Поэтому рассмотрим данную задачу более 
подробно. 
 На многозональных изображениях каждый пиксель описывается n-мерным 
вектором яркостей  
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где n – число спектральных диапазонов (каналов) многозонального изображения. 
Таким образом, здесь мы переходим от координат X,Y плоскости изображения к 
яркостным координатам, которые задают так называемое пространство 
яркостных признаков или просто пространство признаков - ПП (по-английски 
Feature Space). Множество точек, соответствующих векторам яркостей всех 
пикселей образуют в этом пространстве область статистического рассеяния.  Эта 
область в пакетах тематической обработки представляется диаграммой 
рассеяния в проекциях пространства признаков на плоскости, образуемых 
каждой парой яркостных координат.   

В пакете ERDAS Imagine по цветному представлению диаграммы 
рассеяния можно анализировать статистическое распределение яркостей на паре 
каналов. Двумерная гистограмма отображается на диаграмме рассеяния подобно 
тому, как на картах отображается рельеф местности. Для этого используется 
цветовая шкала «радуга». Красным цветом отображается максимальное 
количество точек с соответствующими значениями яркости (пики двумерной 
гистограммы), фиолетовым – минимальное количество точек. 
 Преобразование пространства яркостей к главным компонентам – это 
переход от исходной системы координат (набора каналов) к новому 
ортогональному базису. При этом первые (главные) векторы нового базиса 
соответствуют направлениям наибольшего разброса  точек в диаграмме 
рассеяния и располагаются в порядке убывания дисперсии. Таким образом, 
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векторы базиса в новой системе координат представляют собой линейные 
комбинации исходных каналов.  

Смысл метода применительно к задаче улучшения визуального восприятия 
практически тот же, что и у процедур поднятия контраста. Однако сама 
математическая задача имеет более широкую область применения, причем не 
только при анализе видеоданных. 

Метод главных компонент  является задачей факторного анализа, 
который, в свою очередь, основывается на методологии корреляционного 
анализа статистических данных [13]. Задачи корреляционного и факторного 
анализа появились значительно раньше  методологии автоматизированной 
обработки космических изображений. Этот аппарат используется в 
экспериментальных исследованиях для выявления взаимосвязей между 
измеряемыми параметрами и построения признаков-факторов, наиболее полно 
отображающих  изучаемые процессы. Часто эта процедура выполняется с целью 
снижения размерности задачи, поскольку новые «факторы» являются линейной 
комбинацией исходных параметров. Отсюда и название «факторный анализ».  

Общая постановка задачи факторного анализа. Пусть у нас есть n 
измеренных параметров, образующих в пространстве измерений базис x1,x2,...,xn. 
Требуется выбрать новый базис размерности m<n, состоящий из наиболее 
значимых факторов f1,f2,...,fm. 

Поскольку в новом базисе исходные параметры xj будут, в свою очередь, 
представлены линейными комбинациями m новых факторов, решение задачи 
факторного анализа ищется из системы линейных уравнений вида 

xj=
k=1

m

 kjfk+j,   j=1,...,n.     (10) 

 В модели главных компонент для искомых векторов нового базиса должно 
выполняться условие ортогональности: (fk,fl)=0, при kl.     
  Коэффициенты kj называются факторными нагрузками, а свободный 
член j - характерным фактором. Он характеризует потерю информации, 
неизбежно возникающую при сокращении размерности. Решение задачи ищется 
методом наименьших квадратов относительно характерных факторов, то есть из 
условия: 

min),( j

n

1=j
j  ξξ .        (11)    

В [13] показано, что решение данной задачи сводится к нахождению 
собственных чисел и собственных векторов матрицы R={ij}, где ij – 
коэффициент корреляции между i-м и j-м исходными параметрами, а 
собственные числа упорядочены по убыванию их значений.  

Корреляционная мера и корреляционная матрица. Корреляционная мера 
сходства двух векторов a и b (коэффициент корреляции) определяется как 
косинус угла между этими векторами: 

(a,b)=(a,b)/(||a||||b||),      (10) 
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где (a,b) - скалярное произведение векторов, |||| - норма (длина) вектора.  
Ясно, что величина   может принимать значения от -1 до 1 и обращается 

в 0, если a и b ортогональны. При a=b (a,b)=1, при a=-b  (a,b)=-1. В последнем 
случае говорят о строгой отрицательной корреляции.   

Если векторы a и b – это базисные векторы xi и xj пространства признаков 
многозонального изображения, то (a,b)=ij является мерой корреляции между i-
м и j-м каналами. Сильная корреляция между каналами проявляется в том, что 
изображения в этих двух каналах практически одинаковы. Проекция диаграммы 
рассеяния в пространстве признаков на такую пару каналов сильно вытянута в 
каком-то определенном направлении (рис.9). Чем уже такая диаграмма 
рассеяния, тем меньше различий между изображениями в данных каналах.  
Нетрудно догадаться, что корреляционная связь между каналами зависит от 
характера диаграммы статистического рассеяния конкретного изображения, 
следовательно, от спектральных яркостных характеристик присутствующих на 
изображении объектов. То есть для различных сцен и даже их участков 
корреляция между каналами будет различной, что необходимо учитывать при  
выполнении преобразования к главным компонентам. 

 

 
 

Рис.9. Диаграмма рассеяния для пары коррелированных каналов в пространстве 
признаков многозонального изображения. Пакет ERDAS Imagine. 

 
Рассмотрим, как строится матрица корреляции. 
Пусть на изображении имеется N объектов, каждый из которых 

характеризуется  конкретным набором значений параметров (т.е. яркостей) 
(xi1,xi2,…,xin), i=1,…,N. Если каждый из этих наборов представить строкой 
таблицы X, то столбцы такой таблицы будут представлять собой векторы 
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измерений в N-мерном пространстве выбранных объектов по каждому каналу. В 
этом случае меру корреляционной связи между j-м и k-м параметрами можно 
рассматривать как косинус угла между векторами xj и xk в этом «пространстве 
объектов». Начало координат такого пространства определяется вектором m 
средних значений по каждому j-му измерению (j=1,…,n): 
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Коэффициент корреляции между j-м и k-м параметрами в соответствии с 
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Числитель этого выражения – скалярное произведение векторов (xj–mj) и 

(xk-mk) в статистическом анализе называют ковариацией. Ковариацию 
нормируют на N - число элементов статистической выборки: 
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Матрица C={jk} размерности nn (j=1,…,n; k=1,…,n) называется 
ковариационной матрицей или матрицей статистического рассеяния. След 
матрицы C (сумма диагональных элементов) – это средний квадрат расстояний 
элементов выборки до центра m, который называют выборочной дисперсией. 
Соответственно, средняя величина разброса (среднеквадратичное отклонение) по 
j-му параметру определяется как  
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 Использование непосредственно значений ковариации при оценках 
статистической взаимосвязи не слишком удобно, так как ее величина зависит от 
единиц измерения параметров. Поэтому ковариацию чаще нормируют на 
значения среднеквадратических  отклонений j и k. В полученной таким 
образом корреляционной матрице R, состоящей из элементов jk (12), по 
диагонали стоят единицы. Заметим также, что jk=kj и, соответственно, jk=kj, 
то есть матрица симметрична относительно диагонали. Если  jk=kj=0, то 
говорят, что параметры xj и xk  статистически независимы, что соответствует 
условию их ортогональности. 
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 В некоторых случаях для преобразования к главным компонентам, в 
частности, при анализе многозональных изображений [8], используют и 
непосредственно ковариационную матрицу, без нормировки. В пакете 
тематической обработки ENVI этот выбор предоставляется аналитику данных.  
 Таким образом, метод главных компонент позволяет перейти к новой 
системе статистически независимых параметров, в которой корреляционная 
матрица R диагональна. Решение задачи, в конечном итоге, сводится к решению 
уравнения  

R=I, 
где I – единичная матрица, а собственные числа (по-английски eigenvalues) j, 
j=1,…,n располагаются в порядке убывания их значений. Эти значения 
определяют дисперсии статистического рассеяния набора из N векторов x, 
соответствующих тестовым объектам, в направлениях, задаваемых векторами 
нового базиса. Если целью преобразования является сокращение размерности 
задачи, выбирают первые m векторов нового базиса, отбрасывая направления с 
малой дисперсией как малоинформативные. 
 В некоторых учебниках и монографиях, например, в [6,8], преобразование 
к главным компонентам называется разложением Карунена-Лоэва по 
произвольной системе ортогональных функций.  

При обработке многозональных изображений, однако, может оказаться, 
что ценная для тематической задачи информация содержится как раз в 
направлениях с меньшей дисперсией. Поэтому для визуально-интерактивного 
анализа преобразование к главным компонентам имеет еще одно важное 
значение. Конечно, в направлении наибольшего разброса, то есть в самой первой 
компоненте, будет наблюдаться эффект, аналогичный поднятию контраста и, 
возможно, большая детализация сцены. Но при анализе RGB-композиций 
нескольких первых компонент ортогональное преобразование часто позволяет 
визуально отобразить еще и те объекты, которые не различаются в исходной 
системе координат пространства признаков, хотя и могут быть разделены 
автоматическими методами классификации. 

При визуализации многозонального изображения используется RGB-
композиция.  Для ее создания выбираются 3 канала, каждый из которых 
принимается соответственно за RED, GREEN и BLUE компоненты. Визуальное 
восприятие цветовой композиции в значительной степени зависит от контраста 
объектов в каждом из выбранных спектральных диапазонов. Если объекты 
контрастны хотя бы в одном из диапазонов, то они будут хорошо различаться и 
на цветном композиционном изображении.  

Если некоторым классам объектов на изображении соответствуют области 
значений, расположенные в пространстве признаков так, как это показано на 
рис.9, то по каждому из направлений исходного базиса интервалы значений 
яркости для  классов A и B будут перекрываться. То есть при визуализации эти 
классы объектов окажутся неразличимыми. После перехода к новому базису 
интервалы значений по второй компоненте уже не перекрываются, поэтому 
объекты  в соответствующей RGB-композиции будут  контрастны.  
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В пакете ENVI функция преобразования к главным компонентам 
находится в блоке Transform главного меню. В пакете ERDAS Imagine эта 
функция отнесена к блоку Spectral Enhancement модуля Interpreter. В любых 
ее реализациях предусмотрен выбор желаемого числа компонент (с 
отбрасыванием наименьших), а также выбор участка изображения для расчета 
статистических характеристик.  Поскольку характер диаграммы рассеяния 
для разных наборов из N объектов будет различным, то и результат 
ортогонального преобразования также будет различным при наборе статистики 
по разным участкам  изображения.  
В заключение заметим, что алгоритмами автоматической классификации 
объекты, показанные на рис.10, будут разделяться и в исходной системе 
яркостных координат. Поэтому преобразование к главным компонентам в таких 
методах может оказаться полезным только при классификации с обучением - для 
выделения эталонных участков тематических классов.  
  

 
 

Рис.10. Разделение объектов, не различимых в исходной системе координат, 
через преобразование к главным компонентам. 

 
Контрольные вопросы. 

 
1. Объясните вероятностный смысл гистограммы изображения. 
2. Какими параметрами характеризуется нормальное распределение?  
3. Чем отличается линейное растяжение от эквализации? 
4. Объясните понятия «высокочастотная фильтрация» и «низкочастотная фильтрация»».  
5. Почему фильтры, осуществляющие свертку изображения с маской, называются линейными? 
6. Чем отличается результат медианной фильтрации от результата сглаживания методом 
скользящего среднего?  
7. Что такое диаграмма рассеяния? Как проявляется корреляция изображений в двух каналах 
на диаграмме рассеяния? 
8. Как располагаются векторы нового базиса в пространстве яркостей после преобразования 
изображения к главным компонентам. 
9. Как представляются исходные каналы в системе координат «главных компонент»? Что 
такое характеристический фактор и факторные нагрузки?  

А 

В 

x1 

x2 

f1 

f2 
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10. Дайте определение коэффициента корреляции и матрицы корреляции. 
11. Опишите основные этапы расчета матрицы корреляции между каналами.  
12. Как матрица корреляции каналов связана с главными компонентами? 
 
 

6. Геометрические преобразования (трансформирование) изображений. 
 

6.1. Математические основы и программная реализация.  
 

Двумерные изображения, полученные с помощью аэрокосмических 
средств, всегда отображают трехмерные объекты на земной поверхности. Даже 
изображения областей, кажущихся практически плоскими, всегда искажены 
вследствие кривизны земной поверхности и неоднородности пространственных 
характеристик используемых датчиков. 

Целью геометрической коррекции изображений является адекватное 
представление на них объектов земной поверхности, сопоставимость различных 
изображений (разновременных или полученных с разных типов аппаратуры) и 
трансформирование их в проекцию карты с целью комплексного анализа 
аэрокосмических и картографических материалов. 
 В некоторых задачах тематической обработки целесообразно проводить 
геометрическую коррекцию после выполнения классификации изображения. 
Это, прежде всего, относится к тем случаям, когда спектральные отражательные 
свойства объектов исследования являются основной характеристикой, 
необходимой для получения корректных результатов. Если же в процессе 
тематической классификации используются достоверные данные наземных 
обследований или результаты мультивременных наблюдений, в том числе 
представленные в виде картографических материалов, то геометрическая 
коррекция должна быть выполнена перед началом тематического 
дешифрирования, причем самым тщательным образом. В случаях, когда 
обработка проводится на территории со сложным рельефом, для точного 
сопоставления исследуемых объектов с картой может потребоваться 
ортотрасформирование изображения с использованием стереопары и цифровой 
модели рельефа.  

Геометрическая коррекция необходима также при ландшафтно-
индикационном дешифрировании, где большую роль играют 
геоморфологические структурные признаки ландшафтов и их взаимосвязи, а 
также во всех задачах, связанных с выделением пространственно 
локализованных объектов. Составление точных фотопланов и мозаик 
изображений также требует предварительной геометрической коррекции.  

При выполнении геометрических преобразований изображение 
рассматривается как прямоугольная координатная сетка, в узлах которой 
находятся пиксели изображения. 

В пакетах обработки аэрокосмических изображений выделяют три вида 
операций, связанных с использованием координатной сетки изображений.  
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Географическая привязка – процесс приписывания пикселям изображения 
географических координат. Географическая привязка заключается только в 
прописывании информации о географических координатах в файле изображения. 
Сетка изображения при этом не меняется.  

Ректификация (трансформирование) – процесс преобразования 
изображения из одной системы координат в другую. Чаще всего она выполняется 
с использованием полиномов n-й степени.  

Привязка изображений друг к другу. Во многих прикладных задачах 
используется анализ изображений одной территории, полученных различными 
типами аппаратуры или в разные сроки съемки. Чтобы иметь возможность 
сравнивать изображения попиксельно, необходимо привести их к единой 
системе координат и «подогнать» изображения друг к другу. При этом не 
обязательно использовать картографическую систему координат. Если ни одно 
из используемых изображений не трансформировано в картографическую 
проекцию, их можно анализировать, подогнав одно к другому в системе 
координат одного из изображений. 

Положение точки на изображении, как и на карте, определяется в 
некоторой системе координат (геодезической или плановой). Каждая система 
координат порождает сетку, узлы которой обозначаются парой чисел (x,y). В 
системе координат самого цифрового изображения это номер столбца и номер 
строки. Если же была выполнена географическая привязка изображения, то 
каждому пикселю изображения поставлены в соответствие определенные 
координаты на земной поверхности (географические или плановые). Таким 
образом, значение каждого пикселя на изображении строго привязано к 
определенному узлу координатной сетки в одной системе координат, и при 
преобразовании изображения к другой системе координат (в частности 
проецировании) эти узлы не обязательно совпадут с узлами новой сетки. То есть 
выполняемые геометрические преобразования неизбежно связаны с расчетом 
значений пикселей в узлах новой координатной сетки, что иногда называют 
перевыборкой пикселей. Перевыборка представляет собой процесс 
интерполяции (экстраполяции) значений пикселей из узлов исходной сетки в 
узлы новой сетки. 

Изображение может быть географически привязано, но не 
ректифицировано. В случае, когда пикселям изображения приписаны 
сферические (геодезические) координаты (широта, долгота), его называют 
цифровой моделью, в отличие от цифровой карты, которая всегда имеет 
определенную картографическую проекцию и плановую (географическую) 
систему координат. Цифровая модель посредством ректификации может быть 
приведена к любой цифровой карте. Процесс ректификации всегда требует 
предварительной географической привязки изображения, так как результат 
всегда зависит от исходной географической системы координат.  

Процесс ректификации (трансформирования) включает следующие этапы: 
1) выбор контрольных точек (GCP – Ground Control Points); 
2) расчет и тестирование матрицы трансформирования; 
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3) формирование нового изображения; при этом производится 
«перевыборка» пикселей. 

Контрольные точки (GCP) представляют собой надежно 
идентифицируемые элементы изображения с известными координатами. 
Естественно, наиболее корректными являются координаты, полученные с 
опорных геодезических пунктов или с JPS-приемников. Однако эти объекты не 
всегда можно найти на самом изображении.  В большинстве случаев приходится 
пользоваться отсканированными бумажными картами или векторными слоями 
электронных карт в совместимых с пакетом обработки форматах (например, 
шейп-файлами из ArcView или покрытиями из ARC/INFO). В таком случае 
нужно выбирать опорные точки  из элементов имеющихся картографических 
слоев, которые можно надежно определить на привязываемом изображении. 

При использовании для трансформирования картографических материалов 
необходимо учитывать, что в процессе генерализации, при переходе от более 
крупного масштаба карты к более мелкому, размер и положение некоторых 
объектов претерпевают искажения. Это допускается с целью сохранения 
характерных особенностей территории и наиболее важных в том или ином 
смысле топографических объектов. Прежде всего, это относится к сильно 
изрезанной береговой линии, дельтам и рукавам рек, озерам на засушливых 
землях и т.п. Наиболее надежными контрольными точками являются узлы 
гидросети без характерных особенностей, перекрестки дорог и другие объекты 
достаточно простой геометрической формы. 

Если же изображения привязываются не к карте, а друг к другу, то 
опорные точки выбираются непосредственно на них, без использования каких-
либо геодезических данных. В этом случае в качестве опорных точек 
выбираются характерные элементы местности, надежно различимые на обоих 
изображениях. При этом, тем не менее, следует учитывать время съемки и 
особенности самих видеоданных. Например, береговая линия водоемов может 
изменяться не только по сезонам, но и в зависимости от текущей погоды. Цвета и 
визуально определяемые границы идентичных объектов в RGB-композициях 
двух мультиспектральных изображений также могут отличаться.  

Чтобы все изображение трансформировалось корректно, первые точки 
имеет смысл выбирать ближе к углам изображения. В целом же нужно 
стремиться, чтобы точки были распределены по изображению более или менее 
равномерно. 

Матрица трансформирования - это таблица коэффициентов взаимосвязи 
исходной сетки координат с расчетной, которая обычно аппроксимируется 
полиномами n-й степени [7]. Для полиномиального трансформирования n-го 
порядка полиномиальные уравнения имеют следующий вид: 
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При n=1 (линейное трансформирование) уравнения (15) представляют 
собой обычную систему линейных уравнений вида  
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Рис. 11.  Полиномиальная аппроксимация зависимости между координатами X 

исходной  и расчетной сетки. 
 
Коэффициенты ak и bk рассчитываются по координатам контрольных точек 
методом наименьших квадратов. Координаты каждой контрольной точки вносят 
свой вклад в общую погрешность аппроксимации (рис.11). На этапе 
тестирования матрицы трансформирования средний квадрат ошибки и вклад в 
ошибку координат каждой контрольной точки отображаются в таблице опорных 
точек процедуры трансформирования, что позволяет аналитику 
откорректировать положение контрольных точек для минимизации ошибок или 
заменить наименее удачные контрольные точки. 

В процедурах трансформирования наиболее часто используются полиномы 
до третьего порядка включительно, хотя пакет ERDAS допускает полиномы и 
более высокого порядка. Линейное трансформирование чаще всего применяется 
для совмещения отсканированных карт или уже ректифицированных 
изображений. Для ректификации космических изображений обычно бывает 
достаточно полиномов второго и третьего порядка. 

Пересчет значений яркости пикселей при трансформировании 
изображения. При трансформировании изображения значения яркости пикселей 
должны быть пересчитаны в соответствии с их новыми координатами. 
Существует три основных способа пересчета этих значений: метод ближайшего 
соседа, билинейная интерполяция и бикубическая свертка. 
 В методе ближайшего соседа пикселю с координатами (x,y), значение 
яркости которого в новой координатной сетке неизвестно, присваивается 
значение яркости, которое имеет ближайший к узлу новой сетки пиксель из 
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исходной сетки. Такой метод чаще всего применяется при трансформировании 
уже классифицированных (индексных) изображений, где яркость пикселя 
соответствует индексу его тематического класса.  

При билинейной интерполяции неизвестная яркость пикселя 
рассчитывается из предположения, что на локальном участке изображения 
яркость в зависимости от значения координат изменяется по линейному закону. 
Для пикселя r, расположенного в узле новой сетки относительно  исходной так, 
как показано на рис. 12, рассчитываются интерполяционные яркости по 
направлениям X и Y показанного на рисунке квадрата.  

 

 
 

Рис.12. Схема для пересчета значения пикселя при билинейной интерполяции. 
 
Схема пересчета по направлению Y  для положения m показана на рис. 13. 

Искомое значение яркости – это координата Vm точки (Ym,Vm) прямой, задаваемой 
яркостями двух ближайших пикселей справа и слева соответственно. Расчет 
значения Vm производится по формуле 
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Аналогично рассчитывается значение Vт. Искомое значение Vr отсюда можно 
записать так:  
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Рис.13. Линейная интерполяция по координате Y. 

 
 Поскольку данный метод обладает некоторым сглаживающим эффектом, 
билинейную интерполяцию целесообразно применять для изображений, не 
имеющих ярко выраженных структурных особенностей. Чаще всего это 
изображения неосвоенных территорий – лесные и тундровые массивы, пустыни, 
 акватории океанов и морей.  

При бикубической свертке значение пикселя с координатами (Xr,Yr), 
рассчитывается по значениям пикселей внутри окна 4х4, как это показано на 
рис.14.  

 

 
 

Рис.14. Выбор окна для бикубической свертки. 
 
Используемая в ERDAS Imagine  свертка имеет достаточно  сложный  

аналитический вид и дает комплексный эффект низкочастотного и 
высокочастотного фильтров [7]. То есть обеспечивает, с одной стороны, 
некоторое поднятие контраста, с другой – сглаживание отдельных мелких 
деталей. Эффект метода зависит от типа изображения, и вопрос о выборе метода 
пересчета в каждом случает нужно решать отдельно. Метод бикубической 
свертки, например, может быть использован при наличии на изображении ярко 
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выраженных структурных элементов, которые представляют интерес для 
интерактивного тематического анализа.  
  

6.2. Решение учебной задачи географической привязки изображения 
средствами пакета ERDAS Imagine. 

 
Одним из распространенных приемов, используемых в процессе 

интерактивного визуального дешифрирования, является повышение разрешения, 
следовательно, и информативности многозональных изображений, путем 
совмещения их с панхроматическим изображением более высокого 
пространственного разрешения. На первом этапе выполняется взаимная привязка 
многозонального и панхроматического изображения. Затем производится 
растяжение многозонального изображения до масштаба панхроматического и 
пересчет яркостей по определенному правилу. При использовании самого 
простого мультипликативного правила значение j-го пикселя Ij на выходе в j-м 
канале определяется произведением:  I=I0

j*Ipan, где I0
j – исходное значение 

пикселя, Ipan – значение соответствующего пикселя в панхроматическом канале. 
Процедуру привязки и трансформирования изображения по опорным 

точкам в пакете ERDAS Imagine рассмотрим на примере задачи повышения 
пространственного разрешения многозонального изображения. Повышение 
разрешения, увеличивающее детализацию сцены, бывает полезно при визуально-
интерактивном анализе изображения.  Данная функция (Resolution Merge) 
имеется в модуле Interpreter пакета (блок Spatial Enhancement). Для 
повышения разрешения используется панхроматическое изображение на ту же 
территорию, либо космическое, либо аэрофотоснимок.  

Процесс включает два этапа: 1) приведение пары изображений к единой 
системе координат; 2) собственно повышение разрешения. Несмотря на то, что 
второй этап выполняется в ERDAS Imagine одной процедурой, он тоже включает 
несколько задач:  

1) приведение изображений к единому пространственному разрешению, то 
есть растяжение многозонального снимка  до разрешения панхроматического;  

2) совмещение изображений с точностью до пикселя;  
3) пересчет значений яркости пикселей в каждом канале  с использованием 

значения соответствующего пикселя в панхроматическом канале.  
Простейший (самый быстрый) способ пересчета яркостей – упомянутый 

выше мультипликативный. 
 Полученные значения затем приводятся к шкале [0,255], и, при более 
высокой детализации, сохраняют соотношения яркостей по каналам для каждого 
типа объектов. 
 В качестве исходных данных будем использовать изображения со спутника 
Landsat, имеющиеся в папке EXAMPLES пакета ERDAS Imagine: 
панхроматическое изображение panAtlanta.img и многозональное изображение, 
полученное аппаратурой ETM+, - tmAtlanta.img. Откроем эти изображения, 
каждое в отдельном окне (рис. 15). 
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Рис.15. Исходные изображения: слева – панхроматическое высокого разрешения, 
справа – многозональное. 

 
Первый этап процесса – приведение изображений к единой системе 

координат, то есть привязка рабочего многозонального изображения к 
панхроматическому. Географическая привязка изображения panAtlanta.img уже 
выполнена. Сведения о проекции и географических координатах изображения 
можно получить с помощью функции UtilityLayer Info в окне изображения. 

Выберем в окне  изображения tmAtlanta.img функцию RasterGeometric 
Correction. В открывшемся окне Set Geometric Model выберем 
полиномиальную модель. После подтверждения выбора откроются сразу два 
окна (рис.16): свойства полиномиальной модели (внизу) и окно GCP-
инструментария (Geo Correction Tools). В окне свойств зададим порядок 
полинома = 2, нажмем кнопку Apply и закроем это окно. После его закрытия 
сразу же появляется  окно установок GCP-инструментария (GCP Tool Reference 
Setup), в котором необходимо задать источник координат опорных точек. 
Поскольку мы будет набирать опорные точки с географически 
зарегистрированного изображения panAtlanta.img, мы будем использовать 
установленный по умолчанию режим Existing Viewer. После подтверждения 
этого режима появится сообщение с просьбой указать вьюер  источника 
координат. В нашем случае – это изображение panAtlanta.img. В ответ на запрос 
необходимо установить курсор внутри окна этого изображения и щелкнуть 
кнопкой мыши. В ответ на это действие появляется окно с информацией о 
проекции и координатах опорного изображения,  а после закрытия окна сразу же 
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Рис.16. Окно инструментария геометрической коррекции (вверху) и окно 
настроек свойств модели (внизу). 

 
откроется таблица GCP-редактора и появится инструментарий для выбора 
опорных точек. Инструментарий представляет собой перекрестья на обоих 
изображениях, в центре которых находятся прямоугольники регулируемого 
размера. Ограниченные прямоугольниками части изображения отображаются в 
двух дополнительных окнах-лупах (рис.17). 

Опорные точки создаются в режиме нажатой кнопки «кружок с 
перекрестьем» из редактора опорных точек (таблица GCP Tools). Удобнее 
указывать эти точки внутри  вспомогательных окошек, положение которых 
отображается прямоугольниками на основных изображениях. Размеры и 
положение этих прямоугольников регулируются с помощью курсора в режиме 
нажатой кнопки со стрелкой. Размер можно отрегулировать, зацепив курсором 
угол прямоугольника в перекрестье, положение изменяется путем перемещения 
линий перекрестья. 
Каждую точку необходимо наносить одновременно на оба изображения. Если 
точка нанесена неудачно, ее можно удалить следующим образом. Выделите в 
таблице соответствующую строку щелчком на левом сером поле, где указаны 
номера строк. Затем на этом же поле нажмите правую кнопку мыши. Во 
всплывающем меню выберите Delete Selection. В этом же меню можно отменить 
выделение с помощью команды Select None или, наоборот, выбрать все строки 
(Select All).  
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Рис. 17. Инструментарий для выбора опорных точек. 
 
После задания определенного числа опорных точек  автоматически 

создастся матрица трансформирования с рассчитанными по этим точкам 
полиномиальными коэффициентами. Ошибки аппроксимации по каждой точке 
показываются в поле «RMS Error», а вклад каждой точки в ошибку – в поле 
«Contrib». Отклонения точки по X и по Y показываются в полях «X Residual» и 
«Y Residual» соответственно. Вы можете передвигать точку во вьюере; при этом 
ошибки будут меняться. Для приемлемого трансформирования все ошибки 
должны быть порядка 0.1 или ниже. Попробуйте сократить эти ошибки, 
передвигая курсор по X и по Y. Если это не удастся, то удалите неудачную 
точку. Для удаления выделите ее строку в таблице, щелкнув курсором на самом 
левом (сером) поле. После этого правой кнопкой на этом сером поле вызовите 
всплывающее меню и выберите Delete Selection.    

Получив приемлемую по точности матрицу трансформирования, можно 
перейти к самому процессу трансформирования изображения (Resampling). В 
окне  Geo Correction Tools выберите инструмент «косой квадрат». В 
открывшемся окне Resample откройте новый файл в собственной папке для 
записи результата трансформирования изображения. Внизу можно установить 
размер пикселей изображения-результата. Справа вверху установите желаемый 
способ пересчета пикселей изображения и нажмите OK.  
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Результат трансформирования изображения tmAtlanta.img показан на рис. 
18. 

Качество трансформирования можно проверить, открыв полученное 
изображение в окне panAtlanta.img с использованием функций UtilityBlend  
или UtilitySwipe.  

 

 
 

Рис.18. Результат трансформирования многозонального изображения. 
 
Для того чтобы открыть новое изображение поверх уже имеющегося, 

необходимо при открытии нового файла указать его в окне функции Open, а 
затем, не нажимая кнопку OK, перейти на закладку Raster Options. В окне этой 
закладки необходимо отключить режим Clear Display и только после этого 
нажать подтверждение ввода.  

Функция UtilityBlend позволяет регулировать прозрачность верхнего 
слоя, и таким способом можно проверить, насколько точно совпадают объекты 
на совмещенных изображениях. 

Функция UtilitySwipe представляет верхний слой в виде «шторки», край 
которой можно перемещать и, таким образом, следить, как объекты верхнего 
слоя ложатся на нижний. 
        Для выполнения процедуры повышения разрешения в модуле Interpreter 
выберите пункт меню Spatial Enhancement, а в открывшемся подменю – 
функцию Resolution Merge. В открывшемся окне по порядку слева направо 
откройте файлы:  
1) панхроматического изображения panAtlanta.img;   
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2) многозонального трансформированного вами изображения, показанного на 
рис.18;  
3) выходного результата, который Вы собираетесь получить. Режимы можете 
выбрать те, которые  установлены по умолчанию. Нажмите OK. 
 В качестве правила расчета значений пикселей выберите в окне слева уже 
упомянутое мультипликативное правило.  

Откройте результат в новом окне и убедитесь, что он корректен. 
Корректный результат должен быть четким и сохранять при этом цвета 
исходного многозонального снимка. 

 
Контрольные вопросы. 

 
1. Чем отличается географическая привязка от геометрической коррекции (ректификации)? 
2. Чем вызвана необходимость пересчета значений пикселей при геометрической коррекции?  
3. Что представляет собой матрица трансформирования? Как она рассчитывается? 
4. Каким требованиям должны удовлетворять опорные точки при привязке изображения к 
карте? Каковы требования к расположению опорных точек? 
5. Перечислите три основных метода «перевыборки» пикселей. В каких случаях целесообразно 
применять каждый из этих методов? 
6. Как оценить качество трансформирования до и после выполнения этого процесса? 

 
 

7. Классификация многозональных изображений. Терминология и 
математическая постановка задачи. 

 
В отличие от визуально-интерактивных методов дешифрирования, 

алгоритмы автоматической классификации приписывают индекс определенного 
класса каждому отдельному пикселю, а не оконтуренной дешифровщиком 
области. Для этого нам необходимо задать признаки каждого класса, а также 
правило принятия решения, по которому мы сможем надежно отнести отдельно 
взятый пиксель к тому или иному классу. Описание некоторого объекта в виде 
набора признаков, по которым его можно отнести к определенному классу,  
называют образом этого объекта.  Методология формирования описаний 
объектов и их выделения (или классификации) по таким описаниям называется 
распознаванием образов. 

Единственной численной характеристикой пикселя на панхроматическом 
изображении является его значение яркости. Конечно, каким-то классам 
объектов земной поверхности можно сопоставить определенные интервалы 
значений яркости. Но, всего скорее, эти интервалы будут существенно 
перекрываться, и часть пикселей мы будем классифицировать неправильно.  

При классификации многозонального изображения мы имеем несколько 
слоев - панхроматических изображений, полученных в разных зонах 
электромагнитного спектра. Поскольку объекты земной поверхности имеют 
различную отражательную способность в разных зонах спектра, пиксель, 
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принадлежащий к определенному классу объектов, будет иметь в разных слоях 
различные яркости.  

Яркости пикселя по слоям – каналам многозонального изображения, 
упорядоченным по возрастанию длины волны электромагнитного спектра, 
можно отобразить  в виде спектрального профиля (рис.19). Он представляет 
собой кусочно-линейную аппроксимацию кривой спектральной отражательной 

 

 
 
Рис.19. Спектральные профили воды, леса и почвы в 6 каналах ETM+ 

(Landsat-7):  
1 - 1. 0.45 – 0.52 мкм          2. 0.52 – 0.60мкм      3. 0.63 – 0.69мкм                                      
4. 0.76 – 0.90мкм           5. 1.55  - 1.75мкм      6.  2.09 – 2.35мкм. 

 
способности объекта в зависимости от длины волны. При большом количестве 
каналов мы получим довольно точную аппроксимацию этой кривой, которую 
часто называют спектральным образом пикселя (или просто спектром). Если 
представить значения яркости по n каналам в виде n-мерного вектора x (см. 
раздел 5.3), то спектральный образ пикселя отобразится точкой в n-мерном 
пространстве спектральных яркостей, которое в задаче распознавания называют 
пространством признаков (ПП). Вектор координат пикселя в этом 
пространстве называют спектральной сигнатурой пикселя. Набор 
спектральных сигнатур, достоверно описывающий определенный класс 
объектов, называют сигнатурой класса. 

Яркость пикселя в j-м канале – это его j-я координата в пространстве 
яркостей. Длина вектора – спектральной сигнатуры пикселя характеризует 
положение спектральной кривой на шкале яркостей, а соотношение между 
отдельными координатами, определяющее направление вектора, – форму 
спектрального профиля. Так осуществляется переход от анализа сходства 
спектральных кривых к анализу множества точек в n-мерном пространстве 
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яркостей. Вид этого множества, которое в разделе 5.3 мы назвали диаграммой 
рассеяния, зависит от спектральных отражательных свойств представленных на 
изображении объектов и соотношения их площадей. 

Заметим, что некоторые типы объектов земной поверхности имеют 
характерную и устойчивую форму спектра отражения, которая может 
использоваться для их выделения. К ним относятся искусственные материалы, 
различные химические элементы и соединения, в том числе некоторые типы 
горных пород. Яркость таких объектов зависит только от условий освещенности, 
форма спектра отражения при этом не меняется. Для  выделения таких 
объектов применяются методы спектрально-угловой классификации. В этих 
методах признаком является угол между вектором x и эталонным вектором x0 в 
пространстве яркостей. Спектрально-угловые методы классификации позволяют 
частично избежать ошибок, связанных с условиями освещенности. Простейший 
вариант такой классификации имеется в пакете ENVI.  Однако качественная 
классификация спектрально-угловым методом требует достаточно большого 
числа спектральных каналов, в противном случае вектор яркостей эталона может 
оказаться нерепрезентативным. Поэтому спектрально-угловая классификация 
применяется преимущественно на гиперспектральных изображениях для 
решения специального типа задач: дистанционное обнаружение целевых 
объектов в зонах техногенных катастроф, геологические изыскания и т.п. 
 В большинстве случаев интересующие нас классы объектов земной 
поверхности представляют собой комплексы мелких объектов с различными 
спектрами отражения. В первую очередь это относится к почвенно-
растительному покрову, спектральные отражательные свойства которого зависят 
не только от состава, но также от сезона съемки и метеоусловий. Выбрать 
подходящую меру сходства между спектрами (функциями яркости от длины 
волны) так, чтобы все интересующие нас классы разделялись с требуемой 
точностью, в этом случае очень сложно. В модели же n-мерного пространства 
признаков задача распознавания сводится к построению границ между 
областями диаграммы рассеяния, соответствующими выбранным нами 
классам. Эти границы могут иметь в общем случае сложную форму, а областей, 
описывающих отдельный тематический класс объектов, может быть несколько. 
Однако для такой модели существует достаточно большое количество методов 
построения границ, обеспечивающих решение задачи с определенным уровнем 
ошибки. И, что очень важно, в этом случае значительно проще оценить 
ожидаемую вероятность ошибок. 

В ERDAS Imagine, как и во всех пакетах обработки аэрокосмических 
изображений, имеется стандартный набор таких процедур классификации 
многозональных изображений, которые называют «классическими».  

Начнем рассмотрение этой методологии с самого простого случая.  
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7.1. Метод гиперпараллелепипедов. 
 

При конкретном наборе  интересующих нас классов {Ak}, k=1,...,K,  
значения признаков для образов различных классов в n-мерном пространстве 
яркостей  могут совпадать или перекрываться по одним координатам и 
различаться по другим. Если области для разных классов хорошо разделяются 
хотя бы по одной из n координат, мы можем задать границы каждого класса Ak 
интервалами значений j(k)=[ajk,bjk] по каждой координате j=1,…,n и 
классифицировать сигнатуры пикселей по простому правилу: 

x1[a1k,b1k], x2[a2k,b2k],…, xn[ank,bnk]    xAk.   
Геометрическая интерпретация этого случая при n=2, K=3 показана на рис. 

20. Здесь  1(1)=1(2)+1(3), но класс А1 разделяется попарно с классами А2 и А3 
по признаку х2. В то же время 2(2)=2(3), но эти классы разделяются по 
признаку х1. 

 

 
 

Рис.20. Простой случай разделения классов (гиперпараллелепипеды). 
 

Метод классификации, основанный на правиле (1), называют методом 
гиперпараллелепипедов. Его разновидности имеются в большинстве пакетов 
обработки данных ДЗ. Иногда его используют и при частично перекрывающихся  
гиперпараллелепипедах, когда ширина xj параллелепипеда в каждом канале 
определяется по значениям яркостей  x сигнатуры класса как xj=xj(max)-xj(min). 

В таком случае, однако, необходимо вводить отдельное правило принятия 
решения для областей перекрытия. Возможные решения, предлагаемые в пакете 
ERDAS Imagine, описаны в [1].   

Главным достоинством метода является то, что здесь не используются 
никакие предположения о статистических свойствах сигнатур классов; границы 
параллелепипедов определяются по разбросу эталонных выборок. Это удобно в 
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тех случаях, когда класс неоднороден по яркости или выборки слишком малы 
для надежной оценки средних яркостей по каналам и других необходимых 
статистических характеристик. Конечно, точность классификации при этом 
может оказаться недостаточно высокой. Но когда эталоны тематических классов 
выбираются путем традиционного визуального анализа отдельных каналов, то 
есть по яркостному контрасту, этот метод может дать вполне приемлемый 
результат. 

 
7.2. Линейные разделяющие функции. 

 
Методы, в которых границы классов строятся без каких-либо 

предположений о статистических свойствах сигнатур классов, называются 
непараметрическими. Кроме метода гиперпараллелепипедов, в ERDAS Imagine 
имеется еще один непараметрический метод классификации – на основе 
построения границ классов непосредственно в пространстве признаков. Этот 
метод так и называется - Feature space. Как и в предыдущем случае, технология 
построения таких областей требует предварительного определения положения 
классов в признаковом пространстве. Для этих целей удобнее всего использовать 
аппарат связывания изображения с проекциями признакового пространства на 
пары каналов. Методика такого анализа описана в [1]. 

В общем случае множество значений признаков для спектральных образов 
класса Ak  - это область (k) в пространстве X, ограниченная некоторой 
гиперповерхностью произвольной формы. Перекрытие областей, 
соответствующих  различным классам, приводит к ошибкам классификации. 
Поэтому во всех методах классификации гиперповерхности, разделяющие 
множества (k), строятся так, чтобы обеспечить тем или иным способом 
минимум ошибок при распределении образов по классам. Уравнения таких 
гиперповерхностей имеют вид d(x)=0 и называются разделяющими функциями 
или дихотомиями. Во многих классических алгоритмах автоматического 
распознавания используются линейные разделяющие функции (рис.21). Области 
решений в пользу каждого из классов в этом случае описываются системой 
линейных неравенств. Например, для класса A1 на рис.21 эта система имеет вид: 

 
                                          d1(x1,x2)>0, 

                                                     d2(x1,x2)>0,           (18) 
                                                     d3(x1,x2)>0. 
 

Когда мы рисуем область-многоугольник в признаковом пространстве, мы, 
фактически, определяем такую систему неравенств-ограничений. Увеличивая 
число  неравенств, можно аппроксимировать границу с любой желаемой 
точностью. Интервалы классов по каналам в этом случае могут и перекрываться.  

Качество выбора границ классов можно проверить, наложив «маску» 
эталона на изображение, как это описано в [1].  
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Рис. 21. Линейные разделяющие функции. 

 
 

7.3. Параметрические методы классификации. 
 

 В непараметрических методах классифицируются не все точки 
изображения, а только те, сигнатуры которых попадают в ограниченные нами 
области признакового пространства. Остальная часть признакового пространства 
образует области отказов от распознавания. Что же делать с такими точками? 

Мы, конечно, можем отнести все эти точки в класс отказов и назвать его 
«прочие объекты». Однако иногда требуется сплошная классификация, то есть 
все пиксели должны быть куда-то отнесены. В этом случае применяются так 
называемые параметрические методы, в которых используются определенные 
предположения о характере статистического распределения сигнатур в классах и 
соответствующие параметры такого распределения. Как мы уже знаем, характер 
такого распределения, при достаточно большом количестве пикселей, можно 
оценить по гистограмме.  

В случае нескольких каналов анализ n-мерной гистограммы напрямую не 
представляется возможным. Средства пакета ERDAS Imagine позволяют 
анализировать гистограммы выбранных классов только отдельно в каждом 
канале. Тем не менее, это также позволяет нам судить о том, насколько 
однороден класс по яркостному признаку.  

В параметрических методах классификации используется предположение, 
что сигнатуры классов подчиняются нормальному (Гауссову) закону 
распределения. Это означает, что распределение сигнатур для каждого класса 
можно описать  вектором средних значений m и характером рассеяния точек 
вокруг среднего. Для многомерного нормального распределения график 
плотности p(x) представляет собой «гиперколокол» с максимумом  p(m) в точке, 
соответствующей среднему значению m. Сечения такого многомерного 
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«колокола» параллельно плоскостям, образуемым каждой парой координат, 
представляют собой эллипсоиды рассеяния, которые в разных направлениях  
имеют разные значения σ. Поэтому рассеяние вокруг среднего значения 
описывается ковариационной матрицей C, элементы которой определяются 
выражением (13) из раздела 5.3. На рис.22 показан пример таких эллипсоидов 
рассеяния для функций распределения спектральной яркости трех классов на 
диаграмме рассеяния в красном и ближнем ИК диапазонах.  

Распределение сигнатур в классах по нормальному закону позволяет 
использовать при классификации тот факт, что с увеличением расстояния 
сигнатуры пикселя от точки m вероятность принадлежности пикселя к 
классу убывает по известному закону, и это правило выполняется для всех 
классов. 

То есть для каждой пары классов существует такая разделяющая функция, 
которая обеспечивает минимум ошибки при разделении этой пары.  

 

 
 

Рис.22. Эллипсоиды рассеяния для трех классов в красном и ближнем ИК 
диапазонах. 

 
Уравнение таких разделяющих функций d(x)ks=0 для пары классов k, s 

можно преобразовать к виду  
d(x)ks=rk(x)-rs(x)=0,  

 
где rk(x) – функция, для которой на области (k) выполняется условие 
 

rk(x)>rl(x)  для всех  lk,  k,l=1,..., K.      
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а неравенства, ограничивающие область решения для k-го класса, представить в 
виде rk(x)>rs(x) для всех s=1,…,K.  

Функции rk(x) называются  решающими функциями или 
дискриминантами. Если для всех классов k=1,...,K заданы решающие функции 
rk(x),  задача классификации конкретного вектора-образа х в такой постановке 
сводится к вычислению значений rk(x) и нахождению )}({rmax ss

x :  

rk(x)= )}({rmax ss
x    x Ak.        (19) 

В программных реализациях алгоритмов классификации изображений вместо 
решающей функции обычно используется функция, принимающая  при 
выполнении условия (19) минимальное значение. Она называется расстоянием 
или метрикой и в каждом методе функционально связана с соответствующей 
решающей функцией. Использование метрики вместо решающей функции 
позволяет использовать общую процедуру оценки качества классификации для 
всей группы реализованных в пакете методов. Тем более что в ряде 
параметрических алгоритмов расстояние непосредственно используется в 
качестве меры сходства образа с классом. 

Простейшее из параметрических правил – классификация по минимуму 
расстояния. В ней используется только один параметр статистического 
распределения – среднее значение m (в многомерном случае – вектор средних 
значений m). В этом случае также удобно предполагать, что яркости в классах 
распределены по нормальному закону, хотя эта гипотеза напрямую не 
используется. Векторы-образы относятся к k-му классу по минимуму евклидова 
расстояния до центра класса mk:  

 
||}-||{rmin||-|| ii ik mxmx     x Ak, (i=1,…,K) 

где 

 
n

1=i

2
jk

2
j )mx(||=-|| kmx .      (20) 

 Разделяющие функции между классами при использовании в качестве 
меры близости евклидова расстояния (20) представляют собой гиперплоскости 
(линейные разделяющие функции), перпендикулярные к линиям, соединяющим 
центры кластеров, и равноудаленные от этих центров. Это означает, что такой 
метод классификации обеспечит минимальные ошибки только в том случае, 
когда эллипсоиды рассеяния сигнатур классов примерно одинаковы и их 
форма близка к сферической. Эта ситуация встречается на изображениях, где 
представлены преимущественно объекты, однородные по яркости, например, 
травянистая растительность, вода и почвы. Для древесно-кустарниковой 
растительности, лесов и, тем более, сложных комплексов, включающих 
растительную компоненту (например, городская застройка), это условие 
выполняться не будет. В таких случаях необходимо применять статистические 
методы классификации, которые будут рассмотрены ниже. 
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К параметрическим методам классификации можно условно отнести и 
неконтролируемую классификацию, поскольку в ней используется, по меньшей 
мере, один параметр статистического распределения признаков внутри каждого 
класса – вектор их средних значений m.  
 

7.4. Неконтролируемая классификация. 
 
Если нужно сделать быструю оценку, сколько классов разделяется по 

спектральным признакам наиболее надежно и где они сосредоточены на 
изображении, в качестве предварительной оценки можно выполнить 
неконтролируемую классификацию. Многие специалисты пользуются так 
называемой двухэтапной схемой тематической обработки. На первом этапе 
выполняется неконтролируемая классификация на большое количество классов и 
проводится анализ полученного результата. Те классы, которые соответствуют 
реальным тематическим объектам, оставляются, остальные, распределившиеся 
по изображению случайным образом, либо объединяются с уже отобранными 
классами по близости их спектральных характеристик и относительному 
расположению на изображении, либо группируются так, чтобы получить еще 
какие-то интерпретируемые классы. Затем по наиболее однородным объектам 
этих классов выбираются эталоны для классификации с обучением.  

Метод неконтролируемой классификации, предлагаемый в пакете ERDAS 
Imagine, как и в других пакетах тематической обработки аэрокосмической 
информации, относится к алгоритмам кластерного анализа класса ISODATA.  

Кластером, в самом общем понимании, называют группу образов {xi}, 
удовлетворяющих условию: 

||xi-xk||<d,          (21)                
 
где ||.|| - мера сходства между образами, 
d - заданное пороговое ограничение по этой мере.  
В качестве меры сходства чаще всего используется евклидова метрика, 
определенная ранее выражением (20). 

Иногда кластеры называют таксонами, а кластерный анализ - 
таксономией. 

Методы построения кластеров, по сути, являются эвристическими 
процедурами. В них изначально предполагается, что образы исследуемых 
объектов или явлений имеют естественную тенденцию к группировке вокруг 
некоторых характерных значений, которые называют центрами кластеров. Чем 
сильнее выражена эта тенденция, тем более успешно при решении задачи могут 
использоваться методы кластерного анализа. Для многозональных изображений 
такие центры будут соответствовать пикам n-мерной гистограммы.  

Поскольку в методах классификации по яркостным признакам 
предполагается, что сигнатуры классов распределены по нормальному закону, 
под центром кластера подразумевается вектор средних значений m по 
выделенной группе. 
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При появлении многозональных космических сканеров кластерный анализ 
был одним из первых подходов, использованным при цифровой обработке 
многозональных сканерных изображений. Это объясняется тем, что при 
разрешении цифрового изображения несколько сотен метров на пиксель надежно 
разделяются только крупные элементы ландшафта подстилающей поверхности 
(водные объекты, лесные массивы, сельскохозяйственные угодья, открытые 
почвы, застройка, и т.п.). Эти объекты, как правило, хорошо различаются по 
яркостному признаку в том или ином спектральном диапазоне и достаточно 
однородны по яркости благодаря сглаженности сцены. При таких условиях 
должна существовать тенденция к образованию групп в пространстве 
спектральных яркостных признаков Х. Однако при высоком пространственном 
разрешении (20 и меньше м на пиксель), из-за увеличения общего числа 
объектов, различающихся по спектральным яркостным признакам, эта тенденция 
прослеживается слабее, и применение неконтролируемой классификации далеко 
не всегда приводит к адекватным результатам. 

Основным недостатком такой классификации является отсутствие 
взаимосвязи пространства яркостных признаков с системой координат 
изображения. Выявленные кластеры далеко не всегда совпадают с теми 
объектами, которые интересуют обработчика. Именно поэтому методы 
кластерного анализа в пакетах обработки данных ДЗ называют 
неконтролируемой или непомеченной  классификацией. 

Наиболее раcпространенные методы кластерного анализа можно условно 
разделить на две группы.  

 1. Методы выявления (выращивания) кластеров при заданном пороговом 
ограничении на расстояние между точками множества.  
           2. Методы формирования кластеров при заданном количестве групп. 

В первом подходе количество кластеров, как правило, априори неизвестно. 
Исходными данными при такой постановке задачи являются пороговое 
ограничение расстояния d и правила группировки элементов множества. В 
результате количество и форма кластеров сильно зависят от выбранного метода 
анализа, величины порога и начальных условий. 

По методам формирования кластеров в этом подходе выделяются 
односвязывающие методы (анализ элементов, ближайших к текущему), 
полносвязывающие методы (анализ наиболее удаленных элементов), и 
среднесвязывающие методы. Некоторые разновидности этих методов 
рассматриваются в [8,9]. 

Во втором подходе задается исходное количество центров кластеров, 
которые в процессе анализа перемещаются таким образом, чтобы заданные 
требованиям к кластерам выполнялись наилучшим образом. Как правило, здесь 
имеется критерий качества кластеризации, который в процессе формирования 
кластеров максимизируется (или минимизируется). 

Именно к этой группе алгоритмов относятся алгоритмы класса ISODATA 
(Iterative Self-Organizing Data Analysis Technique), которые сейчас 
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присутствуют во всех в пакетах тематической обработки космических 
изображений. 

В основе алгоритмов этого класса лежит метод кластеризации при 
заданном количестве групп (алгоритм K средних) [6]. Входными данными здесь 
являются K центров кластеров, выбранные произвольным образом или по 
определенной схеме из статистических свойств множества образов (в нашем 
случае из диаграммы рассеяния сигнатур для всего изображения). 
Предполагается, что в плотных компактных кластерах центры должны совпадать 
с выборочными средними по группе (или отличаться на малую величину ).  

Шаг итерации базового алгоритма К средних включает:     
 1) группировку всех точек в кластеры по минимуму расстояния до 

текущих центров;  
2) расчет новых центров как выборочных средних по каждому кластеру.  
Процедура выполняется до тех пор, пока кластеры и их центры не 

«стабилизируются». В результате этого процесса минимизируется средний 
внутригрупповой разброс точек и максимизируется среднее расстояние 
между центрами кластеров.   

В ERDAS Imagine реализован так называемый алгоритм Форджи [9], где 
качество результата оценивается по проценту точек, не перемещающихся из 
класса в класс в процессе очередной итерации (параметр convergence threshold).   

Скорость сходимости алгоритма для разных изображений неодинакова. В 
некоторых случаях, особенно при высоком пространственном разрешении, 
может потребоваться несколько десятков, а то и больше итераций. Поэтому во 
всех реализациях алгоритма допустимое число итераций определяется 
пользователем, как и необходимое число кластеров. 

Общая схема алгоритма ISODATA включает три основных блока: 
- блок аппроксимации (пересчета) центров кластеров, соответствующий 

базовому алгоритму K средних; 
- блок дробления кластеров; 
- блок слияния кластеров. 
Необходимость  дробления кластеров, при фиксированном требовании к их 

количеству, может возникнуть в тех случаях, когда некоторые из образованных 
на первой итерации кластеров содержат слишком мало точек, и их приходится 
ликвидировать. Для расщепления выбираются кластеры с наибольшим средним 
внутригрупповым расстоянием до центра (иначе говоря, с большим эллипсоидом 
рассеяния). Каждый из отобранных кластеров расщепляется на два по 
координате с наибольшим разбросом. 

Поскольку расщепление кластеров выполняется по формальным 
признакам, в результате их может образоваться больше, чем требуется. Отсюда 
возникает необходимость в последующем объединении кластеров до требуемого 
количества K. Кластеры объединяются попарно; в качестве кандидатов на 
слияние отбирается необходимое количество пар с минимальными расстояниями 
между центрами. 
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Ясно, что такая схема, кроме требуемого числа кластеров K и допустимого 
числа итераций I, требует достаточно большого числа  параметров настройки. 
Перечислим наиболее важные: 

1) минимальное допустимое количество точек в кластере – для  устранения 
слишком маленьких групп; 

2) максимальный средний внутригрупповой разброс (среднее расстояние 
до центра) и средний внутригрупповой разброс по всем кластерам – для отбора 
кандидатов на расщепление; 

3) минимальное допустимое расстояние между центрами – для отбора пар 
– кандидатов на слияние. 

Часто используется такой параметр, как допустимое количество пар для 
слияния, хотя он, вообще говоря, может быть определен из условий текущей 
итерации. 

Наибольшее количество параметров настройки предлагается пользователю 
в пакете ENVI. Более того, в нем имеются два варианта кластеризации: метод K 
средних в «чистом» виде и полный алгоритм ISODATA с большим количеством 
параметров настройки. Однако эти дополнительные возможности на практике 
приводят к усложнению процесса анализа, и получение хорошо 
интерпретируемого результата кластеризации требует значительных усилий. 

В процедуре неконтролируемой классификации пакета ERDAS Imagine 
задается только два входных параметра: число кластеров и количество итераций. 
Более того, можно обрабатывать даже не каждый пиксель, задавая Skip factor по 
строке и столбцу изображения (X и Y). Но это дает еще более грубую прикидку 
положения кластеров, и вряд ли имеет смысл использовать эти параметры на 
небольших объемах информации.  

 В реализации алгоритма, предлагаемой ERDAS Imagine, используется 
линейная схема задания исходных центров кластеров по статистке изображения 
(рис.23). Пользователю предлагается только два варианта: равномерное 
расположение исходных центров на диагонали гиперкуба, образуемого осями 
координат пространства признаков, или же по направлению наибольшего 
рассеяния точек в признаковом пространстве (главной компоненте). Однако, как 
было доказано (Селим и Исмаил,1984) [9], алгоритм K средних обеспечивает 
сходимость только к локальным максимумам гистограммы изображения. 
Следовательно, результат в целом будет зависеть от начального положения 
центров кластеров.  

Кроме того, максимизация среднего разброса между центрами кластеров 
приводит к их расположению вдоль главной компоненты, то есть по 
направлению наибольшего разброса сигнатур пикселей. Поэтому один из 
предлагаемых способов задания центров (по главной компоненте) фактически 
сводит к минимуму сам итерационный процесс: кластеры почти не смещаются.  

В этом смысле способ задания центров по диагонали гиперкуба часто дает 
более приемлемый результат, но он тоже недостаточно эффективен. Наиболее 
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Рис.23. Расположение исходных центров кластеров при неконтролируемой 

классификации в пакете ERDAS Imagine. 
 
удачный  результат, особенно на изображениях, где присутствуют объекты с 
низкими значениями яркости во всех каналах, обычно дает выбор исходных 
центров самим обработчиком. В ERDAS Imagine для этого надо выбрать в окне 
функции неконтролируемой классификации режим Signature Means и задать 
собственный входной файл сигнатур. Сигнатуры можно набрать по разным 
типам объектов изображения или в наиболее информативной проекции 
диаграммы рассеяния на пару каналов. Однако и в этом случае количество 
классов не регулируется в процессе кластеризации и всегда соответствует 
исходному количеству. Поэтому весь эффект кластеризации сводится к поиску 
ближайших к заданным сигнатурам областей сгущения точек в признаковом 
пространстве (локальных пиков многомерной гистограммы). Это обеспечивает 
несколько лучший результат, чем при обычной классификации по минимуму 
расстояния, но только в том случае, если  классы действительно однородны по 
яркости.  

Количество разделяющихся интерпретируемых классов можно увеличить, 
задавая большее количество исходных центров, но некоторые классы, даже 
относительно однородные, разделить при неконтролируемой классификации 
удается далеко не всегда. Это, прежде всего, классы объектов с относительно 
низкой спектральной отражательной способностью – вода, темнохвойные леса, 
болота и т.п. Примеры таких классов на диаграмме рассеяния в красном и 
ближнем ИК диапазонах для изображения tm_860516.img из папки EXAMPLES 
пакета ERDAS Imagine (ETM+/Lansat-7) показаны на рис.24. Оттенками серого 
здесь изображены кластеры, выделенные алгоритмом ISODATA. Участки, 
соответствующие различным классам воды, обведены пунктиром. Но все они  
попали в один класс, охватывающий весь нижний «клин» диаграммы рассеяния. 
 Чем больше размерность признакового пространства, тем больше классов 
нужно задавать для получения приемлемого по качеству результата.  Поэтому 
наилучший результат неконтролируемая классификация дает на 2-4 наиболее  
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Рис.24. Примеры тематических классов, не разделяющихся при 
неконтролируемой классификации в ERDAS Imagine. 

 
информативных каналах. В ERDAS Imagine это подмножество можно 
предварительно создать с помощью функции Subset Image блока DataPrep. 

Функция неконтролируемой классификации Unsupervised Classification в 
ERDAS Imagine может быть вызвана в двух блоках: Data Prep и Classifier. В 
первом случае мы получим только картинку - тематический слой, где каждый 
класс (кластер) раскрашен своим цветом или оттенком серого. Используя 
функцию Raster->Attributes из меню редактора изображений, можно раскрасить 
полученные классы в удобные для интерпретации цвета и получить в результате 
тематическую карту-гипотезу.  

Однако, с учетом особенностей алгоритма, лучше воспользоваться 
функцией неконтролируемой классификации из блока   Classifier. Здесь в 
процессе кластеризации можно создать файл сигнатур кластеров и 
проанализировать не только положение классов на изображении, но также их 
спектральные профили и взаимное положение на диаграмме рассеяния в 
пространстве спектральных яркостей.  В этом случае группировка классов будет 
выполнена более точно и обоснованно.  

Подробное описание процесса кластеризации, а также анализа и 
группировки кластеров в пакете ERDAS Imagine, имеется в методическом 
пособии [1]. 
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7.5. Статистическая классификация. Расстояние Махаланобиса. 
 

Статистическая классификация по параметрическому правилу учитывает 
не только положение центра класса, но и особенности статистического рассеяния 
сигнатур пикселей вокруг этого центра.   Во всех случаях предполагается, что 
значения признаков по классам распределены по нормальному закону. 
Плотность многомерного нормального распределения для k-го класса 
описывается выражением 
 

pk(x)=1/[(2)n/2|Ck|1/2 ]exp[-1/2(x-mk)TCk
-1(x-mk)].   (22) 

 
Здесь Сk - ковариационная матрица Ck={ij

k}, определенная нами ранее в 
разделе 5.3 формулой (13). 

Выражение 1/2(x-mk)TCk
-1(x-mk) называют квадратичным расстоянием 

Махаланобиса между точкой x и mk - центром k-го класса. Геометрическому 
месту точек в признаковом пространстве с одинаковым расстоянием 
Махаланобиса до mk, соответствует поверхность определенного 
гиперэллипсоида рассеяния с центром mk (сечение «гиперколокола» плотности 
многомерного нормального распределения).   

В случае, когда все n признаков статистически независимы, то есть 
векторы базиса (системы координат пространства признаков), матрица Ck 
становится диагональной. Тогда расстояние Махаланобиса приобретает 
достаточно простой вид: 

1/2(x-mk)TCk
-1(x-mk)=

 

n

1j
2
j

2
k jj

2
)m(x

.    (23) 

 
В этом случае оси эллипсоида рассеяния будут параллельны осям 

координат признакового пространства. Если это не так, но оси эллипсоидов 
рассеяния примерно одинаково ориентированы для всех выделяемых классов, то 
можно сделать преобразование координат к главным компонентам, и в новой 
системе координат условие (23) будет выполняться.  

Единицей измерения расстояния Махаланобиса служит  поверхность 
гиперэллипсоида рассеяния,  проходящая через точки перегиба поверхности 
«гиперколокола» нормального распределения. В одномерном случае, 
изображенном на рис.3 в разделе 5, это точки, соответствующие значениям x=m-
, x=m+ (уровень одного ). Распространяя определение на многомерный 
случай, получаем единицы измерения расстояния Махаланобиса: *k, где k- 
любое положительное число. Но поскольку на уровне 3 гиперэллипсоид 
рассеяния охватывает практически все множество точек из сигнатуры класса, 
реально используются значения k в диапазоне (0,3]. 

Классификация по расстоянию Махаланобиса. Эллипсоиды рассеяния для 
разных классов объектов земной поверхности чаще всего имеют разные размеры 
и ориентацию в пространстве признаков. В такой ситуации как раз и удобно 
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использовать расстояние Махаланобиса. Точка x будет относиться к тому классу, 
в котором она окажется ближе к его центру m в долях  для сечения функции 
плотности распределения, проходящего через точку m и точку х.  

Различие между классификацией по евклидову расстоянию и расстоянию 
Махаланобиса иллюстрирует рис. 25.  

 
Рис.25. Иллюстрация различий между классификацией по евклидову расстоянию 

и расстоянию Махаланобиса. 
 
Если эллипсоиды рассеяния для классов с центрами m1, m2, m3 

соответствуют уровню 3, то все точки, принадлежащие данным классам, 
попадают внутрь этих эллипсоидов и по расстоянию Махаланобиса будут 
расклассифицированы корректно. Границы классов для классификации по 
евклидову расстоянию показаны пунктиром. В этом случае точки из 
заштрихованных областей попадут в чужой класс. 

На практических результатах классификации ошибки, показанные на 
рис.25, при нормальном распределении сигнатур пикселей внутри классов, могут 
отразиться незначительно, поскольку доля пикселей на краях диаграммы 
рассеяния в случае нормального распределения крайне мала (см. раздел 5). Но 
когда эллипсоиды рассеяния классов хотя бы сколько-то перекрываются, ошибки 
при использовании евклидова расстояния могут возрасти существенно. И в этом 
случае расстояние Махаланобиса будет иметь явное преимущество.  

Проблемы с методами классификации, в которых используются 
ковариационные матрицы сигнатур классов, возникают в тех случаях, когда один 
из классов в каком-то канале имеет дисперсию, близкую к нулю. Это приводит к 
вырождению ковариационной матрицы и, соответственно, к делению на ноль в 
выражении (22). Поэтому, если модуль статистической классификации 
отказывается работать или работает некорректно, необходимо проверить, 
нет ли среди эталонов классов «идеально однородного» класса в каком-то из 
каналов. Аналогичная ситуация может возникнуть, если для какого-то класса 
корреляция между одной из пар каналов близка к единице.  
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Во всех таких случаях имеет смысл использовать классификацию по 
минимуму евклидова расстояния. Для  изображений, где преобладают 
однородные по яркости объекты (вода, почва, травянистая растительность), она 

 

 
 

Рис.26. Пример изображения, для которого наиболее эффективна классификация 
по минимуму евклидова расстояния (МСУ-Э, Волгоградская область, 

разрешение 45м на пиксель. Изображение показано в ближнем ИК-диапазоне.) 
 

оказывается значительно эффективнее статистических методов. Пример такого 
изображения приведен на рис. 26.  

Для изображения, на котором представлены менее однородные по яркости 
объекты, ошибки классификации по евклидову расстоянию могут оказаться 
совершенно неприемлемыми. Если оценка ожидаемой ошибки классификации 
этим методом на эталонах (см. далее раздел 7.7) не дает удовлетворительного 
результата, то можно попробовать  исключить из обработки один из пары 
слишком сильно коррелированных каналов. Если же это существенно ухудшит 
разделимость остальных классов, лучше заменить выборки наиболее однородных 
объектов на менее однородные.   
 

7.6. Классификация по максимуму правдоподобия. 
 
Классификация по максимуму правдоподобия – наиболее универсальный 

из «классических» методов классификации с обучением, поскольку позволяет не 
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только разделять классы с различными типами функций плотности 
распределения признаков, но и минимизировать в среднем ошибки 
классификации. Поэтому мы остановимся на данном методе более подробно. 

Метод основывается на так называемом критерии Байеса из теории 
проверки статистических гипотез [16]. Под гипотезой в нашей задаче понимается 
принадлежность пикселя изображения какому-то определенному классу. Для 
простоты рассмотрим теоретические основы принятия решения по критерию 
Байеса на примере одномерного признака X и двух классов. Задача заключается 
в определении на шкале Х интервалов 1 и  2, на которых будут приниматься 
решения в пользу первого и второго класса соответственно. В дальнейшем 
классы и соответствующие им области принятия решения будем обозначать 
одним и тем же символом .   

Предположим, что на основе обучающих выборок мы построили функции 
плотности статистического распределения f1(x) и f2(x) (рис.27). Заметим, что в   

 

 
Рис.27. К выбору разделяющей точки по критерию Байеса для случая двух 

классов. 
 
общей постановке задачи f1(x) и f2(x) не обязательно соответствуют нормальному 
распределению.  

В общем случае мы должны также учесть априорные вероятности Р(1) и 
Р(2) появления данных классов. Для задачи классификации пикселей 
изображения земной поверхности априорные вероятности - это ожидаемые доли 
площади под каждым классом, которые могут быть получены, например, из 
фондовых материалов.  

Появление в некотором классе k пикселя со значением xi (в случае 
нескольких каналов, соответственно, определенного вектора x) на изображении 
конкретной территории соответствует одновременному осуществлению двух 
независимых событий:  

1) пиксель принадлежит объекту класса k;  
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2) пиксель принял значение xi.   
Вероятность одновременного осуществления двух независимых событий 

есть произведение вероятностей каждого из этих событий: 
 

P({=k}({x= xi})= P(=k) P(x= xi)=P(k) fk(xi).  (24) 
 

 Итак, вероятности появления некоторой произвольной точки x для первого 
и второго классов будут равны, соответственно, P(1) f1(x) и P(2) f2(x). Заметим, 
что эти вероятности не равны нулю на всем интервале значений признака X, как 
для первого, так и для второго классов. То есть при любом значении x, 
принимая решение в пользу какого-то одного класса, мы рискуем 
совершить ошибку. И мы должны выбрать границу между классами на шкале X 
таким образом, чтобы как-то минимизировать эти ошибки. 

В критерии Байеса для получения такого условия вводится понятие 
«среднего риска» - средней платы за ошибки при многократном принятии 
решения, и это как раз подходит для решения нашей задачи. При классификации 
изображения мы отдельно классифицируем каждый пиксель, и хотим, чтобы по 
всему изображению в среднем ошибки классификации были как можно меньше. 

Рассмотрим все возможные ситуации при принятии решения в случае двух 
классов. Назовем событие  «при данном значении x имеет место класс 1 с 
функцией плотности распределения признака f1(x)»  гипотезой H1, а событие 
«при данном значении x имеет место класс 2 с функцией плотности 
распределения признака f2(x)»  - гипотезой H2.  

Пусть мы выбрали точку x0, разделяющую два класса (рис.27). 
Вероятность появления любого значения х отлична от нуля и для первого, и для 
второго класса на всем множестве Х, поэтому при попадании значения x в одну 
из двух определенных нами областей могут возникнуть 4 ситуации. 

1. Принимаем гипотезу Н1, и она верна. 
2. Принимаем Н2, но верна Н1 . 
3. Принимаем Н2, и она верна. 
4. Принимаем Н1, но верна Н2. 
При равных априорных вероятностях появления классов P(1)=P(2) 

полная вероятность возникновения ситуации 1 соответствует площади под f1(x) 
на полуинтервале (-,х0], ситуации 2 - площади под f1(x) на интервале (х0,), 
ситуации 3 - площади под f2(x) на (х0,), ситуации 4 - площади под f2(x) на (-
,х0].  

Суммарная площадь под f1(x) и f2(x) для ситуаций 2 и 4 - это полная 
вероятность ошибок в нашей схеме принятия решений. В случае двух 
альтернативных гипотез ошибку, соответствующую ситуации 2, обычно 
называют ошибкой первого рода (), ошибку, соответствующую ситуации 4, - 
ошибкой второго рода (). Вообще говоря, понятие ошибок первого и второго 
рода симметрично и зависит от того, какая гипотеза является основной, а какая – 
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альтернативной. Если бы H2 была основной гипотезой, ошибка первого рода 
соответствовала бы ситуации 4.  

При классификации пикселей многозональных аэрокосмических 
изображений ошибка первого рода проявляется в появлении на объектах класса 
1 точек посторонних классов. В свою очередь, ошибки второго рода 
проявляются в появлении точек этого класса на других объектах. Когда 
количество выделяемых классов невелико, обычно преобладают ошибки второго 
рода, поскольку аналитик не учитывает все присутствующие на изображении 
типы объектов, в том числе и с характеристиками, близкими к выделяемым 
классам. Это одна из причин, по которой полезно выполнение предварительной 
неконтролируемой классификации, причем на значительно большее, чем 
требуется, количество классов. Неконтролируемая классификация позволяет 
предварительно оценить вероятность появления ошибок второго рода, более 
точно определить границы искомых классов и, при необходимости, разумно 
задать область отказов от распознавания, соответствующую классу «прочее».    

Для расчета «среднего риска» введем плату за каждую из четырех 
описанных выше ситуаций – платежный коэффициент cij, где индекс i 
соответствует ситуации «имеет место гипотеза i», а индекс j соответствует 
ситуации «мы приняли гипотезу j».  

Рассматривая платежные коэффициенты cij как “риск” в каждой из 
возможных ситуаций (которые можно рассматривать как случайные события), 
введем понятие среднего риска для наших четырех случаев: 

 


i j
ijij pc ,R  i,j=1,2.   (25) 

 Здесь cij - это выплаты в каждой ситуации (платежные коэффициенты), а pij 
– вероятности соответствующих выплат. В случае, когда с11=с22=0 и с12=с21=1 
(здесь «плата» - это штраф за ошибки), функцию R называют также функцией 
потерь. 

Как было сказано выше, чтобы получить вероятности pij, мы должны 
посчитать площади под соответствующими каждому случаю частями f1(x) и f2(x), 
то есть взять интеграл от этих функций на соответствующем интервале.  Если 
априорные вероятности появления классов не одинаковы, то мы должны их 
учесть в соответствии с выражением (24).  

Следовательно, в общем случае формулу (25) можно записать так: 

R=с11 Р(1) f (x)dx1

x0


 +с12 Р(1) f (x)dx1

x0



 +с22 Р(2) f (x)dx2
x0



 +с21 Р(2) f (x)dx2

x0


 . (26) 

Выражение (26) есть полный средний риск так называемой стратегии 
Байеса. Минимум R в точке х0 достигается при условии  

 

0.
dx
dR

0xx



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Возьмем производную в точке х0, учитывая, что F(x)f(x)dx
0


x

, F(-)=0, F()=1:  

 
dR
dx x x0

  с11 Р(1) f1(x)- с12 Р(1) f1(x)- с22 Р(2) f2(x) + с21 Р(2) f2(x) =0.  (27) 

 
  Отсюда имеем следующее соотношение для х=х0:  
 









1112

2221
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(x))fP(
(x))fP(

.     (28) 

 
Отношение (28) называется отношением правдоподобия, а величина  - 
коэффициентом правдоподобия.  

 

При значениях  



(x))fP(
(x))fP(

22

11  решение принимается в пользу   1, при 





(x))fP(
(x))fP(

22

11  - в пользу  2.   

Функции, стоящие в числителе и знаменателе, определенные ранее 
выражением (24), называются функциями правдоподобия для классов 1 и 2  
соответственно.  

Если положить, что с11=с22=0 и с12=с21=1, получим: 
 
P( )f (x)
P( )f (x)

1 1

2 2




 1   или, в логарифмической форме,  0
(x))fP(
(x))fP(ln

22

11 



.   (29) 

 
Когда значения признака  для обоих классов распределены по 

нормальному закону (см. выражение (1) в разделе 5) со средними m1, m2 и 
среднеквадратическими отклонениями 1, 2 соответственно, отношение 
правдоподобия в логарифмической форме имеет вид: 
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.  (30) 

 
То есть х0 является решением квадратного уравнения. Случай, когда 

уравнение имеет два действительных корня, представлен на рис.28.  
Все полученные выше результаты справедливы и когда образ представлен 

не значением одного параметра, а n-мерным вектором х.  
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 Рис.28. Случай двух разделяющих точек для классов 1 и 2. 

 
Логарифм отношения правдоподобия (29) в данном случае соответствует 

понятию разделяющей функции, которое мы ввели в разделе 7.2.  Разделяющая 
функция dks(x)=0 для классов k и s при нормально распределенных значениях 
признака x в многомерном случае выглядит так:  
 

ln
P( )
P( )

k

s


 +(1/2)ln

C
C

s

k
-(1/2)(x-mk)TCk

-1(x-mk)+(1/2)(x-ms)TCs
-1(x-ms)=0.  (31) 

 
В общем случае такие разделяющие функции в n-мерном пространстве Х 

представляют собой гиперповерхности сложной формы - так называемые 
гиперквадрики. Более просто обстоит дело в случае, когда ковариационные 
матрицы одинаковы для всех К классов: Ck= Cs=C. Уравнение (31) тогда 
принимает следующий вид: 

 

dks(x)= ln
P( )
P( )

k

s


 +xTC-1(mk-ms)-(1/2)(mk+ms) TC-1(mk-ms)=0.    (32) 

 
То есть при  Ck=Cs=C, mkms гиперквадрики превращаются в линейные 

разделяющие функции, что подтверждает ранее сделанный нами вывод о 
возможности применения в этом случае метода классификации по минимуму 
евклидова расстояния. 

В случае, когда mk=ms,=m, CkCs, разделяющая функция  представляет 
собой квадратичную форму вида: 
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Таким образом, можно сказать, что практическим преимуществом 
многомерного байесовского классификатора перед классификаторами по 
минимуму расстояния  является возможность разделения классов, имеющих 
близкие средние, но разный разброс значений признаков. 

Логарифм функции правдоподобия (24) представляет собой ту самую 
решающую функцию (19) для k-го класса, которую мы ввели в разделе 7.3.   
 

rk(x)=lnP(k)+lnp(x/k)= lnP(k)-(1/2)ln|Ck|-(1/2)(x-mk)TCk
-1(x-mk).   (30) 

 
В соответствии с условием (19) из раздела 7.3 решение принимается в 

пользу того класса, для которого rk(x) имеет максимальное значение. Отсюда 
название метода классификации – «максимум правдоподобия». И именно 
поэтому при обосновании метода часто используют так называемую 
«апостериорную вероятность», которая выражается через функции 
правдоподобия классов следующим образом: 
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xx .            (31) 

 
Апостериорная вероятность интерпретируется как вероятность появления 

k-го класса для каждой точки с вектором координат x в пространстве яркостей 
[3].  

Однако, поскольку величина (24) есть вероятность, принимающая значения 
в интервале (0,1), то логарифм ее значения есть величина отрицательная. 
Поэтому, как уже говорилось в разделе 7.3, решение в алгоритмах 
классификации принимается по значению величины, которую можно 
рассматривать как расстояние пикселя до класса (метрику). В данном случае 
такая величина есть 

 
Dk(x)=ln(1/ rk(x))=1/2(x-mk)TCk

-1(x-mk)-lnP(k)+(1/2)ln|Ck|.  (32) 
 
 Нетрудно заметить, что в это выражение входит рассмотренное нами 

ранее расстояние Махаланобиса (23). Если не учитывать априорную вероятность, 
то есть если lnP(k)=0, тогда в выражении (32) остается, тем не менее, еще один 
член, который и определяет различие между двумя статистическими 
классификаторами.   

Чтобы понять, какую роль играет этот член при классификации, 
рассмотрим пример, приведенный на рис.29. Для простоты предположим, что 
P1=P2. Эллипсоиды рассеяния для класса 1 и 2 показаны на уровне 31 и 32, то 
есть практически полностью охватывают точки классов. Обратите внимание, что 
под k (k – индекс класса) здесь понимается среднеквадратичное отклонение 
одномерного нормального распределения, полученное по любому сечению 
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многомерного «колокола» функции плотности распределения признака для 
данного класса в плоскости, параллельной оси p(x). 

 
 

Рис.29. Случай, когда метод максимума правдоподобия имеет преимущество 
перед расстоянием Махаланобиса. 

 
Квадратичное расстояние Махаланобиса 2 до точки m1 относительно 1 

приблизительно равно 0.5, а до точки m2  относительно 2 приблизительно  
0.5(1.5)2=1.125, поскольку расстояние Махаланобиса – величина безразмерная.  
Следовательно, по расстоянию Махаланобиса точка будет отнесена к классу 1. 
Но при этом 12/22 =4, а 11/21 =1.5. Поскольку в данном случае 
ковариационные матрицы будут диагональными (оси эллипсоидов параллельны 
осям координат, следовательно, признаки ортогональны), нетрудно подсчитать, 
что ln|C1| будет в 3.6 раза больше чем ln|C2|.  Примем значение 2 за единицу.  
Тогда по формуле (32) D1=0.5(1+3.6)=2.3, а D2=0.5(2.25+1)=1.625. То есть точка 
будет отнесена к классу 2.  

Использование байесовского классификатора, однако, в отдельных случаях 
может привести к тому, что в класс с самой большой дисперсией попадут точки 
из однородных классов, находящихся на краях диаграммы рассеяния и не 
имеющих к этому классу никакого отношения. Чтобы избежать таких эффектов, 
необходимо при формировании обучающих данных стремиться к тому, чтобы 
эталон не включал точек, далеко отстоящих от типичных сигнатур класса.  При 
использовании непараметрических методов классификации для областей отказов 
от распознавания лучше случае использовать  классификацию по расстоянию 
Махаланобиса. 

Тем не менее, при классификации изображений с пространственным 
разрешением 15 м на пиксель и хуже различия между двумя рассмотренными 
статистическими методами обнаружить практически невозможно, что было 
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продемонстрировано в [1]. Эти различия чаще проявляются при классификации 
сложных сцен с более высоким пространственным разрешением и большим 
динамическим диапазоном значений яркости (например, при 12-битовом 
радиометрическом разрешении). 

  
7.7. Обучение статистических классификаторов. Меры статистической 

разделимости. 
 

 Методы контролируемой классификации или, иначе, классификации с 
обучением, требуют наличия готовых обучающих данных - сигнатур классов. 
Обычно классификация с обучением применяется в тех случаях, когда 
необходимо выделить на изображении определенный набор классов, независимо 
от того, сколько их там на самом деле. Остальные классы могут быть отнесены 
либо к классу «прочее», либо объединены с другими классами,  как это делается 
при неконтролируемой классификации. 

Основой для получения сигнатур классов могут служить, в том числе, и 
сигнатуры, полученные при неконтролируемой классификации, или же 
сигнатуры, полученные в результате группировки кластеров [1]. Однако это 
возможно лишь в тех случаях, когда такие кластеры или их группы на 
изображении достаточно точно «ложатся» на определенные типы объектов. В 
большинстве случаев, однако, границы между сигнатурами таких классов в 
пространстве яркостей не оптимальны, то есть не обеспечивают минимальные 
ошибки при классификации всех пикселей изображения. 

В разделе 7.2 был рассмотрен еще один способ получения обучающих 
данных, имеющийся в пакете ERDAS Imagine, - непосредственно в пространстве 
яркостных признаков. Однако этот способ приемлем только в тех случаях, когда 
между всеми парами каналов наблюдается высокая корреляция, за исключением 
какой-либо одной пары (обычно это пара «красный-ближний ИК»). В этом 
случае можно выбрать области решения на диаграмме рассеяния этой пары 
каналов.  

Основным способом получения обучающих данных является создание 
сигнатур по оконтуренным на изображении эталонным участкам. При этом 
необходимо учитывать, что качество обучения зависит от целого ряда факторов, 
среди которых можно выделить следующие. 

1. Способ RGB-синтеза изображения при выводе на экран и особенностей 
палитры. В процессе RGB-синтеза, так или иначе, происходит некоторая потеря 
информации, обусловленная самой математической моделью этой процедуры. 
Кроме того, индивидуальные особенности восприятия каждым человеком 
цветовой гаммы влияют на способность аналитика различать объекты 
исследования и, следовательно, на процесс формирования обучающих выборок. 
Из этих соображений, особенно при большом количестве каналов, бывает 
полезно использовать для выбора эталонных участков RGB-композиции в 
главных компонентах (см. раздел 6.3). 
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 Наиболее сложно выбирать качественные эталоны на ярких объектах. В этом 
случае можно выполнить локальное контрастирование с помощью описанной в 
разделе 5.1 функции BreakPoint. 

2. Достоверность наземных данных, в том числе способ их сбора и точность 
координатной привязки тестовых участков к изображению. При разрешении 
цифрового изображения на местности 10-15 м, а тем более 30-50 м, мы едва ли 
сможем строго привязать точечные измерения. Следовательно, для надежного 
обучения классификатора необходимы тестовые участки с высокой степенью 
пространственной однородности.  

При работе с материалами наземных обследований это еще один довод в 
пользу двухэтапной схемы обработки. Сначала выполняется неконтролируемая 
классификация с целью выбора участков, однородных по индексу определенного 
класса и тематическая интерпретация этих классов с использованием справочных 
картографических материалов и данных наземных обследований. Затем 
выполняется классификация с обучением по наиболее типичным однородным 
эталонам.  

В ERDAS Imagine предусмотрен еще один способ получения наиболее 
однородных по яркостным признакам эталонных участков: наращивание 
областей с использованием функции Seed Properties AOI-инструментария. Этот 
способ рассмотрен в методическом пособии для практических занятий [1]. 

3. Размер и способ расположения обучающих выборок на изображении. 
Изменчивость спектральных отражательных свойств объектов земной 
поверхности даже в пределах одного изображения может оказаться очень 
высокой. Кроме факторов, обусловленных условиями съемки и учитывающихся 
в процессе нормализации изображений, на отражательные характеристики 
объектов могут повлиять такие факторы, как ветер, осадки и т.п.  Поэтому, если 
не удается выбрать достаточно большой эталонный участок (обычно не менее 
100 пикселей), нужно выбрать несколько эталонов одного класса в разных частях 
изображения и затем объединить сигнатуры этих участков в сигнатуру одного 
класса. При этом следует стремиться к тому, чтобы все обучающие выборки 
имели примерно одинаковый размер.   

После подготовки обучающих данных необходимо провести их 
статистический анализ для выбора наиболее подходящего метода (или схемы) 
классификации. Если мы собираемся использовать параметрические методы 
классификации, необходимо убедиться, что гистограммы сигнатур классов могут 
быть аппроксимированы нормальным распределением. Последствия 
несоответствия распределения сигнатур нормальному распределению 
рассмотрены в пособии для практических занятий [1]. Если добиться такого 
соответствия невозможно, лучше использовать комбинированную схему 
обработки с непараметрическим методом классификации в качестве основного 
(см. раздел 7.8.).  
 Предположим теперь, что мы получили вполне надежные обучающие 
выборки и рассчитали параметры функций плотности распределения для всех 
классов. Каким способом можно оценить возможность удовлетворительной 
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классификации конкретных данных при выбранных эталонах классов, то есть 
ожидаемые вероятности ошибок? Для этой цели используется такое понятие, как 
статистическая разделимость.  
 Статистическая разделимость классов - это некоторая  функциональная 
характеристика, известным образом связанная с вероятностью ошибки 
классификации.  

Как мы уже видели при рассмотрении статистических классификаторов, 
вероятность ошибки при разделении пары классов связана с площадью 
перекрытия их функций плотности распределения (рис.30).   
Ясно, что при различных средних значениях m1 и m2  (рис. 30, а) вероятность 
ошибки убывает при увеличении расстояния между m1 и m2 . Поэтому для 
классов с различными средними можно использовать такую меру статистической 
разделимости, как нормализованное расстояние: 

 

 
 

Рис.30. К оценке статистической разделимости для двух вариантов взаимного 
положения пары классов. 
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Величина Rn связана обратной зависимостью с вероятностью ошибок: она 
возрастает как с увеличением расстояния между средними, так и с уменьшением 
дисперсии внутри классов. Для нормальных распределений эта величина 
принимает значение Rn=1 “на уровне одного ”, то есть когда функции 
плотности распределения соприкасаются в точках перегиба: |m1-m2|=1+2. На 
этом уровне при равных априорных вероятностях появления классов вероятность 
ошибок классификации (заштрихованная площадь) 0.33. Это обычно считается 
верхней границей допустимой величины ошибки, то есть результат уже 
поддается интерпретации и постклассификационной обработке.  
 Для многомерного случая (при C1= C2= C, m1m2) иногда используется 
квадратичное расстояние Махаланобиса между векторами средних значений [6], 
которое для нормальных распределений иначе называют расстоянием между 
плотностями распределения: 
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R12=(m1-m2) TC-1(m1-m2).   (34) 

 
Расстояние (34) также обратно пропорционально ожидаемой величине ошибки. 
 Недостатки мер такого типа проявляются в случаях, когда средние 
значения для двух классов совпадают (рис.30, б). Поэтому для обработки всех 
ситуаций необходима мера более универсальная. Таковой является, например, 
попарная дивергенция, позволяющая учесть соотношения между значениями 
плотностей распределения двух классов в каждой точке х.  
 Дивергенция определяется через так называемое среднее количество 
различающей информации. 
 Средним количеством различающей информации для класса 1 
относительно класса 2 называется величина [6] 
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Аналогично можно записать среднее количество различающей информации для 
класса 2 относительно класса  1. Тогда полное среднее количество 
различающей информации для пары классов 1 и 2  будет выглядеть так: 
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Величина D12  называется дивергенцией. Как видно из формулы (36), 

дивергенция включает само отношение правдоподобия и его логарифм, то есть 
учитывает расстояние между функциями правдоподобия в каждой точке 
пространства Х и их соотношение. 

Несмотря на кажущуюся сложность выражения (36) в многомерном 
случае, для нормально распределенных значений х дивергенция достаточно 
просто вычисляется через средние и ковариационные матрицы пары классов [4]. 

 
D12= ?  tr [(C1-C2)(C2

-1-C1
-1)]+ ?  tr [(C1

-1+C2
-1)(m1-m2)(m1-m2)T.  (37) 

 
Дивергенция пригодна для оценки обеих ситуаций, представленных на рис. 

30. Она удовлетворяет требованиям метрики: Dij>0 при ij, Dij=0 при i=j, Dij=Dji, 
Dij(x1, …, xn)Dij(x1, …, xn,xn+1), то есть добавление нового измерения никогда не 
приводит  к уменьшению дивергенции. Более того, если признаки классов 
распределены по нормальному закону с равными  ковариационными матрицами, 
то нетрудно показать, что Dij=Rij, где Rij – квадратичное расстояние 
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Махаланобиса. При статистической независимости измерений дивергенция 

аддитивна: 



n

1k
ij21ij )x(D)x,...,x,x(D kn . Эти свойства дивергенции иногда 

используют при выборе признаков для оценки их информативности [4]: при 
заданном количестве классов из возможного набора признаков следует отбирать 
те, для которых общая или средняя попарная дивергенция максимальна.    

Однако квадратичная мера D с увеличением расстояния между классами 
растет значительно быстрее, чем величина R из (33). Поэтому использование для 
набора из К классов такой оценки, как средняя попарная дивергенция, 
целесообразно только в тех случаях, когда все классы распределены равномерно 
по пространству признаков Х. В противном случае даже один класс, далеко 
отстоящий от всех остальных, может дать слишком оптимистическую оценку 
ошибки. 

В общем случае предпочтительнее использовать предлагаемую в ERDAS 
Imagine трансформированную дивергенцию [7], которая рассчитывается по 
формуле: 
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Эта величина принимает при 100% точности классификации максимальное 

значение 2000. 
 Более грубой, но и более простой оценкой является так называемое 
расстояние Джеффриса-Матуситы (J-M расстояние) [2]. J-M расстояние 
рассчитывается по формуле: 
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Для нормально распределенных значений признака J-M расстояние 
вычисляется по формуле [7]:  
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J-M расстояние связано с ожидаемой вероятностью правильного 

распознавания зависимостью, которую можно считать почти линейной. В 
ERDAS Imagine при 100% вероятности правильного распознавания эта величина 
принимает значение 1414. 

В редакторе сигнатур пакета ERDAS Imagine оценки попарной 
статистической разделимости сигнатур классов выполняются с помощью 
функции Evaluate->Separability. В окне этой функции необходимо отметить, с 
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помощью какой меры мы хотим выполнить оценку. На выходе выдается 
протокол, показывающий значения выбранной меры для каждой пары классов.  
 

 
 

7.8. Выбор метода и схемы классификации. Оценка вероятности ошибок. 
 
Классификация на контрольных выборках. Хорошая статистическая 

разделимость эталонов еще не гарантирует, что любой метод параметрической 
классификации будет одинаково хорошо работать. Это мы видели на примере 
различий между классификацией по евклидову расстоянию и расстоянию 
Махаланобиса (рис.25). Отличия между классификацией по расстоянию 
Махаланобиса и методом максимума правдоподобия не столь очевидны, но тоже 
существуют. Поэтому для выбора наиболее эффективного параметрического 
классификатора имеет смысл проверить работу этих классификаторов на самом 
наборе эталонов.  

В редакторе сигнатур пакета ERDAS Imagine для этих целей предназначена 
функция Evaluate -> Contingency. Результат классификации эталонов выдается в 
виде матрицы ошибок, в процентах или в количестве точек. Если выборки 
содержат более ста точек, вариант в процентах, несомненно, удобнее. 

Для К классов матрица ошибок A={aij} имеет размерность KK. Элемент 
матрицы aij показывает долю (или количество) точек, попавших из i-го класса в j-
й класс. Таким образом, диагональные элементы aii матрицы A показывают долю 
правильно классифицированных точек, то есть точность классификации. Сумма 
всех остальных элементов по i-й строке – это количество точек, попавших из i-го 
класса в другие, то есть ошибка первого рода для i-го класса. Сумма всех, кроме 
диагонального, элементов i-го столбца – это точки, попавшие в i-й класс из 
других классов, то есть ошибка второго рода для i-го класса. В идеале матрица 
ошибок должна быть диагональной, поскольку оценки точности классификации 
на эталонах всегда завышены по отношению к изображению в целом. Метод, 
который обеспечивает 100% или близкую к таковой точность классификации на 
эталонах, и является наиболее подходящим. Если 100% точности добиться не 
удается, в выборе метода следует ориентироваться на те классы, которые 
желательно выделить наиболее точно. 
В пакете ERDAS Imagine все методы классификации с обучением реализованы в 
функции  Supervised Classification блока Classifier. Такая реализация позволяет 
комбинировать эти методы и формировать достаточно гибкие схемы 
классификации. В нижней части окна функции Supervised Classification (рис.31) 
имеются две строки, где устанавливается метод классификации – 
непараметрическое правило (Non-parametric Rule) и параметрическое правило 
(Parametric Rule). При классификации по непараметрическому правилу к 
одному классу будут относиться все точки, попавшие либо внутрь 
гиперпараллелепипеда, построенного по минимумам и максимумам  сигнатуры 
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класса в каждом канале (режим Parallelepiped), либо в пределы области, 
выделенной в признаковом пространстве (режим Feature Space).  

Если используется непараметрический метод, но нужно как-то 
расклассифицировать все точки изображения, то для всех не попавших в области 
решений точек необходимо установить параметрическое правило. В этом случае 
нужно обратить внимание на некоторые особенности метода максимума 
правдоподобия. Метод, как мы уже знаем, выбирает тот класс, для которого 
вероятность появления вектора яркостей x максимальна. У классов с небольшой 
дисперсией она быстро убывает к краям их эллипсоидов рассеяния, и поэтому на 
краях диаграммы рассеяния всего изображения вероятность может 

 

 
 

Рис.31. Окно функции, выполняющей классификацию с обучением в ERDAS 
Imagine. 

 
оказаться максимальной для класса с наибольшей дисперсией. Если это 
класс очень сложного состава (например, застройка), то отнесение к этому 
классу крайних точек диаграммы рассеяния может оказаться  не критичным. 
Однако в некоторых случаях это приводит к совершенно неправдоподобным 
результатам. Этот эффект подробно рассмотрен в методическом пособии [1].  

Во многих случаях такая ситуация возникает при включении в эталоны 
классов отдельных точек, далеко отстоящих от них в пространстве яркостей, что 
приводит к неоправданному завышению дисперсии. Именно поэтому, в 
частности, необходимо проверять гистограммы обучающих выборок, или 
использовать для создания эталонных участков метод наращивания областей. В 
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целом же наиболее безопасно устанавливать в качестве Unclassifierd Rule 
классификацию по минимуму евклидова расстояния. 

Способ определения границ гиперпараллелепипедов в соответствующем 
методе приводит к тому, что они могут перекрываться. В этом случае 
необходимо параметрическое правило принятия решения в областях перекрытия. 
Здесь лучше всего использовать максимум правдоподобия. Еще один способ 
рассмотрен в методическом пособии [1], но на практике он применяется редко. 

Файл расстояний (Distance File). Файл расстояний – это серое полутоновое 
изображение, где яркость пикселя определяется значением метрики, по которому 
принято решение об отнесении пикселя к классу (см. разделы 7.3, 7.6). 
Поскольку решение принимается по минимальному значению такой метрики, то 
чем больше яркость пикселя в файле расстояний, тем меньше вероятность, что 
пиксель действительно принадлежит выбранному классу. С этой точки зрения 
файл расстояний очень удобен для оценки репрезентативности выбранных 
эталонов и качества классификации в целом.  

Если все изображение, созданное в файле расстояний, в целом темное, это 
означает, что эталоны классов выбраны удачно и охватывают все основные типы 
объектов сцены. Как правило, наиболее темные участки соответствуют наиболее 
однородным по яркостным признакам объектам. Более светлые участки обычно 
приходятся на границы между выбранными классами. Очень яркие пятна 
соответствуют объектам, далеко отстоящим по яркости от всех выбранных 
классов (рис.32).  
 

 
 

Рис.32. Пример файла расстояний для результата классификации. Яркое пятно – 
объект, не «похожий» ни на один из выделенных классов. 
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Нечеткая классификация (Fuzzy Classification). В некоторых пакетах 

тематической обработки она называется «мягкой классификацией». Для ее 
выполнения в ERDAS Imagine нужно поставить галочку напротив этого режима 
в окне контролируемой классификации, показанном на рис.31. 

Основанием для выполнения нечеткой классификации является наличие 
большого количества «смешанных» пикселей на границах между объектами 
разных классов. То есть спектральная сигнатура пикселя представляет собой 
суперпозицию спектральных сигнатур соседних классов. В этих случаях как раз 
и появляются светлые участки в файле расстояний: «смесь» оказывается 
практически равноудаленной от всех смежных на изображении классов.  

Чтобы получить более корректное решение, формируется несколько 
альтернативных вариантов классификации (количество задается пользователем). 
В результате получается многослойное классифицированное изображение, в 
каждом слое которого пиксели относятся  к ближайшему классу в порядке 
увеличения значения метрики. То есть первый слой – это обычный результат 
классификации, остальные – его альтернативы. Каждому слою сопоставляется 
файл расстояний. В дальнейшем решение об отнесении пикселя к одному из 
альтернативных классов принимается с помощью «нечеткой свертки» (функция 
Fuzzy Convolution в блоке Classifier).  При нечеткой свертке решение об 
отнесении пикселя к классу принимается с учетом классов смежных с ним 
пикселей (в окне 33) и расстояний сигнатуры пикселя до этих классов в 
признаковом пространстве. 

Во многих случаях, однако, результат нечеткой свертки оказывается близким 
к результату применения процедуры редактирования «жесткой классификации» 
по методу преобладающего в окне класса. Эта и другие функции редактирования 
результата классификации будут рассмотрены в следующем разделе.  

 
Контрольные вопросы. 

 
1. Что понимается под спектральной сигнатурой пикселя и спектральной сигнатурой 

класса? Как связана спектральная сигнатура со спектральным образом пикселя? 
2. Что такое разделяющая функция и решающая функция? Как они взаимосвязаны? 
3. Какие методы классификации относятся к непараметрическим методам? Для каких 

целей при классификации такими методами их комбинируют с параметрическими 
методами? 

4. Какая гипотеза о распределении сигнатур классов лежит в основе всех 
параметрических методов? 

5. Почему результат неконтролируемой классификации зависит от способа задания 
исходных центров?   

6. Какие классы не удается разделить при неконтролируемой классификации, если 
центры выбираются автоматически, из статистики изображения? 

7. На каких изображениях целесообразно применение классификации по минимуму 
евклидова расстояния? Каким условиям должны удовлетворять в этом случае 
сигнатуры классов?  

8. Что такое расстояние Махаланобиса и в каких единицах оно измеряется? 
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9. Почему метод, основанный на минимизации среднего байесовского риска, называют 
методом максимума правдоподобия? 

10. Каковы преимущества метода максимума правдоподобия перед остальными 
параметрическими методами? Почему его опасно использовать при наличии 
эталонов классов с очень большой дисперсией? 

11. Для чего нужны меры статистической разделимости?  
12. Что такое файл расстояний? Как он используется при нечеткой классификации? 

  
 

8. Переход от результата классификации к тематической карте. 
 

Результат автоматической классификации никогда не бывает идеальным с 
точки зрения его тематической интерпретации. Даже если выделенные классы 
соответствуют необходимым тематическим категориям, классификация каждого 
пикселя отдельно не дает нам связных областей на изображении. Кроме того, при 
любой классификации всегда возникают какие-то ошибки, пусть даже 
незначительные. Для перехода к тематической карте необходимо не только 
устранить  ошибочно классифицированные точки, но и привести результат к 
тому виду, который требуется для дальнейшего прикладного анализа.  

Способ оценки итоговых ошибок классификации изображения с 
использованием функции Accuracy Assessment коротко рассмотрен в 
методическом пособии [1]. Получение итоговой матрицы ошибок – процедура 
достаточно трудоемкая и требует большого количества наземных контрольных 
точек, поэтому на практике используется редко. Хотя, безусловно, при наличии 
контрольных наземных данных ее выполнение весьма полезно.  

Косвенно качество классификации можно оценить по файлу расстояний 
(рис.32) и связанной с ним функции  Threshold, которая будет рассмотрена 
ниже. 

Процесс устранения ошибочно классифицированных точек  включает два 
типа операций:  

1) выделение всех ошибочно классифицированных точек в отдельный 
класс «прочее»;  

2) присоединение отдельных «выбросов» к фоновому классу. 
Для выполнения первого типа операций необходимо определить порог 

отсечения «непохожих» пикселей для каждого класса. Для этого используется 
файл расстояний, описанный в предыдущем разделе. В пакете ERDAS Imagine 
для выбора порога отсечения предназначена функция Threshold блока Classifier.   
Входными данными для нее являются результат классификации и 
соответствующий ему файл расстояний. Функция Threshold позволяет 
построить гистограмму распределения расстояний для каждого класса. Если 
используемая при классификации сигнатура класса была репрезентативна, то 
гистограмма распределения расстояний хорошо аппроксимируется так 
называемым распределением 2. Типичный вид такой гистограммы показан на 
рис.33 слева.  
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Если сигнатура недостаточно репрезентативна, то есть, смещена 
относительно центра выделяемого класса, гистограмма расстояний может иметь 
вид, показанный на рис.33 справа. Если гистограмма имеет несколько четко 
выраженных мод, то, возможно, данный класс включает в себя несколько 
классов. Чаще всего подобные ситуации возникают, когда классификация 
выполняется на малое количество классов по эталонам небольшого размера. 
Заново выполнять выбор эталонов в таких ситуациях имеет смысл, только если 
большие значения расстояний для k-го класса имеют выраженную 
пространственную локализацию на изображении. В этой ситуации можно 
предположить, что из k-го класса можно выделить еще один пространственно 
локализованный класс. Однако во многих случаях бывает сложно подобрать 
порог отсечения соответствующей группы пикселей. 

 
 

 
 

Рис.33. Пример гистограмм расстояний для репрезентативной (слева) и 
смещенной (справа) сигнатур классов. 

 
Пространственное сглаживание результата классификации. При 

устранении ошибочно классифицированных точек путем присоединения их к 
«фоновому» классу нельзя забывать, что результат классификации – это слой 
типа thematic. Значение пикселя в этом случае есть семантический индекс, 
связанный с тематическим описанием соответствующего объекта земной 
поверхности. Применять к индексному изображению типа thematic методы 
фильтрации, предназначенные для анализа  исходных полутоновых изображений 
(continuous), ни в коем случае нельзя: индексы классов вводятся пользователем 
произвольно в процессе обучения и не имеют прямой  функциональной связи 
с яркостными характеристиками объектов на изображении.  

Для операций с тематическими слоями существует отдельная группа 
методов, которые в ERDAS Imagine представлены в блоке GIS Analysis модуля 
Interpreter. 
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Рассмотрим некоторые функции блока GIS Analysis, наиболее часто 
применяющееся при так называемой постклассификационной обработке. 
Анализ ближайших соседей (функция Neighborhood). Позволяет устранить на 
классифицированном изображении отдельные неверно классифицированные 
точки путем анализа ее ближайшей окрестности. Как и в методах фильтрации, в 
процессе обработки центральному элементу окна присваивается значение, 
рассчитанное в заданной окрестности по определенному правилу.  

Окно функции Neighborhood представлено на рис. 34. В этом окне можно 
установить размер маски и отметить те элементы, которые будут учитываться 
при анализе. В окне Function устанавливается правило, по которому выбирается 
значение центрального элемента. Чаще всего используется Majority 
(преобладание), когда центральному элементу присваивается преобладающее 
значение класса в указанной окрестности.  

 
 

 
 

Рис.34. Окно функции Neighborhood. 
 
Этот метод сглаживания по индексу класса имеет смысл применить хотя бы один 
раз к любому результату классификации. Пример, хорошо демонстрирующий 
эффект от однократного применения операции сглаживания результата 
тематической классификации, приведен на рис.35. В общем случае количество 
операций сглаживания, а также размер окна выбираются в зависимости от типа 
сцены. Неоднократное сглаживание обычно применяется для составления 
ландшафтно-экологических и геоботанических карт, когда отдельные мелкие 
детали изображения не представляют интереса. Необходимо помнить, что 
многократное применение такой процедуры может привести к значительному 



 89 

искажению границ между классами. В тех случаях, когда для получения 
тематической карты выполняется группировка выделенных классов в 
определенныетематические категории, повторное сглаживание может не 
потребоваться. На рис. 36 приведен результат группировки выделенных классов 
растительности из примера на рис.35 для составления тематической карты по 
известным из литературы взаимосвязям определенных типов растительного 
покрова с уровнем залегания грунтовых вод. Однородность контуров после 
группировки заметно увеличилась, а оставшиеся мелкие детали могут быть легко 
устранены на следующих этапах обработки. 
Кроме описанного режима, который установлен по умолчанию, в функции 
Neighborhood имеются также другие режимы.  
Diversity – центральному элементу присваивается количество различных 
значений пикселей в окрестности. Этот метод напоминает  высокочастотную 
фильтрацию полутоновых изображений типа continuous. 
 

 
 

 
 

Рис.35. Исходный результат тематической классификации изображения (вверху) 
и результат сглаживания окном 33 в режиме Majority (внизу). 
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Рис. 36. Результат группировки классов на рис.35 для составления карты 
залегания грунтовых вод. 

 
Density – центральному пикселю присваивается значение, равное 

количеству пикселей в окрестности, значение которых совпадают с центром. Эта 
функция, наоборот, подчеркивает наиболее однородные участки, то есть 
является аналогом низкочастной фильтрации для полутоновых изображений. 

В блоке имеются также функция Max и обратная к ней, а также функция, 
обратная к Majority. 

Совместный (оверлейный) анализ тематических слоев обеспечивается 
функциями Index, Overlay, Matrix. Здесь могут быть использованы как 
растровые, так и векторные слои. В качестве векторных слоев пакет использует 
покрытия ARC/INFO. Другие типы векторных слоев должны быть 
предварительно конвертированы в этот формат в блоке Import.   

 Функция Index позволяет рассчитывать линейные комбинации заданных 
слоев. Таким способом, между прочим, можно рассчитывать и линейные 
комбинации каналов (слоев типа continuous).  

Функция Overlay выбирает из пары значений пикселей двух слоев 
минимальное или максимальное значение. 

В каждой из этих функций есть процедура перекодировки классов. 
Функция Matrix для пары слоев, содержащих аналогичные классы, строит 

изображение, которое показывает, как перекрываются классы на двух исходных. 
Этот процесс основан на том же принципе, что и матрица ошибок в задаче 
классификации.  

Для оверлейного анализа могут быть использованы  векторные 
картографические слои или другие результаты тематической классификации, 
приведенные к единой системе пространственных координат. Для формирования 
собственных многослойных изображений может быть использована функция 
Layer Stack из блока Utilities. 
Сегментация. Под сегментацией в общем случае подразумевается выделение на 
изображении пространственно связных областей, однородных по некоторому 
признаку. Ввиду многообразия методов сегментации в рамках данного курса нет 
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возможности рассмотреть эти методы, поэтому мы ограничимся простейшим 
случаем – сегментацией уже расклассифицированных изображений, где каждому 
классу присвоено определенное численное значение (индекс класса). Выделение 
и фильтрация пространственно связных по индексу класса областей на 
изображении выполняются с помощью функций Clump, Sieve, Eliminate из 
блока GIS Analysis.  

Функция Clump формирует связные по индексу класса области путем 
анализа окрестности каждого пикселя, либо «крестом» (рассматриваются только 
соседи по горизонтали и вертикали), либо окном (рассматриваются все 8 
соседей). Каждому сегменту присваивается собственный новый индекс. При 
этом индекс класса также сохраняется в атрибутах сегмента. Растровый 
результат сегментации представляется в виде серого полутонового изображения, 
на котором значения яркости соответствуют номерам выделенных сегментов, 
которые располагаются в порядке просмотра изображения. На рис.37 показан 
результат сегментации изображения, приведенного на рис.36. 

 

 
 

Рис.37. Растровое представление результата сегментации изображения на рис.36 
с использованием функции Clump. 

 
Функция Sieve исключает из рассмотрения сегменты меньше заданного 

размера (обнуляет их индексы). Максимальный размер сегмента, который 
подлежит удалению, задается пользователем. 

Функция Eliminate, в отличие от Sieve, сливает мелкие сегменты с более 
крупными, используя анализ ближайших соседей. Значения пикселей из мелких 
сегментов заменяются преобладающими в окрестности в несколько итераций, 
пока сегменты не будут полностью «поглощены» соседями. Растровый результат 
после выполнения этой процедуры отображается уже не по номерам сегментов, а 
по номерам классов. 

Сегментированное таким способом изображение полностью готово к 
выполнению растрово-векторного преобразования и дальнейшему 
использованию в векторных ГИС. Функция растрово-векторного преобразования 
находится в меню блока Vector. Векторный результат представляется в формате 
покрытий пакета Arc/Info. Этот формат может быть преобразован к любому 
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другому распространенному векторному формату в блоке Import. На рис. 38 
представлен результат сегментации после применения функции Eliminate, на 
который наложен результат такого растрово-векторного преобразования. 
Необходимо помнить, что перед выполнением растрово-векторного 
преобразования изображение должно быть приведено к системе координат 
требуемой картографической проекции. Характеристики проекции отображаются 
в информационном блоке ImageInfo  (функция Utility -> Layer Info редактора 
изображений).  

Кроме перечисленных функций, для анализа и интерпретации 
классифицированного изображения с использованием дополнительных слоев, 
могут быть использованы функции блока Utilities из модуля Interpreter. 
Например, функция Operator позволяет выполнять различные операции над 

 
Рис.38. Карта глубины залегания грунтовых вод, составленная по результатам 

классификации растительности (рис.33) с использованием процедур блока 
Interpreter и растрово-векторного преобразования. 

 
парой слоев, функция Function – выполнять различные операции над пикселями 
отдельного слоя или группы слоев. Для создания новых растровых слоев на 
основе векторных данных, необходимых для выполнения ГИС-анализа 
результатов классификации в меню Utilities имеется функция преобразования 
векторного слоя в растровый. С помощью этих функций можно создавать 
различные схемы комплексного тематического анализа полученных результатов 
классификации изображений с использованием картографических и других 
видеоматериалов. 
 

Контрольные вопросы. 
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1. Перечислите последовательно операции, необходимые для перехода от результата 

классификации к тематической карте.  
2. Почему к растровому результату классификации нельзя применять методы фильтрации 

изображений, предназначенных для типа continuous? Какая функция в ERDAS Imagine 
используется для сглаживания результата классификации? 

3. Чем отличается функция Eliminate от функции Sieve? 
4. Какая функция используется для формирования собственного многослойного 

изображения? Каким условиям должны удовлетворять изображения, из которых оно 
формируется? 
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